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Sumario

Este trabalho encontra-se entre as areas cientificas da Teoria da Computacéo e
das redes neuronais artificiais. Ele procura possiveis pontos de contacto e
explora as melhores formas de integrar conceitos destas duas éreas para

aproximé-las numa estrutura comum e mais geral de computag&o.

Este esforco sera centrado, primeiro, na definicdo de uma arquitectura
computacional baseada num determinado modelo neurona (e consequente
demonstracdo que o seu poder computacional € equivalente ao das maguinas de
Turing), e em seguida, no desenvolvimento de um conjunto de ferramentas que
permitam aproveitar as potencialidades desse mesmo modelo neuronal. Isso
sera obtido através da construcdo de uma linguagem de alto nivel e de um
processo de compilacdo capaz de traduzir a representacdo sintéctica numa rede

neuronal modular e paraela.

Estas ferramentas centram-se em dois aspectos da computagéo, o controle e a
aprendizagem. Neste contexto, controle diz respeito a capacidade de executar
todo o algoritmo que utilizainformagdo simbdlica, ou sgja, informagdo com um
significado directo e bem definido. Ja a aprendizagem consiste no conjunto de
algoritmos de manipulacdo sub-simbdlica de informagdo, onde cada entidade
basica de informagdo ndo possui um significado individual, mas faz parte de

uma representacao distribuida.

Sera apresentada uma arquitectura de méaguina capaz de executar 0 modelo
neuronal apresentado abordada, e ainda uma estrutura neuronal para um agente

computacional num ambiente distribuido.



Abstract

This work lies within the scientific areas of Theory of Computation and
artificial neural networks. It researches some possible knowledge bridges
between both areas, and tries to integrate concepts in order to achieve a

common and broader computational framework.

This effort concentrates, firstly, on a computational architecture definition,
based on a certain neural model (e subsequent demonstration that its power is
equivaent to Turing Machines). Secondly, it will be developed a set of
working tools to maximize and take advantage of this computational model.
This will be achieved by using a high level programming language, and an
automatic compilation process, able to translate the algorithmic representation

of a certain problem into a paralel and modular neural network.

These tools focus on two computational concepts: control and learning. In this
context, control means all algorithms that use symbolic information, i.e.,
information with a well-defined context and meaning. Learning, on the other
side, consists in a set of sub-symbolic algorithms, where there is no individual

meaning for each basic piece of information, and all knowledge is distributed.

It will also be presented a proposal for a specific hardware to execute the neural
model neural, and a structure of a multiagent entity based on the previous

concepts.
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1. Introducéo

A forma de computagdo mais comum encontrada nas aplicacles reais e mesmo
no interesse da investigag@o cientifica na &rea da Informatica é a denominada
computacdo simbdlica, ou sga, computacdo sobre representacéo. Nesta visao,
pode afirmar-se que as primitivas computacionais sdo iguamente primitivas
representacionais [Chalmers 97]. As entidades basicas entre mudancas de
estado da maguina simbdlica, sdo €las também portadoras de significado sendo,

portanto, simbolos.

Este tipo de computacdo é muito popular e tem fornecido excelentes resultados
nas diversas areas da Informética e da Engenharia, mas de modo algum esgota
todos os recursos da Ciéncia da Computacdo. Qualquer sistema construido tem
a necessidade de possuir um valor semantico associado, mas nada se diz se esse
valor tem de estar obrigatoriamente ligado as primitivas computacionais. Nos
sistemas conexionistas, por exemplo, o significado é distribuido pelo sistema
em padrdes de actividade de vérias unidades de processamento, que podem por
s mesmas ndo ter um valor simbdlico agregado. Para usar o termo de
Smolensky (cf. [Smolensky 88]), estes sistemas executam computacdo

sub-simbdlica. O nivel de computacdo € anterior ao nivel de representacéo.



Mas também estes sistemas s30 computacionais’. O termo sub-simbdlico
reflecte igualmente a possibilidade de ser usado para sustentar um sistema
simbolico de mais alto nivel (ou sgja, a utilizacdo do primeiro ndo sd ndo exclui

0 segundo, como pode, em certos casos, facilitar o seu uso posterior).

Allen Newell, em [Newell 90], desenvolve a definicdo de arquitectura
smbolica. Para isso, ele define um sistema simbdlico, como um sistema
computacional (eventuamente universal, ver [Hopcroft 79] e [Hein 96] para
mais informacbes) com memodria, capaz de guardar a informagdo necesséria,
um conjunto de simbolos para permitir o reconhecimento da informacéo
disponivel, operagdes para manipulacdo simbdlica, interpretacdo para a
especificacdo das operagdes e das suas combinagbes admissiveis,
composicionalidade para que sgja possivel compor quaisquer estruturas
simbdlicas vélidas. Findmente, Newell, define uma arquitectura simbdlica
como uma estrutura fixa que realiza um sistema simbdlico. Sendo fixo, implica
gue o comportamento de algoritmos sobre a arquitectura depende dos detalhes
dos simbol os, operacdes e interpretaces do sistema simbdlico, e ndo daforma

gue este (e as suas componentes) estdo implementadas.

Uma arquitectura sub-simbdlica é uma estrutura que ndo utiliza simbolos no
seu processamento interno. Uma forma tipica nos sistemas sub-simbdlicos é o
uso de representagfes analdgicas para representacdo de conhecimento. Dois
exemplos de arquitecturas sub-simbdlicas, sdo as redes neuronais (uma recente
obra de introdugdo ao tema encontra-se em [Haykin 99]) e as arquitecturas de

subsumpgéao de Brooks (cf. [Brooks 91]).

Estas arquitecturas, com as suas vantagens e desvantagens intrinsecas, formam
0 nucleo de qualquer sistema de controle computacional, sga ele centralizado
ou distribuido. A integracdo dessas arquitecturas resulta nos chamados sistemas
inteligentes hibridos (cf. [Kandell 92] e [Wilson 93]).

! De notar, que a distingdo entre computacdo simbdlica e subsimbdlica ndo coincide com a
distingdo entre os diversos paradigmas computacionais, como maquinas de Turing ou redes



1.1. Motivagéao

Quando em 1943, McCulloch e Pitts apresentaram o seu artigo seminal sobre
redes neuronais, foi definido um novo paradigma computacional, usando-o
nesse artigo para a representacéo da l6gica proposiciona (cf. [McCulloch e
Pitts 43]). No entanto, a comunidade cientifica desde entdo, tem visto as redes
neuronais quase exclusivamente dirigidas para tarefas de optimizacéo e
aprendizagem, desde a Le de Hebb (cf. [Hebb 49]) e o Perceptréo
(cf. [Rosenblatt 58]), até as modernas variantes da Retropropagacéo
(cf. [Rumelhart et al. 86a]). A vantagem, em relagdo aos métodos mais
classicos, reside na sua capacidade de representacdo sub-simbdlica onde o
conhecimento adquirido é disperso pela estrutura neuronal de forma

homogénea.

Por outro lado, a computacdo simbdlica foi tratada por outros tipos de
paradigmas de computacdo, com especial foco nas maquinas seriais com
arquitectura de von Neumann (um dos primeiros textos onde se refere a técnica
de guardar programas de igual modo como se guardam dados, pode ser lido em
[von Neumann 45/82]), cuja evolucdo produziu os computadores actuais.
Nestas maguinas, ainformagdo € guardada em zonas de memoria especificas e
processada por um sistema fixo de processamento definido por um agoritmo
previamente codificado. Para facilitar a comunicagdo com o programador,
foram criadas linguagens de ato nivel para o desenvolvimento de algoritmos
complexos. Estes algoritmos sdo traduzidos por compiladores na representagéo

binéria da méaquina em questao.

Temos assim, novamente, os dois aspectos distintos de computacdo: o
simbdlico e o sub-simbdlico. Porém, apenas as méquinas de von Neumann
possuem um hardware barato, generalizado e com €ficientes ferramentas de
trabalho. Isto implicou que o paradigma neuronal da computagdo foi

principalmente estudado e simulado nestas mesmas méaguinas e ndo em

neuronais. Qualquer um destes sistemas é capaz de realizar ambos os tipos de computacéo,
COmo veremos nesta Tese.



hardwar e especifico. Ou sga, quando se refere um algoritmo neuronal, o que é
apresentado € uma descricdo algoritmica para computadores baseados na

arquitectura de von Neumann, que executam a sua simulagao.

Para melhorar a tarefa dos programadores de redes neuronais, foram criadas
multiplas ferramentas dirigidas para este assunto. Estas ferramentas abordam
um ou mai s dos seguintes trés aspectos:

» Uso de Bibliotecas — No que diz respeito a criacdo de bibliotecas, a
intencdo central € que a partir de uma determinada linguagem de
programacdo (Pascal, C, C++, Java, ...), € codificado um conjunto de
variaveis, métodos e procedimentos, que criam um nivel de abstraccdo
complementar capaz de aumentar a produtividade e diminuir a
percentagem de erros de programacdo. Existem maltiplas bibliotecas
disponivels com vérios objectivos (cf. [Eberhart e Dobbins 90] para uma
resenha de aplicagdes em computadores pessoais).

« Interpretagio/Compilacio — E apresentada uma linguagem especifica que
permite ao utilizador a definicdo do problema. Esta linguagem pode ser
directamente executada pelo programa (linguagem interpretada), ou
traduzida numa linguagem de mais baixo nivel para ser executada por
uma aplicagdo independente (compilacdo). Dois exemplos encontram-se
nos trabalhos de Dongming Wang (cf. [Wang 90, 91, 92]) e no produto
comercial Synapse-3 da SIEMENS (cf. [SEMENS 98]).

e Simulagdo — Os programas que realizam simulacOes baseiam-se num
determinado modelo de rede, fornecendo ao utilizador procedimentos

especializados para a construgao arbitraria de redes.

Existem muitos programas disponiveis na comunidade cientifica
(cf. [Schutter 92]). Todos estes programas fazem a traducdo de uma linguagem
préxima do paradigma neurona de computacdo para a linguagem reconhecida
pelos computadores de von Neumann. Suponhamos agora, que existe um
computador neuronal. Um hardware capaz de simular eficientemente umarede
neuronal. Como traduzir os algoritmos existentes que foram feitos para

maguinas seriais e ndo para este novo tipo de hardware?



A motivacdo central deste trabalho esta relacionada com esta quest&o. Serd
possivel automatizar a construcdo de redes neuronais arbitrariamente
complexas num hardware capaz de executar o funcionamento paralelo de uma
rede? Para responder a esta pergunta, outras questfes se levantam. Que tipo de
fungbes pode um determinado modelo de rede neurona calcular? Neste
momento, ndo falamos sd de aproximagdo, mas sim de computacdo exacta no
dominio numérico escolhido. E sendo possivel, ha perda ou ganho de eficiéncia
em relacdo as maquinas de von Neumann? Que tipos de processos se tornam
mais ou menos complexos com a mudanga de paradigma da computacéo? O
nosso esforgo de investigagdo vai ao encontro deste conjunto de interrogacOes.
Outra questéo pertinente tem a ver com a crescente complexidade das
aplicagbes actuais. Quando € necess&rio resolver uma tarefa complexa, é
procedimento padrdo separé-la em subtarefas relativamente independentes para

facilitar a sua resolugéo e comprovar a sua correcgao.

Tanto a experiéncia cientifica, como as aplicacbes comerciais provaram que 0
ramo da neurocomputacdo tem muita vitalidade, possuindo um amplo campo
de aplicacdo e desenvolvimento futuro. No entanto, a tendéncia tem sido, e
ainda &, olhar para uma rede neuronal como uma caixa preta de onde (depois de
um dado processo de aprendizagem) se recebem resultados uma vez inseridos
os dados iniciais. Esta visdo teré dificuldades de se conciliar com o método
l6gico de desenvolvimento em subtarefas, na medida em que as exigéncias a

investigagdo no campo forem crescendo em complexidade.

N&o h& nada que impega que a funcéo de uma rede ndo possa ser dividida em
subfunges independentes, realizadas por redes mais simples e relacionadas
entre si. Esta metodologia tem vérias vantagens (dividindo o processo em
partes, torna-se mais facil detectar falhas e facilita o controle da complexidade
associada) e mesmo agumas motivactes biol dgicas (a neurociéncia indica que
0 cérebro humano é congtituido por uma estrutura entrelagcada de mdédulos
coadjuvantes) e psicoldgicas (acredita-se que o0 processo de aprendizagem
humano € incremental, e que 0 sucesso num determinado estado da

personalidade depende do sucesso do estado anterior).



O estudo da modularidade em redes neuronais e 0s seus potenciais mecanismos

de comunicagdo e sincronizacdo, seraigua mente uma das motivactes da Tese.

1.2. Objectivo

Com este trabalho, pretende mostrar-se que € possivel conjugar os dois

aspectos da computacdo, o controle e a aprendizagem, numa arquitectura

neuronal macicamente paralela. A construgdo desta arquitectura tera especial

foco nas caracteristicas modulares, para apresentar um método de limitacéo e

controle da complexidade esperada em grandes redes neuronais. Estas questdes

serdo discutidas e analisadas nos seguintes passos:

1)

2)

3)

Uma demonstragdo formal de que o modelo de computacdo neuronal
proposto é computacionamente completo, i.e., equivalente a maguina de
Turing. Caracteristicas da rede: precisdo ilimitada (interesse como modelo
tedrico), o nUmero de neurdnios e os pesos sindpticos sdo fixos. Com este
resultado, é dada a garantia tedrica do poder expressivo do sistema de
computagdo neuronal a ser proposto.

Um processo de compilacdo que traduza qualquer estrutura de controle
numa rede neurona equivalente. Caracteristicas. precisdo limitada, o
nimero de neurdnios e 0s pesos sindpticos sdo fixos. A primeira diferenca
fundamenta entre um compilador de C ou Pascal e este compilador, é que
0s primeiros traduzem o agoritmo para uma linguagem maquina
reconhecida pela méaquina serial onde esse algoritmo € executado, enquanto
0 segundo traduz o agoritmo numa descricdo de uma rede neuronal
independente do hardware utilizado?. A segunda diferenca é que a
linguagem, sendo dirigida para a construcéo directa de redes neuronas,
pode introduzir construtores especificos para o tratamento de tarefas de
aprendizagem.

A introducdo de mecanismos de ateracdo da arquitectura da rede pela

prépriarede. Isto permitira a representacao de algoritmos de aprendizagem

2 Tendo um hardware neuronal disponivel, basta fazer a traducéo da descricdo da rede
produzida pelo processo de compilac&o para a descri¢do apropriada desse hardware.
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nesse mesmo modelo, tendo em conta 0s aspectos importantes para a sua
integracdo com o processo de compilagdo. Caracteristicas. precisdo
limitada, o nUmero de neurdnios é fixo, 0s pesos singpticos ndo. Serdo
estudadas as possibilidades computacionais que possam aproveitar esta

capacidade de modificagdo da topologia da rede por st mesma.
As respostas para as questdes referidas abrem caminho para os seguintes temas:

Computagdo — 0 conceito de computacdo apresentado neste trabalho € diferente
daguele usualmente reconhecido pelas maguinas de Turing. Aqui ndo se trata
de um autémato de estados que utiliza uma fita de memoria para ler e guardar
informacdo. Este conceito de computagdo é melhor descrito pela evolucéo
temporal de um vector de activagbes que descreve a actividade de uma rede

neuronal .

Universalidade — provando que o modelo neuronal é computaciona mente
completo, tem-se a garantia tedrica da capacidade destas redes para

computarem qual quer algoritmo.

Controlo — Antes desta Tese, 0 aspecto do controlo de execugdo de programas a
partir de uma rede neuronal estavalonge de ser simples. Os trabal hos existentes
consideravam estruturas neuronais muito mais complexas que as apresentadas
ao longo deste trabalho. A simplificacdo conseguida pelo passo conceptual
dado aqui, reduziu as vérias redes necessérias para um dimensdo téo reduzida,

gue asuaandisetorna-se quase trivial.

Sincronizagdo — ao construir sistemas neuronais complexos, sera criado um
sistema de sincronizagdo extremamente simples, mas capaz de controlar

eficazmente redes de dimensao arbitréria.

Modularidade — juntamente com a definicdo de arquitecturas neuronais
baseadas em descric¢des algoritmicas, como as funcbes parciais recursivas ou as
linguagens de programacao de alto nivel, foi possivel, como veremos ao longo
da Tese, definir estruturas modulares de processamento. Esta modul arizagdo

melhora o nivel de controlo e correccdo das redes neuronais produzidas.



Integracdo simbdlica/sub-simbdlica — os médulos de controle neurona abrem a
possibilidade de serem usados para controlar processos de aprendizagem
executados por outros modulos pertencentes a mesma rede. Isto significa que é
possivel, em principio, ter uma rede neuronal homogénea, capaz de executar
computacdo simbolica a0 mesmo tempo que executa computagdo sub-
simbdlica

De notar que o model o neuronal apresentado nesta Tese ndo € realista do ponto
de vista biolégico, ndo sendo essa uma preocupagdo do nosso trabalho. No
entanto, € importante referir que actuamente ndo se conhecem simulacles
eficientes de sistemas simbdlicos (como a maguina de Turing) em redes
neuronais que utilizem fungbes de activacdo mais realistas (como a funcéo
sigmoidal). Por exemplo, em [Siegelmann 99] é apresentado uma simulagdo

usando a sigmoide que possui atraso exponencial .

Outra restricdo séria diz respeito a presenca de ruido. No nosso trabalho,
considera-se que ndo existe ruido de qual quer espécie. Porém, esta provado que
a existéncia de ruido limita seriamente o conjunto de linguagens reconhecidos
pelas redes neuronais. Em [Maass e Sontag 99] é demonstrado que se o nivel
de ruido for Gaussiano, ou de qualquer outra distribuicdo que sga ndo nula
num intervalo suficientemente grande, o poder computaciona das redes
neuronais recorrentes ndo consegue reconhecer sequer as linguagens regulares,

0u sgja, as linguagens reconhecidas pel os automatos finitos.

Em relagdo as linguagens de programacdo de ato nivel, a linguagem a ser
apresentada nos capitulos 4 e 5 possui vérias restrigdes, como o facto de néo ter
mecanismos de recursdo ou a sintaxe da linguagem ndo ser muito elaborada,
mas isso € compensado por um conjunto de ferramentas mais proximas do

conceito de computagéo neuronal destes sistemas.

1.3. Sumério

Esta Tese € composta por um conjunto de capitulos com a seguinte estrutura:



Depois desta introducdo, o segundo capitulo apresenta alguns elementos de
Teoria da Computagcdo e de Neurocomputagdo essenciais para se entender as
estruturas e raciocinios utilizados nos capitulos seguintes. No terceiro capitulo
€ apresentado um sistema baseado nas fungdes parciais recursivas, que servira
juntamente com um conjunto de definicbes e teoremas, para demonstrar o
resultado da universdidade. Sera dada especia atencdo a questdo da

modularidade, ponto central nas construgdes neuronais posteriores.

No capitulo quatro, é mostrado como se constréi um sistema automético de
traducdo de um agoritmo numa rede neuronal. Sera descrito todo um conjunto
de redes que definem os varios procedimentos constituintes de uma descri¢éo
algoritmica que possibilitard 0 processo de compilagcdo. Este sistema é
apresentado a partir da descricdo de umalinguagem de programacédo paralelade
alto nivel capaz de representar os algoritmos necessarios, linguagem esta que
foca algumas das particularidades da neurocomputacdo (como o paraéelismo
massivo). No capitulo seguinte sera feita a integragdo da aprendizagem no
sistema proposto anteriormente. Esta integracdo mostrara que € possivel a
execucdo simulténea de computagdo simbdlica e sub-smbdlica numa
arquitectura neuronal homogénea. Sera apresentado um novo modelo para a
rede neuronal, e com ele, uma extensdo a linguagem descrita no capitulo

anterior capaz de efectivar essa integracéo.

O sexto capitulo apresenta uma proposta de hardware capaz de executar
eficientemente, no que diz respeito a velocidade, a memoria usada, e a aspectos
de comunicac&o e sincronizagdo da computacdo paralela, 0 modelo das redes
neuronais proposto. O capitulo sete mostra um caso de estudo no dominio da
Inteligéncia Artificial Distribuida e Sistemas de Multiagentes, onde ser4
apresentado um algoritmo distribuido de transmisséo de informagdo por uma
rede arbitrariamente complexa de agentes roteadores. Uma vez obtido o
algoritmo, o processo de compilagcdo permitira a construcdo de um ‘agente
neuronal’ capaz de executar esse conjunto complexo de tarefas associadas.
Finalmente, a Tese termina com as conclusdes obtidas ao longo deste trabal ho,

direccles futuras e as consideracdes finais.



2. Elementos de Computacdo e de Neurocomputacgdo

2.1. Teoriada Computacéo

Em 1900, no Congresso Internacional de Paris, 0 eminente matemético aleméo
David Hilbert apresentou o que ele considerava serem os 23 problemas mais
relevantes na Matemética para 0 novo Século que surgia. O ultimo problema
dessa lista, perguntava se existiria um processo mecanico pelo qual a verdade
ou falsidade de qualquer conjectura matemética pudesse ser decidida. Este

problema ficou conhecido por Entscheidungsproblem.

Do ponto de vista matemético, isso implicava a existéncia de um sistema
axiomatico bem definido onde todas as consequéncias decorrentes da aplicacdo
do sistema seriam teoremas véalidos, e todas as verdades mateméticas seriam
por ele demonstraveis. Hilbert pretendia um sistema completo e coerente que

fosse capaz de induzir a Matemétical

Em 1931, o l6gico austriaco Kurt Gédel criou uma formalizacao desse sistema.
Porém, o presente estava envenenado, limitando definitivamente as esperancas
de Hilbert sobre o assunto. Goéde concluia que existiam preposicoes

indecidiveis, i.e., as quais nd0 se poderia demonstrar a sua vaidade ou
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falsidade, em qualquer sistema axiomético do tipo que Hilbert propusera. Ou
sgja, para um sistema que fosse capaz de representar a aritmética, o facto de ele
ser coerente implicava que ele tinha obrigatoriamente de ser incompleto. Num
segundo resultado, Godel demonstrou também que a consisténcia de um
sistema ndo se pode provar dentro do proprio sistema. Isto implicava que para
além de ser incompleta, a Matemética tinha irremediavelmente de “confiar” na

coeréncia dos seus proprios resultados.

No entanto, Godel tinha deixado por resolver se seria ou ndo possivel
responder a seguinte questdo: Dado um sistema axiomético e uma qual quer
preposicdo, € possivel saber algoritmicamente se a preposicdo é indecidivel
nesse sistema? Se esta resposta fosse positiva, poder-se-ia eliminar as
preposicdes indecidivels e trabahar somente com as restantes dentro do
contexto do sistema. Caso contrério, a mateméica ficaria para sempre
“infectada” de proposicOes cujo vaor légico ndo poderia ser demonstrado.
Ainda no ambito desta questéo, estava em aberto o problema de se saber
exactamente o que algoritmo significava. O que era um algoritmo? Interessava
associar aideiaintuitiva,
Um algoritmo (ou procedimento efectivo), é um

conjunto de regras bem definidas, que nos informa,
de momento a momento, o que se deve fazer.

uma precisa definicio matemética’. O problema com esta explicagdo, é que esta
baseada na capacidade do executor de interpretar correctamente as regras. Um
observador incapaz poderia ndo entender na globalidade a explicacdo, ou por
outro lado, um observador demasiado capaz (ou totalmente fora do contexto)
poderiainduzir efeitos secundérios ndo previstos por quem as determinou. Uma
melhor forma para definir um agoritmo, para aém de dar o conjunto das
regras, seria dar também os detalhes do mecanismo de interpretacdo dessas

mesmas regras. Assim, um algoritmo passaria a ser,

a) uma linguagem que introduz a sintaxe das regras,

% Apesar de ndo ser 6bvio que fosse possivel descobrir um conceito formal equivalente a este
conceito intuitivo complexo.
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b) um mecanismo de interpretacdo de regras nessa
linguagem,
C) um conjunto de regras respeitando as restrigoes
estabelecidas em a).
O proprio Hilbert havia introduzido o conceito de funcdes primitivamente
recursivas e conjecturara que era equivalente ao conjunto das fungdes que
poderiam exprimir-se de forma agoritmica. No entanto, em 1928, William
Ackermann encontrou uma fungao total intuitiva que ndo era derivavel por esse

conjunto de fungdes, a conhecida funcéo de Ackermann.

Depois do trabalho de Godel, surgiram outras formalizagOes para o conceito de
algoritmo. Church (em 1933 e 36) introduziu o calculo A, e usou-o como nova
formalizagdo de agoritmo. Em 1936, Kleene derivou o conceito de fungdes
parcialmente recursivas, mostrando a diferenca relativamente as fungdes
primitivamente recursivas e ao mesmo tempo, provando a equivaléncia com o
cdculo A. Uma funcdo dir-se-ia computavel se e s6 se fosse uma fungéo

parcialmente recursiva.

Durante um curso em Cambridge, Alan Turing ouviu faar do
entscheidungsproblem, e ao pensar nele, considerou que era necessario model ar
0 processo pelo qual o matemético atinge a prova de uma dada conjectura.
Assim, tomou a expressdo ‘processo mecdnico’ usada por Hilbert
figurativamente, no seu sentido literal. Em 1936, apresentou o que é hoje
conhecido por Méaguina de Turing, um formalismo que ndo tendo um cariz
essencialmente matemético, era uma maguina no sentido intuitivo do termo.
Possuia um sistema de controle que determinava o comportamento da maquina,
uma fita onde guardava informagdo e uma cabega de leitura/escrita. Turing

também provou a equivaléncia da sua maguina com o calculo A.

Mas mais importante que isso, Turing respondeu a questéo deixada aberta por
Godel: Seria possivel saber algoritmicamente se uma preposicdo arbitraria é
indecidivel num dado sistema? A resposta de Turing deu o golpe fina no

programa de Hilbert: Nao!
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Para responder a esta pergunta, Turing mostrou inicialmente que a intuicdo da
época a0 dizer que problemas progressivamente mais complexos necessitavam
de maguinas cada vez mais complexas, estava errada. Turing construiu uma
maquina, sgja U, que dada uma codificagdo adequada da méguina que resolvia
um dado problema, U era capaz de simular a execucdo dessa maquina e,
portanto, de resolver o problema em questéo. E isto para qualquer maguinal

Por isso, Turing chamou a maguina U, amaquina universal.

Turing provou entdo que o entscheidungsproblem poderia ser traduzido num

outro problema, denominado por problema da paragem:

Sgja uma maquina de Turing M e um conjunto

dedadosiniciais|.

Sera que a execucao de M sobre | termina?
Ele demonstrou, por reducéo ao absurdo, que se existisse uma maquina capaz
de garantir o problema da paragem de qual quer maguina (que seria uma espécie
de magquina universal), a execucdo desta maquina, para certos casos, levava-nos
a sSituagbes contraditérias. Isto implicava que ndo havia nenhuma maquina
capaz de resolver o problema da paragem nem o entschel dungsproblem. O caso

negava a questdo deixada em aberto por Godel.

A matemética revela-se incompletamente mecanizavel, i.e., por mais complexo
gue sgja o formalismo apresentado, havera sempre preposi¢des indecidivels que
nem sequer podem ser identificadas como tal nessa formalizac&o. Entretanto, o
nuimero de formalismos apresentados na literatura cientifica aumentava. Todos
Se exprimiam uns nos outros, e quando isso nd&o acontecia, era devido ao
sistema proposto ter falhas que Ihe reduziam a capacidade. As mais variadas
formas de expressdo da computabilidade, baseadas em diferentes abordagens,
eram anaogas. Kleene, em 1952, apelidou como Tese de Church, a conjectura
vigente, que a maquina de Turing e 0s seus equivalentes, exprimiam o conceito

intuitivo de algoritmo®.

* Uma tese mais forte, conhecida por Tese de Church Fisica, apresentada posteriormente por
David Deutsch, afirma que qualquer sistema fisico pode exprimir, no melhor caso, a
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Pode classificar-se os formalismos existentes nos seguintes grupos:

» Abordagens mateméticas. calculo A, fungdes parcialmente recursivas,

» Abordagens operacionais. maguinade Turing, URM, RAM,

e Automatos celulares,

» Cadeias de Markov, sistema de Post,

* Redes Neuronais.
Nas abordagens matemaéticas, dada uma linguagem e o seu significado, cada
palavra dessa linguagem corresponde a uma funcdo computavel. Veremos o
exemplo das fungbes parcialmente recursivas no capitulo 3. O foco nestas
abordagens esta assim, na definibilidade da funcéo a que corresponde um dado

algoritmo.

Ja nas abordagens operacionais, o foco é na mecanizagdo do algoritmo. E
agpresentada uma forma de construir programas, ou sgja, uma forma de
descrever agoritmos e o funcionamento da maquina gque executa esses
programas. A execugcdo do programa pela maquina faz corresponder ao
resultado obtido o valor da funcéo associada. Para além da maguina de Turing,
muitas outras méquinas foram sugeridas. Falaremos nesta seccdo da méaquina
URM (Universal Register Machine) concebida por Shepherdson e Sturgis em
1963 (cf. [Shepherdson e Sturgis 63]). Uma outra méquina, proposta por John
von Neumann, a maguina RAM (Random Access Machine), é a verdadeira

precursora da arquitectura dos computadores modernos.

Nos autématos celulares, cuja teoria foi desenvolvida por Codd, em 1963
(cf.[Codd 68]) e por von Neumann, em 1966 (cf. [von Neumann 66]), a
computagdo opera sobre um espago de dados em que todas as céulas de
memodria sdo processadas simultaneamente e possuem um sistema de controle
uniforme. O sistema de Post (cf. [Post 43]) e as cadeias de Markov (1954)

computabilidade da méaquina de Turing. No entanto, esta tese foi rejeitada por diversos
formalismos que mostram capacidades para aém da méguina de Turing, se considerarmos o
uso de nimeros reais [Siegelmann 99]. Este facto, motivador de muito debate, passa pela
constatagdo que as teorias vigentes na Fisica usam nimeros reais nos seus model os descritivos.
Ou sga, estas maquinas super-Turing limitam-se a utilizar os meios fornecidos pelos proprios
sistemas fisicos referenciados na Tese de Church Fisica.
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definem algoritmo como um conjunto de regras de producéo/rescrita que
operam sobre os dados, i.e., sobre palavras de uma determinada linguagem.
Quanto a computacdo neuronal, assunto motivador da nossa Tese, serd o tema
central dos capitulos seguintes. Apresentaremos nas secgdes seguintes alguns
formalismos baseados na abordagem operacional, que nos serdo Uteis

posteriormente.

Maquina URM

Na méguina URM existe um conjunto infinito (mas enumeravel, ou sgja, com a
mesma cardinalidade dos nimeros naturais) de registos de memoria. Cada

registo de memoria guarda um nimero natural.

Definicdo 2.1.1: Sgaafuncdo r:N\{0} - N. A memdria de uma méquina URM
¢ denotada pela sequéncia (ri)ionyg- Ri denota o i-ésimo registo da méaguina, r;

denota o contelido de R;. <

O contelido dos registos pode ser modificado pela maguina em consequénciade
certas instrugbes que ela reconhece. Uma sequéncia finita de instrucles
congtitui um programa. A execucdo de uma maquina URM é simplesmente a

execucao de um programa sobre uma determinada meméria.

Definigdo 2.1.2: Asinstructes URM sdo de quatro tipos distintos:

* Instrucles Zero: Para cada n O N, a instrucdo Z(n) aplica o valor zero
no n-ésimo registo de memodria, R,.

» InstrucBes Sucessor: Para cada n O N, a instrucdo S(n) aplica o valor
r+1 no n-ésimo registo de memdria, R,.

* Instrugbes Transferéncia: Para cada n, mON, a instrugdo T(m, n)
aplicao valor ry+1 no n-ésimo registo de memaria, R.

e Instrucbes Salto: Para cada n,mON, e gqON\{0}, a instrugdo
J(m, n, g) atera a ordem de execucdo da maquina URM. Se Ry, = R,
entdo a proxima instrugdo a ser executada € a g-ésima instrucdo do
programa. Caso contrério passa a execucdo para a instrucdo a seguir.
Em qualquer dos casos, amemoria ndo é alterada. <
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Observagdo 2.1.3: Asinstruces transferéncia podem ser definidas a custa dos
outros trés tipos de instrugdes. Porém, utilizam-se como fungdes base dado

facilitarem a construcdo de programas.

Definicdo 2.1.4: Um programa URM P € uma sequéncia finita ndo vazia de

instrugdes URM, denotadas por Iy, I, ..., . <

Observagdo 2.1.5: Por convencdo, considera-se que 0s h argumentos iniciais
para a execucdo de um programa URM, estdo colocados nos n primeiros
registos de memoaria, Ry, ..., R, Os restantes registos guardam o valor zero.
Também por convencgao, cada programa URM deve guardar o resultado final da

sua execucao no primeiro registo, R;.

Definigdo 2.1.6: A funcdo p : <ly,....I»> - N, devolve o maior registo

referenciado no programa URM <Iq, ..., I,>. <

Definicdo 2.1.7: Umamaquina URM é o par <(f;)ionygoy. P>, onde:

o (M)iongoy € Umamemoria

e P éum programa URM 4
Definigdo 2.1.8: Um configuragéo de uma maguina URM € o par <(Ii)io1.x 0>
onde Ry € o registo de maior indice diferente de zero, e q ON\{ O}, representaa

proximainstrucdo do programa URM a ser executada. <

O funcionamento de uma maguina URM com um programa P, define-se da

seguinte forma. Seja a configuragdo actua <(ri)ip1.k, G>:

* seq> p(P), améquinapéra; caso contrério

* selyq = Z(n), aproxima configuragdo actual sera <(ri)io1.maxgn), q+1>,
com r,= 0; caso contrério

* selq = §(n), a proxima configuragdo actual sera <(ri)igs.max(n), q+1>,
com rp = rp+1; caso contrério

* selq=T(m, n), aproxima configuragdo actual sera <(ri)int.max(n), d+1>,
COMm = Iy, CaSO contrério

e selg=Jdm n ) erm=r, apréxima configuragio actua serd
<(ri)in1.k q'>; caso contrério

o selg=Jm, n q)ery# rm, aproxima configuragio actua sera
<(r)iorx Q+1>.
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Se 0 programa necessita de n argumentos para funcionar, a configuragéo inicial

damaquina sera <(r)io1.n, 1>, com r; aguardar o valor do i-ésmo argumento.

Definigdo 2.1.9: Seja uma méguina URM M. Uma computacdo de M sobre o
tuplo t O N", é a sequéncia de configuraces obtidas a partir da configuracdo

inicial <(ri)io1.n, 1> 0Onder; = t;, i=1..n. <

Se a computagdo for uma sequéncia infinita de configuragdes diz-se que a

méguina diverge para essa configuragdo inicial.
Exemplo 2.1.10: Sgja o seguinte programa URM,
e <J235), 51), S(3), J1,1,1) >

Este programa emula a fungdo soma binaria, onde por convencdo, os dois
argumentos estdo guardados nos registos R; e R,. O que o programa faz é
acumular em R; tantas unidades quantas aquel as que existem em R, usando R
para comparar quantos sucessores ja foram realizados. Quando R;=R3, em R;
estard 0 valor da soma. A maquina para ao saltar para uma instrucdo nao

existente.

2.2.  Neurocomputacgdo

Pode indicar-se com relativa seguranga, o trio mais influente do inicio da
neurocomputacdo como sendo constituida pelos artigos seminais escritos por
Warren McCulloch e Walter Pitts em 1943, o livro de Donald Hebb em 1949 e
0 artigo de Frank Rosenblatt em 1958 (cf. respectivamente [McCulloch e
Pitts 43], [Hebb 49] e [Rosenblatt 58]). No conjunto destes artigos foi mostrado
gue um paradigma computacional baseado e inspirado na actividade do cérebro
humano tinha poder computacional n&o trivial e que poderia ser estudado
matematicamente (McCulloch e Pitts demonstraram que até redes neuronais
simples eram capazes de computar fungdes l6gicas e aritméticas). Mostrou-se
também que o condicionamento classico observado nos animais era uma
propriedade de neurénios individuais (Hebb apresentou uma lel de
aprendizagem especifica para as ligagbes sindpticas entre neuronios).

Finalmente, com a apresentacéo do perceptréo e do neurocomputador MARK |
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nos fins da década de 50, Rosenblatt mostrou que a aprendizagem automética e

0 reconhecimento de padrdes eram exequiveis neste contexto computacional.

Na década de 60, ainvestigacdo expandiu-se tanto na andise matemética como
na simulacdo computacional de redes neuronais artificiais. Block, colega de
Rosenblatt, demonstrou em [Block 62] que o perceptrdo constituido por um
anico neurdnio era capaz classificar problemas de um determinado contexto, se
essa classificagdo fosse matematicamente possivel. Antes, em 1960, Bernard
Widrow e Marcian Hoff, apresentaram um novo algoritmo adaptativo (cf.
[Widrow e Hoff 60]) capaz de aprender mais depressa e acuradamente que o
perceptrdo. A regra apresentada era simples e elegante, e ela ou uma das suas
variages, ainda sdo usadas em alguns sistemas actuais. Eles assumiram que o
algoritmo era capaz de avaliar 0 erro entre a saida desgjada e aquela que de
facto era calculada pelarede num dado instante. Com esse dado, a rede adaptar-
se-ia para minimizar o erro e aproximar-se da classificacdo Optima para o
problema. Este algoritmo de correccdo ficou conhecido por LMS, e foi aplicado

pel os autores no conhecido modelo ADALINE.

Depois de um periodo de sucessos e crescentes expectativas, 0 campo comegou
ater dificuldades de progressdo sendo alvo de crescentes criticas e descréditos,
culminando estas com o conhecido livro de Minsky e Papert em 1969,
“Perceptrons’ (cf. [Minsky e Papert 69]), onde os autores mostram
matematicamente que o perceptrdo ndo pode implementar fungdes tdo triviais
como a fungdo l6gica XOR, i.e., Ou Exclusivo. A tese implicita de Minsky e
Papert era que todas as redes neuronais sofriam da mesma falha que o
perceptrdo. Esse argumento teve repercussdo no meio cientifico, e a

neurocomputacdo perdeu apoios e investigadores durante cerca de uma década

E costume pensar que a década de 70 foi uma travessia do deserto no que
respeita as descobertas nesta area, mas, apesar de tudo, muito trabalho foi
realizado e aguns dos conceitos mais importantes actual mente, surgiram nesse
periodo. Teuvo Kohonen e James Anderson em 1972 (respectivamente
[Kohonen 72] e [Anderson 72]) propuseram independentemente um modelo de

memoria associativa, onde o elemento basico neurona era analégico e ndo
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digital como nos model os de McCulloch e de Rosenblatt. Tanto as entradas, 0os
pesos sindpticos e as saidas possuiam valores continuos. A relacdo entre a
entrada e a saida era especificada por uma matriz de multiplicacdo que definiaa
estrutura do sistema. A regra de aprendizagem sindptica era uma generalizagcdo
dale de Hebb. Considerando as entradas e saidas como vectores de valores, foi
Kohonen que chamou aos sistemas onde a entrada possui a mesma dimensao

gue a saida de autoassociativos, e heretoassociativos aos de dimensdo distinta.

Stephen Grossberg investigou os mecanismos de inibi¢éo e saturagdo neuronais
na neurocomputacdo (um neurénio bioldgico possuia comportamento
fortemente ndo-linear em estados de saturacéo) e introduziu a conhecida fungéo
de activagdo sigmoidal, muito utilizada em aplicagbes recentes
(cf. [Grossberg 76]).

Considera-se geramente que a neurocomputacdo moderna se iniciou com 0s
trabal hos do eminente fisico John Hopfield (cf. [Hopfield 82, 84]). Para aém
do modelo conhecido por rede de Hopfield, uma das suas principais
contribuicdes foi a introdugdo do conceito equivalente a energia fisica a partir
da matriz que define a rede. A dindmica da rede de Hopfield é construida
(assincronamente e usando uma regra simples de adaptacdo sinaptica) para
minimizar a sua energia e s6 estabilizar quando chegar num minimo local ou
global. A passo que deu a partida definitiva para uma nova explosdo criativa no
campo, foi o trabaho iniciado por David Rumelhart e colegas (cf. [Rume hart
et al. 86]), com a apresentagdo de um algoritmo de aprendizagem para redes de
multiplas camadas, uma generalizacdo do agoritmo de Widrow-Hoff, o
conhecido agoritmo de Retropropagacdo®. Deste modo, caia a restricdo
conjecturada por Minsky, que qualquer rede neuronal seria incapaz de aprender
certas fungdes, dado gque as redes neuronais de multiplas camadas séo capazes

de aproximar qual quer funcdo, seja ela linearmente separavel ou nédo.

® A descoberta do algoritmo &, de facto, mais antiga. Ele ja tinha sido descrito em Agosto de
1974 em Harvard no Ph.D. de Paul Werbos (cf [Werbos 74]) e desenvolvido pelo préprio nos
anos seguintes.
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Redes neuronais

Nesta seccdo serdo apresentados os conceitos referentes a neurocomputacao
necessarios para a compreensdo dos capitulos seguintes. Procurar-se-a
aproximar as vérias concepgdes propostas pela literatura cientifica, muitas
vezes em formas distintas, numa unidade possivel que facilitard a exposi¢éo do
trabalho desenvolvido (para maiores detalhes cf. [Rojas 95], [Barbosa 93],
[Garzon 95], [Haykin 99]).

Informalmente, uma rede neuronal tipica € um modelo matemético de um
sistema com: &) unidades de processamento denominadas por neuroénios, b)
conexdes entre as unidades de processamento denominadas por sinapses, ¢) um
conjunto de canais de comunicagdo com 0 exterior ou ambiente. Sobre este
sistema € entdo apresentado um algoritmo gue determina a forma como a rede
se modifica consoante os dados fornecidos pelo ambiente. Desta forma,
existem dois conceitos centrais: a parte fisica da rede, i.e., a sua arquitectura, e
0 procedimento algoritmico que determina o seu funcionamento. A presentamos
agora, aguns conceitos formais que serdo centrais para a formulagdo do

conceito de rede neuronal.

Definicdo 2.2.1: Um canal de dados, € uma fungdo de dominio N e

contradominio Q. <
Definicdo 2.2.2: Ambiente é um conjunto finito de canais de dados. <

Observacgéo 2.2.3: Dada a sua inspiracéo bioldgica, onde as entradas, saidas e
os estados dos neuronios biolégicos sdo variaveis fisicas e bioguimicas, é
considerado que valores continuos sd0 mais apropriados na modelacdo
neuronal. Por isso € escolhido o conjunto dos racionais para os modelos
neuronais (0 conjunto dos Reais ndo pode ser representado por maguinas de

Turing ou equivalentes).
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Definigéo 2.2.4: A unidade de processamento, doravante chamada de neurénio,

éum tuplo xx = <S, Tk, S, 8, ¢> onde:
o S ={su1 %2 - SN}, € um conjunto finito de conexdes, ou Sinapses.
Cada sinapse si € um trio <xj, Wk, Xk>, onde X; € o neurénio

pré-sindptico, wyi € 0 respectivo peso sinaptico, sendo o proéprio
neuronio Xy também designado por neurénio pds-sinaptico.

o Tk = {t, tko, ..., tkm}, € um conjunto finito de conexdes de entrada.
Cada ti; € um trio <u;, Wiy, X>, onde u; € 0 i-esimo canal de dados do
ambiente U, e wy; 0 Seu respectivo peso.

 séumvaor em Q, denominado estado ou memdria local.

o 5: QY _ @, éumafuncdo que determina o valor que o neurénio
computada a partir dos valores de entrada e da sua memaria locd, s,
denominada por funcéo de transferéncia.

e ¢:Q - Q, éumafuncdo que determina o valor a ser enviado para 0s
neurdnios necessarios e/ou para 0 ambiente, denominada por funcéo de
activacgao. 4

Observagdo 2.2.5. Diz-se que uma sinapse s é excitatoria se e SO se 0
respectivo peso sindptico for positivo. Se o peso for negativo, a sinapse diz-se

inibitéria.

Observacgdo 2.2.6: Em muitos modelos, como no perceptréo, ndo existe uma
memodria local. O vaor de saida do neurénio é exclusivamente calculado a

partir dos valores de entrada.

Observacgdo 2.2.7: Existe, em certos modelos, um valor de entrada especial
denominado por pendor. Nesta definicdo, o pendor é representado como um
neurdnio especial, designado por Xo, cujo vaor de saida é dado pela fungdo
Xo(t)=1, t=0. A ligagdo a0 neurdnio ocorre pela sinapse S COM peso sindptico

igual ao valor do pendor.

Uma das funcdes de transferéncia mais comum € a aplicacdo linear das suas

entradas com 0s pesos das respectivas ligaces entre os neurénios, i.e.,

N M
O (X0, X1, «eey XNy U1, woey Un, S) = > ax(t) + D byiui(t) (1)
i=0 i=1
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para o0 k-ésimo neurénio, onde 0s racionais & € by representam os pesos das

sinapses s e das conexdes de entrada aos canais u;, respectivamente.

Outras fungBes sdo possiveis. Uma funcdo a utilizar no capitulo 5 serd a
aplicagdo de uma funcdo polinomial aos valores de entrada, definindo assim,
funcbes de ordem dois ou superior. Existem vérias fungdes de activacéo na
literatura. A funcéo de activagdo proposta inicialmente em [McCulloch e Pitts
43], denominada por funcdo degrau, € uma das mais simples, podendo ser

descrita pela seguinte fungéo:

) _{ 1 ,x>0 5
@710 |, caso contrério (2)
Para tornar diferencidvel a funcéo de activagdo @y, foi posteriormente criada a

funcdo sigmdide:

90 = 770 ®)

Outra fungdo a ser utilizada nos préximos capitul os, € a funcdo linear saturada,

denominada doravante por o:

1 ,x21
o(X)= 7 x ,0<x<1 (4)
0 ,x<0

A partir das defini¢des de ambiente e de neurénio, é possivel definir uma rede

neuronal.

Definicdo 2.2.8: Segja X um conjunto de neurdnios e U um ambiente. Umarede
neuronal R € um tuplo <X,U,Y>, onde Y O X é denominado conjunto dos

neurénios de saida. <

Observagao 2.2.9: Nesta definicdo, ndo € necessario que todos os neurénios da
rede tenham as mesmas funcdes de transferéncia ou activagdo, e que pode
existir neurénios que ndo tenham acesso a0 ambiente nem pertencam a Y,
sendo denominados por neurénios escondidos. Neurénios que ndo Sdo
neurénios de entrada para nenhuma sinapse, sd0 designados neuronios

terminais.
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Definigdo 2.2.10: Sga X o conjunto de neurénios da rede neurona R.
A topologia de R é a relacdo Wr O XxQxX, definida pelo conjunto das

sinapsesem X. <

A topologia de uma rede neurona define um grafo directo constituido pelos

neurdnios e respectivas sinapses da rede em questao.

Definicdo 2.2.11: Sgja uma rede neuronal R = <X,U,Y>. Diz-se que R €&
nao-recorrente se a topologia definida por X néo tiver ciclos. Caso contrario, a

rede diz-se recorrente. <

Observagdo 2.2.12: Consideramos que os vaores processados pela rede
fossem representados pelo conjunto dos nimeros racionais. Este tipo de rede,
capaz do processamento de valores continuos diz-se uma rede analégica,
oposta a nocdo de uma rede capaz de processar apenas valores discretos

(usualmente, valores binarios) denominada por rede digital ou discreta.

Nos proximos dois capitulos serdo utilizadas redes neuronais com o seguinte

tipo de arquitectura, designada por rede-c.

Defini¢édo 2.2.13: Uma rede-o € uma rede neuronal recorrente R = <X,U,Y>,
onde a computagdo realizada por cada neuronio (i.e., a composi¢do da funcdo
de transferéncia e da funcéo de activagdo neuronal) € dada pela seguinte

expressao:

N M
Xj(t+1) = o 2 aixi(t) + 2 bu(t) + G) (5
i=1 k=1

onde ¢; € 0 pendor, i.e., ;= goXo(t), eafuncéo o é descritapelafungéo (4). <

Graficamente, os diversos elementos do neurénio descrito em (5) sdo

representados da seguinte forma:

O @

fig. 2.2.14 : representacdo gréafica de um neurénio numa rede-c.
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3.  Universalidade das Redes-o

As redes neuronais foram desenvolvidas principalmente como mecanismos de
optimizacdo e aproximagdo. Ja o aspecto da computabilidade foi menos
estudado pela comunidade cientifica até ao fim dos anos oitenta, a mesma

década que viu ressurgir o interesse geral pelas redes neuronais.

Em 1987, Pollack demonstrou em [Pollack 87] que um determinado tipo de
rede recorrente era universal. Esse modelo consistia num numero finito de
neurénios com dois tipos diferentes de fungdes de activagdo, a fungdo
identidade e uma funcéo de limiar. Além disso, as equacdes que representavam
as redes tinham activacbes multiplicadas entre si. Pollack deixou aberta a
guestdo se seriam precisos sistemas do tipo que ele apresentava para obter a

universalidade, conjecturando que sim.

Outros autores investigaram 0 poder computacional de arquitecturas com
neuronios mais simples, mas com um numero ndo limitado de unidades de

processamento. Os trabalhos de Garzon e Franklin (cf. [Garzon e Franklin 89])
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assumem um numero ilimitado de neurénios para obter o mesmo poder

computacional®.

Ja no artigo de Wolpert (cf. [Wolpert 91]), é estudado um modelo onde todos
0s neurénios possuem apenas funcdes de activacdo linear, de ta modo que o
modelo simula a maguina de Turing (possuindo mesmo capacidades
super-Turing). No entanto, o nimero de neurdnios necessarios € infinito, sendo
mesmo ndo contavel, dado que a construcdo necessita de grupos de neurdnios
para codificar as diferentes configuragdes de memdria de uma méaquina de

Turing.

Os trabal hos de Hava Siegelmann e de Eduardo Sontag (cf. [Siegelmann 93] e
[Siegelmann e Sontag 94, 95]) procuraram responder & mesma questdo de qual
seria 0 poder computacional de uma rede finita de neurénios. No entanto, uma
diferenca fundamental relativamente aos trabalhos anteriores foi a escolha da
fungdo de activacdo o. Mais detal hes sobre computabilidade deste tipo de redes
pode ser lido em [Gavalda e Siegelmann 99] e [Siegelmann 99].

Desenvolvendo o mesmo tipo de investigagcdo, Pascal Koiran estudou os
aspectos da computabilidade para familias de fungBes de activacdo (cf.
[Koiran 96]) e para espagos de duas dimensdes (cf. [Koiran et al. 94]), com a

preocupacdo de manter a caracteristica universal em ambos os model os.

Um outro trabalho realizado por Alessandro Sperduti em [Sperduti 97]
apresenta e desenvolve a capacidade computacional de determinados tipos de
arquitectura neuronal, dado ser conhecido que ao restringir a topologia da rede,
se obtém diferentes poderes computacionais e capacidades de aprendizagem.
Outros estudos sobre o poder computacional e a complexidade de varios
modelos neuronais podem ser encontrados em [Orponen 92], [Andonie 96],
[Siegelmann e Giles 97] e [Garzon e Botelho 99].

® De certa forma uma ideia equivalente a propria ideia da méaquina de Turing, que apenas
precisa de um ndmero finito de elementos de memdria para resolver qualquer problema
computavel, apesar de ndo se poder saber a partida a dimensdo dessa necessidade.
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O desenvolvimento do trabalho de Siegelmann e Sontag demonstrou que o
poder computacional de redes desse tipo era equivalente ao das méaquinas de
Turing. O méodo de prova proposto foi 0 de construir um processo de
compilagdo que transforma qualquer maguina de Turing numa rede finita com
pesos racionais (portanto computaveis). Desde modo, a compilacdo de uma
méguina de Turing universal € imediata, ficando provada a equivaléncia entre

os dois sistemas’.

A ideia apresentada neste capitulo é semelhante. O nosso modelo também é
baseado numa rede finita de neurénios com funcéo de activagéo o e com pesos
sindpticos racionais. No entanto, € no méodo da prova que reside a diferenca
Vamos utilizar o conceito de computabilidade da maquina URM e das fungdes
parciais recursivas, construindo um processo de compilacdo que produz uma
rede neurona especifica para cada funcéo computavel apresentada. Mas uma
rede possuidora de caracteristicas modulares e de sincronizacdo que facilitam

tanto a construgdo como a prova da sua correcgap.

3.1. Funcgdes Parciais Recursivas

As abordagens a computabilidade centraram-se no aspecto referente a
mecanizagdo do algoritmo, ou sgja, uma determinada méguina apresenta na sua
prépria defini¢do, como se deve executar um conjunto bem definido de tarefas

para obter o resultado pretendido (cf. secgdo 2.1).

No entanto, nem todas as abordagens a computagdo se preocuparam com este
aspecto. A teoria da computagcdo vista pela teoria das fungbes parciais
recursivas, centrase na definibilidade das proprias fungdes computaves.
Assim, criou-se um sistema axiomatico bem definido, onde fosse possivel

extrapolar como teoremas todas as fungdes computéavels.

" Dado que uma méquina de Turing é capaz de emular redes neuronais desse tipo, bastando
executar um programa apropriado.
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O agoritmo, a descricdo dos passos a executar por uma dada méaguina, é
substituida aqui pela descricdo da funcdo associada, i.e., pela apresentacdo da
demonstracdo obtida a partir do dado sistema axiomatico. Apresentamos as
definicBes sintécticas e semanticas do sistema axiomatico que determina o

conjunto das fungdes parciais recursivas.

Sintaxe

Nesta primeira definicéo, apresentaremos de forma recursiva, todas as palavras

bem formadas que formam a linguagem que utilizaremos ao longo deste

capitulo.

Definicdo 3.1.1: Uma paavra em R é definida por uma das seguintes

expressoes:

e W comaridade O
e Scomaridade 1
* Ujncom aridade n, n>1, 1<i<n

e Se glR com aridade n, e fy, ..., f, OR todos com aridade k, ent&o
C(fy, ..., fn, 9 OR com aridade k

e Se gOR com aridade n+2, e fOR com aridade n, entdo
R(f, g)0&R com aridade n+1

* Sef R com aridade n+1, entéo M(f)[0R com aridade n

» Uma palavra pertence a R somente se for obtida pela aplicacéo de um
ou mais dos pontos anteriores. <

Observagéo 3.1.2: A linguagem R ser& designada por conjunto das descricoes
das funcbes parciais recursivas. Uma palavra de R designar-se-a por
descrigdo. W seré doravante denotada por constante zero, S por sucessor, Ui,
por i-ésima projeccdo n-aria, C por composicdo, R por recursdo ou

recorréncia e M por minimizagao.

Exemplo 3.1.3: O eemento R(W,U12)00R com aridade 1, dado que WOR
com aridade 0 e U ,(0R com aridade 2.
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Exemplo 3.1.4: O édemento R(W,S)0R, dado que WOR com aridade O e

SOR somente com aridade 1.

Semantica

Vamos de seguida descrever o significado das descricBes de R, atribuindo a
cada elemento, 0 seu comportamento dentro de cada expressdo vaida que os
contém (para um resumo de seméantica denotacional cf. [Gunter e Scott 90],
[Moses 90]).

Definicdo 3.1.5: A cada definicdo YOR, corresponde uma funcdo parcial
f:N" - N, representada por F[f], sendo:

Fiw] =0
FI(x) = x+1
FIUiA (%) =xi
FICEL, ... o 9 1(X) = FIGI(FI] (%), ... FWI (X))
FIRE, 9)1(%,0) = Ff [(X)
FIRE, 9 1(%, y+1) = FI g]l(X, v, FIR(E, 9) J(X, )
FIMOI(X)= min{ yON : F[F](X,y) =00
OSI%y:FHf](Y,z) estadefinido }, se existir,

indefinido, caso contrario. <

Computabilidade de uma descricdo

Para provar que a uma qualquer descricdo Y00R corresponde efectivamente
uma funcdo computével, utilizamos a méaguina URM com a sua nocdo de
programa, paracomputar afuncdo FJ¥]. Seessafungdo pode ser computada

por um determinado programa URM, ela é computavel. Fica assim
demonstrado que as fungdes descritas em R estdo contidas no conjunto das

funcBes parciais recursivas.

28



Teorema 3.1.6: Para qualquer R com aridade n, existe um programa URM

P, tal que o resultado final da computagdo de P com argumentos iniciais

X1,...,Xn, €igual a0 vaor de FJ) (X1,...,Xn).

Demonstracdo: A demonstracdo sera redlizada por indugdo na estrutura de
uma descricdo. Prova-se, que para cada elemento W, S, U; , e composigoes C,

R e M, existem programas URM que computam 0s seus valores.

Utilizar-se-a a no¢do de subprograma, onde F[x4, ..., X, — Y] significa executar
0 programa F com os argumentos de entrada nos registos xj, ..., X, € guardar o

resultado da computacdo no registo y.

A execucdo de um subprograma n&o interfere com a do programa principal,
pois é possivel transferir acomputacdo para uma area de memaria ndo utilizada
e quando ea terminar, transferir o resultado para o registo pretendido

(consultar [Cutland 80] para mais detal hes).

» W écomputado pelo programa URM Py =< Z(1) >
e S écomputado pelo programa URM Ps =< S(1) >
e Ujnécomputado pelo programa URM Py; =< T(i,1) >
e C(fy, ..., fx, g) € computado pelo programa abstracto URM
Pc= < T(1,m+l), ..., T(n,m+n),
F[m+1,...,m+n - m+n+1],
Fr[m+1,...,m+n - m+n+k],
G[m+n+1,...,m+n+k - 1] >
onde Fi, ..., Fx e G sd0 os programas URM que computam as
descricdes fy, ..., fx € g, respectivamente; n 0 niUmero de argumentos de
F; e m o indice seguinte a0 maior indice de registo utilizado pelos
subprogramas F, ..., F, G.
O funcionamento de P¢ € bastante simples. Computam-se os k valores
de fi(Xg, ..., Xn) € guardam-se esses valores nos registos m+n+l a
m+n+k. Em seguida, esses valores sdo usados como argumentos para a

computacdo do valor deg. As transferéncias iniciais servem para
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salvaguardar os vaores Xi, ..., Xn, durante as execugdes dos véarios

subprogramas F.
R(f, g) € computado pelo programa URM

Pr= < T(1L,m+l), ..., T(n,m+n), T(n+1,m+n+1),
F[1,...,n- m+n+3],
lq: JM+n+1,m+n+2,p),
G[m+1,...,m+n, m+n+2,m+n+3 - m+n+3],
S(m+n+2),
J(1.1,9),
lp: T(M+n+3,1) >
onde F e G sdo os programas URM que computam as descrigdes f e g,
respectivamente; n o nimero de argumentos de R; e m o indice seguinte

ao maior indice de registo utilizado pelos subprogramas F e G.

Para o programa Fr, executa-se inicialmente o subprograma F. Se o
altimo argumento da fungdo (guardado no registo m+n+1) for igual a
zero, O programa termina com o resultado obtido pela execugéo de F.
Caso contrario, o subprograma G é executado quantas vezes forem

necessarias até que se atinja o valor do registo m+n+1.

M (f) é computado pelo programa URM

Pv= < T(1,m+l), ..., T(n,m+n), T(n+1,m+n+1),
lq 0 F[m+1,...,m+nm+n+1 1],
J(1,m+n+2,p),
S(m+n+1),
J(1.10),

lp: T(Mm+n+11) >
onde F é o programa URM que computa a descricdo f; n o nimero de
argumentos de M; e m o indice seguinte ao maior indice de registo

utilizado por F.

Para o programa Fy;, executa-se 0 subprograma F engquanto o resultado
da computacéo ndo for igual a zero. Para cada computacdo de F, o valor

do seu Ultimo argumento é incrementado (registo n+m+1).
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Provou-se que as fungbes descritas por W, S e Ui, sdo fungdes computavels.
Provou-se também que a composi¢ao, recursdo e minimizacdo de funcdes
computaveis, resultam igualmente em fungdes computaveis (ou segja, existe
sempre um programa URM que computa os vaores da fungdo descrita).
Qualquer descrigdo YR é resultado de uma combinaggo finita de elementos

W, S e U, e de composictes C, R e M. Logo, a funcdo

FI¥] descritapor £ é computavel. N

3.2. Universalidade dalinguagem R

Provamos na seccdo anterior que qualquer descricdo de R descreve uma
funcdo computavel. Sera que se pode descrever em R todas as fungBes
computéveis? Para responder a esta questdo, € necessario provar que dada uma

qualquer funcdo computavel f:N" - N, existe uma descricio Y0OR, tal que

F14] =t.

Sabemos dos resultados da Teoria da Computacdo que a maguina URM tem a
propriedade da universalidade (ver [Lewis 81]). Se provarmos que a funcéo
computada por qualquer programa URM pode ser descrita em (R, garantimos a
universalidade de R.

Para isso, mostra-se como se pode construir uma descricdo JOR que tem a
seguinte propriedade: dada uma fungdo computavel f:N" - N computada pelo
prograna URM P, codificado de forma adequada por xOON, e dado uma
sequéncia de argumentos Xy, ..., Xn, codificados por yON, entdo FJF](x.y) =

f(X1,0..1Xn).

O conceito central para a construcdo da descricdo Jf € emular o funcionamento
da mégquina URM ao executar o programa P cujo codigo é x, sobre a sequéncia

de argumentos cujo codigo €.
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Codificagdo de um programa URM

Definicdo 3.2.1: Sejaa seguinte codificacio paraainstrugio® URM, I:

2.3" ,1=2(n)
ai(l) =1 22.3" ,1=5(n) (6)
223"5m7% | 1=Jnm,g)

<

Definicdo 3.2.2: Sga a seguinte codificagdo para um programa URM,

P=<Iy, Iz ..., k>
ap(P) = 2¢ 340D 5402 pi+pn®) )
sendo Py(i) 0 i-ésimo primo . <

Codificagdo dos Argumentos

Cada programa P possui n argumentos naturais necessarios a computacéo do
valor final da funcdo computada por P. Esta sequéncia de valores é codificada

da seguinte forma:
Definicdo 3.2.3: Sgjaa seguinte codificagdo paraasequénciaxs, ..., Xn:
aarg(xly ey Xn) = 3X1 5X2 7X3 s Pr(n+l)xn (8)
<

Para extrair informag&o do natural assm obtido, utiliza-se a seguinte fungdo
computavel REG(Y, i) que devolve o contelido do i-ésimo registo de memaria

codificado no natura y.

REG(Y, i) = (Y)i+1
sendo (x)y a funcéo computavel que devolve o expoente do y-ésimo primo da

factorizagdo primade x (sendo que o primeiro primo é o niUmero 2).

8 A instrucdo T pode ser definida a partir das outras trés instrugdes (vide. cap. 2).
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Cada programa URM pode assim, ser transformado num ndmero positivo

através do processo de codificacéo apresentado.

Para extrair informacdo desse numero, utilizam-se as seguintes funcdes
computéaveis. ARGL(X, i), ARG2(X, i), ARG3(X, i), que devolvem o 1° 2° e 3°
argumento da i-ésima instrugcdo (se estiver definido) do programa F tal que
x=ap(F); e coD(x,i) que devolve um se ai-ésimainstrugdo é umainstrugdo Z, 2
se for S, 3 se for J, e zero se ndo existir (i.e., i € maior que o nimero de

instrucbes de F).

ARGL( X, i) = ( (X)pr(+1) )2
ARG2( X, i) = ( (X)pr(+1) )3
ARG3( X, i) = ((X)pr(+1) )a
B

Funcdes auxiliares

Apresentamos ainda um conjunto de fungdes que vao servir para definir a

descricéo Jf.

A primeira é a funcdo INST que devolve qual o indice da proxima instrugéo a
ser executada, dado o programa de cddigo x, uma instrucdo actua |; e uma
sequéncia de registos de codigo y. Devolve zero, se a méquina parar no
proximo instante. Esta funcdo, bem como as seguintes, sdo fungdes de um

argumento, o que implica que se tem de codificar x, i ey num sO natural. Sgjaa

= 23,
i+1 A
INST(a) =91 ARG3(X,i) ,B
0 ,C

A = ((cop(x, i)=1) O(cobp(x, i)=2) O
(cop(x, 1)=3 OREG(Y, ARGL(X, 1)) # REG(Y, ARG2(X, 1)) )
0 ((i+1) = (X)1)
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B = ( (cop(x, i)=3 OREG(Y, ARGL(X, i)) = REG(Y, ARG2(X, i)) )
0 (ARG3(X, i) < (X)1)

C=-A[B
A funcdo seguinte, MEM, devolve o proximo estado da memaria depois de se
executar ainstrucdo |; do programa de codigo X, e cujo estado actual é dado por
y. Sejaa= 2:3%,

y ! P(n+1)e  cop(x, i) =1

MEM(a) =19 Y * P(n+1) , COD(X, i) =2
y , coD(x, 1) 0{0,3}

comn = ARG3( X, i ).

Finalmente, a partir das fungbes INST e MEM, pode construir-se a fungdo

UPDATE que dado um determinado estado da méguina (x, i, y) devolve o

proximo estado (X, INST(a), MEM(Q) ) com a= 32,

UPDATE( a) = 2 3" @

Como INST, MEM e UPDATE sdo0 funclBes obtidas a partir de sucessivas

composi¢des de fungbes computavels, sdo elas proprias fungdes computaveis.

A funcéo EXEC(a, n) é uma fungdo que devolve o estado da méguina ao fim de

n+1 iteracBes, a partir de um estado inicia (x, 1,y),i.e, a= 32y, Estafuncéo

obtém-se por recorréncia no segundo argumento,

EXEC(a, 0) UPDATE( @)

EXEC(a, n+1) UPDATE( EXEC(a, n) )

Construcéo da descricdo universal 3¢

Como mostrado na secgdo anterior, afungdo F[Jf] éa funcdo bindriaque ao
receber um codigo de um programa URM P e um codigo de uma sequéncia de
argumentos, devolve o resultado obtido pela execucdo pela maguina URM desse
programa com argumentos situados nos registos iniciais. Qualquer

programa URM, se convergir, deixa o resultado no primeiro registo. Se divergir,



a computagdo ndo termina, sendo que o vaor da funcdo

F|F€] neste ponto n&o esta definido.

Se o programa convergir, o calculo do estado final da maquina é resultado do
nimero de iteragdes necessérias para concluir a execucao do programa. Isto é
dado pela expressao’,

N = ( ( (EXEC(2'8Y,2) )2)1=0)

0u sgja, N0 momento em gue a proxima instrucado tem cédigo zero.

Sabendo o nimero N, o vaor dafungdo F[J¢](x,y) é o contetido do primeiro

registo de memaria depois da execucdo dessas N iteracoes, i.e.,

Fe(xy) = ((EXEC(2FY, N) ) )2

Obtemos assim, uma descricgo universal 3¢ 0 R.*°

Teorema 3.2.4: Para qualquer funcdo parcia recursiva f:N" - N, existe pelo

menos uma descricdo 1R tal que Ff] =f.

Demonstracéo: Sga um programa URM P que computa os vaores da fungéo
f(X1,....Xn). Sgjax = ap(P) € y = Qag(X1,....Xn). T€M-Se pela descrigdo universal

que FIH](xy) = f(X1,....Xn). Ao apresentar uma descricdo £ OR ta que
FIE 1(y) = F[|9€](x,y) aprovaficaconcluida.

Para achar £ é necessario compor Jf com os argumentos X e y. Sga
X = S(S(S(....(S(W))....))) onde se aplicou a fungdo sucessor x vezes. Assim,
£ = C( R(X,Uz5), U1, J¢), obtendo-se a descricdo que descreve a fungdo f

pretendida, F[f] =f. N

° A minimizagdo sb é utilizada para descobrir N, facto que mostra que a prova axiomética de
qualquer fungdo computavel precisa de aplicar a regra da minimizag&o, no maximo, uma Unica
vez.

19 e gplicarmos o processo de traducéo das descricdes para programas URM & descricdo J¢,
obtemos um programa URM capaz de simular a computacdo de qualquer outro programal
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Construcao da descrigcdo de uma fungao parcial recursiva

Nem sempre é necessario recorrer a descricdo universal para obter o resultado
de uma dada funcéo parcia recursiva aplicada a uma sequéncia de argumentos.
Em muitos casos, existem descricdes em R mais simples que a descricéo

universal, que resolvem o mesmo problema.

O processo apresentado de seguida procura decompor a funcdo inicial em
fungbes mais simples por aplicagdo da composicdo, da recorréncia ou da
minimizagdo. Quando todas as subfungdes sdo descritas directamente pelas
descrigbes W, S ou U;,, 0 processo € reconstruido para se obter a descricdo
final. Neste sentido, diz-se que W, S e U;, sGo axiomas e C, R e M, regras de

construgao.

Usaremos a notacdo-A (apresentada na préxima definicdo) para simplificar a

€xXposi ¢ao do processo.

Definicdo 3.2.5: Sgja uma fungdo com argumentos Xy, ..., Xp CUjo vaor é dado
pela expressdio E. A descricdo da fungdo utilizando notagdo-A €
AX1.AXz2...AXn.E. A aplicagdo dos argumentos &,&,...,.&» na funcdo
AX1.AX2...AXn.E, € dada pela expressdo (AXi1.AXz...AXn.E)a & ... an. <

Exemplo 3.2.6: O sucessor é, na notagdo-A, descrito por Ax.x+1. A soma

binéria por AX.Ay.x+y. O resultado de (AX.Ay.x+y)3 4 €7.

Exemplo 3.2.7: Vgamos o exemplo da adicdo bindria AX.Ay.x+y. A adicdo tem
como descritor central a recorréncia. Esta divide o problema em duas funcdes
mais simples, AX.X e AX.Ay.Az.z+1. O processo continua até que todas as

subfuncdes dai decorrentes sdo descritas por um dos axiomas.

AXAY.X+Y

AX.X AXAY.Az.z+1
U1,1

AVAZ X+
)\x}\y)\zzua3 AXX+1 S

fig. 3.2.8 : método para encontrar uma descri¢ao da adicdo binaria.
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Quando a decomposi¢ao termina, a descricdo € encontrada ao reunir 0s varios
axiomas e regras de constru¢do numa expressdo Unica. Assim, a soma binaria é
descrita por R(Uy1,1,C(U33,5)).

Exemplo 3.2.9: Para encontrar uma descricdo da multiplicagdo AX.Ay.x*y

encontramos a seguinte prova:

AXAY.X*y

R
Ax.0 AXAY.AZX+Z
R C

AXAY. AXAY.AZ.
0\ xyyUZ’2 XAYAZX |

AXAY.AZ.Z  AXAY.X+
y Uss y yT

13

fig. 3.2.10 : método para encontrar uma descri¢do da multiplicagéo binéria.

Apoés reconstruir o processo, a descricdo da multiplicacdo é dada pela
expressdo R(R(W,U,2),C(U13,Us3,T), sendo T a descricdo da soma discutida

no exemplo anterior.

3.3. Computacdo de descricdes R em Redes o

Na demonstragéo do teorema 3.1.6 mostramos como se pode tornar operacional
0 conceito das fungdes parciais recursivas, utilizando a maguina URM.
Mostramos em seguida, como utilizar o conceito de computac&o neuronal para

atingir o mesmo objectivo. E de red car duas consequéncias importantes.

Primeiro, ao estabelecer uma relacéo entre redes neuronais e fungdes parciais
recursivas, estamos a afirmar a universalidade do modelo neurona utilizado, as
redes 0. Ainda neste caso, como j4 foi apresentado um mecanismo de
construgdo de uma descricdo universal, conclui-se que existe uma rede

universal.

Segundo, o proprio caracter das descrigdes R indica uma forte componente
modular, dado que a cada funcéo esta associada uma descricdo autbnoma que
pode ser utilizada num contexto mais geral (como foi o caso no exemplo 3.2.9,
da descricéo da adicéo no processo construtivo da descricdo da multiplicagéo).
E esta nociio de modularidade intrinseca que déa relevo e originalidade a esta

abordagem.
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Veremos nos capitulos seguintes como este conceito pode ser aproveitado e

generalizado.

Estrutura da Rede Final

A estrutura geral darede é composta por trés médulos sequenciais,

Processamento
da Funcéo

Tratamento dos
Argumentos

Tratamento do
Resultado Final

fig. 3.3.1 : estrutura geral darede.

Para a emulagdo de uma fungdo na rede neuronal respectiva é necessario
transformar os argumentos da fun¢do numa representacéo adequada. Uma vez
completada essa fase, o processamento da funcéo é iniciado. Concluida a
computacdo, o resultado da execucdo da rede é tratado (realizando o processo

inverso ao ocorrido na primeira parte) e enviado pelo canal de saida.

Sincronizagéo Interna da Rede

Todas as subredes constituintes da rede final possuem um mecanismo interno
de sincronizagdo. Este mecanismo, referenciado nos diagramas pelas palavras
IN e OUT, define o momento em que a rede comega a processar a informagdo
(entrao sina 1 pelo cana IN) e quando o resultado final esté disponivel (sai 0
sinal 1 pelo cana OUT).

N _, ouT
x> ()

fig. 3.3.2 : sincronizag&o de uma rede que emula f(x)0R.

E garantida a entrada simultanea dos dados e do sina IN, bem como a saida

simulténea do resultado da fungdo e do sinal OUT.

38



E utilizado outro tipo de sincronizagdo cada vez que for necessario esperar até
gue um conjunto de resultados fique disponivel. Para isso, utilizar-se-a a rede

tipo seguinte,

fig. 3.3.3 : sincronizagdo de n entradas.

Esta rede guarda os valores que recebeu até que os n resultados estgam
disponivels. Isso é realizado pelo neuronio A, que sd permite o fluxo de
informagdo quando os n neurdnios que guardam o sina proveniente dos canais
IN estiverem a 1. Também aqui € enviado um sinal OUT simultaneamente com

0s n resultados.

Aqui, como em todas as redes que se seguem, 0S arcos sem um ndmero

associado possuem peso sindptico 1.

Representacdo Numérica da Infor magéo

E preciso determinar qual serd a representagio do dominio e do contradominio
das fungdes recursivas. Qualquer funcdo parcia recursivaf esta definidaem N.
Considerando a arquitectura dos neurénios, a representacdo dos numeros

naturais tera de se situar no interior do intervalo real [0,1].

Definicdo 3.3.4: Uma codificacdo a de um dominio D de objectos num
dominio E, é uma injeccdo a:D - E. Um objecto dOD é codificado pelo
elemento a(d)JE. <
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A codificagdo pretendida é dada pelafuncdo a:N - ]0,1],

n+1

a(n) = > 10" (9)

i=1

a(0)=0.1, a(l) =011, a(2)=0.111, ..., a(n)=0.1""*

Escolheu-se uma codificagdo unaria do conjunto dos naturais por facilitar em codificago
larga medida a construcdo das redes neuronais. O seu principal defeito em e
comparagdo, por exemplo, com uma codificagdo binaria, é o crescimento linear
do nimero de casas decimais a medida que se guardam numeros
progressivamente maiores, em comparagcdo com o crescimento logaritmico de
uma representacdo de base superior. No entanto, isso ndo € essencial, dado que

0 N0sso objectivo é estabel ecer limites inferiores do seu poder computacional.
Definicdo 3.3.5: O conjunto Ay ={ a(n) : nO N }. < conjunto Ay
Observacéo 3.3.6: Ay € um subconjunto de [0,1].

Exemplo 3.3.7: A seguinte rede indica se 0 nUmero que recebe € positivo ou rede do sinal

zero, enviando o sinal 1 pelo canal respectivo.

—» =1if x>0

fig. 3.3.8 : rede do sinal (Sg).
Se entrar pelo canal x um nimero positivo, entédo a(x)>0.1. Ao subtrair a0
nimero 0.1 e multiplicar o resultado por 100, obtemos 1 se de facto o nUmero

inicial € positivo, ou zero caso contrério. E esse o sinal que sai do neurénio

representado a cinzento.
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Exemplo 3.3.9: A seguinte rede calcula o sucessor do nimero inicial.

IN_y, O—bom
_x_»( ) 0.1 > X1

X

—0.9
fig. 3.3.10 : rede do sucessor (Succ).

O sucessor é calculado por a(x+1) = 0.1 a(x) + 0.1.

Canaisde Entrada/Saida

Qualquer moédulo, para poder ser Util e acessivel, necessita de ter a
possibilidade de comunicar com o exterior, sgja com o ambiente, sga com
outros médul os relacionadas e interdependentes. Utilizamos aqui um processo
inspirado no mecanismo de entrada e saida de informacéo de [Siegelmann e

Sontag 95].

Definicdo 3.3.11: Cada rede R; tem dois canais bindrios de entrada de
informagdo por cada argumento da funcéo recursiva f a emular: canais Dy,
denotados por canais de entrada de dados e canais V,y, denotados por canais
de entrada de validacdo. A rede tem ainda dois canais binarios de saida de
informac&o: um cana Dy, denotado por canal de saida de dados e um canal

V our, denotado por canal de saida de validagéo. <

Os canais de entrada de validag@o sdo utilizados para indicar & rede em que
momento a informacdo est4 disponivel nos canais de entrada de dados

respectivos e durante quanto tempo ela € processada nesses canais.

O cand de validacdo esta inicialmente a zero. Quando os dados estéo
disponiveis passa a 1, mantendo-se assim, durante todo o periodo de entrada de
informagdo. No momento imediatamente a seguir ao fim da transmissdo dos

dados, o canal de validacéo volta ao estado zero, i.e.,
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U Vi) =00ODy(t) =0
Utiasar Vi) =10Dw(t) =1 (10)
Dt>I+AI : V|N(t) =00 D|N(t) =0

sendo | 0 momento de inicio da transmissdo de dados e Al o periodo de

transmissao.

O canal de saida funciona de igua forma. Quando o resultado da funcéo esta4

disponivel é enviado pelo cana Dgyr enquanto o cana Vo emiteo sina 1.

Codifica¢do dos Argumentos da Fungao

Apresenta-se a rede que recebe um argumento da funcéo f(Xa,...,X,) através do
par (D,Vin) € devolve o valor codificado. Para o argumento x;CIN, seréo
enviados xj+1 sinais 1 pelos canais (Dy,Vv). O valor produzido pela rede sera
a(xi). O canal de sincronizag&o OuUT envia para arede de processamento o sinal

gue o vaor a(x;) esta disponivel naguele instante.

Rede de Codificagéo
Em cada instante que é
introduzido um novo
g1 valor (=1), umvalor é

Din '< ) 01 > a(x) multiplicado por 0.1 e

somado mais 0.1. Deste
modo, o valor tera um
ndmero de unsigual ao

-1
VL}O;lb 10 out tempo (ndmero de
-1

instantes) gasto pela
transmiss&o,
codificando assim, o
argumento pretendido.

fig. 3.3.12 : rede que recebe 0 i-ésimo argumento.

Existe uma rede igual a esta para cada argumento da funcéo f(Xy,...,Xn). Todas

estas redes estardo ligadas a uma rede de sincronizacéo como a dafigura 3.3.3.

Descodificagéo do Resultado da Funcgéo

Uma vez concluido o processamento, a rede possui o resultado da funcéo

codificado. A partir desse valor cdculase o0 resultado que é enviado
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temporalmente pelos canais (Dour,Vour) durante f(x,

tempo.

Esta descodificagéo € realizada pela seguinte rede.

IN >

0. C
(... Xo) O/ K_O'g

s X))+l

Dout

Vour

periodos de

Rede de Descodificagéo
E somada uma unidade
ao valor final usando o

sinal de entrada para
eliminar apenas 0.9 do
pendor. Este novo valor

é subtraido por 1, sendo

enviado por ambos os
canais de saida,
enquanto ndo for zero.
Isso demora o nimero
deinstantes que o
argumento codificava
na entrada da rede.

fig. 3.3.13 : rede que envia o resultado de f(xy,...,Xn).

Rede de Processamento

A construgdo da rede de processamento da funcdo f em questdo é organizada
recursivamente conforme a funcéo parcial recursiva utilizada para a definir.
Essa expressdo € o resultado de uma sequéncia finita de utilizac6es das regras

de construgdo sobre um ou mais dos axiomas iniciais.

Conhecendo a partida como se constrGi, por exemplo, uma minimizagao,
basta-nos conhecer a subrede que emula a fungéo a aplicar sobre a minimizacdo
para construir a rede final. E assm sucessivamente, dado que essa subrede

denota por sua vez umafungéo recursiva.

A compilacéo da expressdo constréi redes de forma modular, simplificando as
expressoes até chegar aos axiomas. No fim, o compilador encaixa as diversas

redes numa Unica rede que emulaafuncéo inicial.

Exemplo 3.3.14: A adicdo binéria pode ser descrita por R(U1,1,C(U33,5)) (vide.
exemplo 3.2.7). A rede central executard uma recursdo, que por suavez operara
sobre uma projeccdo e uma composicdo. A composi¢do, por sua vez, compde 0

sucessor sobre uma projeccao.



O esgquema gera darede produzida seré:

U11

Construcdo Top-Down

Os mbdulos sdo
inseridos recursivamente
desde o mddulo central
até as unidades mais
basicas, i.e., umdos
axiomas do sistema
formal utilizado.

fig. 3.3.15: esquemageral darede que computa a fungéo descrita por R(U; 1,C(U33,5)).

Neste ponto, resta conhecer as redes que calculam os axiomas e implementam

asregras.

Os Axiomas

Estas sd0 as redes que executam os trés axiomas descritos. Os axiomas das

projeccdes denotam um conjunto de fungdes definidas pelo par (i,n).

ouT

fig. 3.3.16 : Axioma W — funcéo Zero.

Ny, ouT

X_) 0.1 1
X

0.9

fig. 3.3.17 : Axioma S —fun¢do Sucessor.

—NIN » P out

fig. 3.3.18 : Axioma U; , — funcdo Projeccéo.

Rede W
Osnal IN (=1)
é usado para codificar o
codigo do valor zero, i.e.,

oracional 0.1
Rede S
Osnal IN (=1)

é usado para eliminar o
pendor de forma a sobrar
apenas0.1. Estevalor é
somado ao produto de 0.1
por X, 0 que resulta no
incremento de uma
unidade.

Rede Ui,r\
Esta rede somente faz a
transferéncia do valor
determinado (o i-ésimo
argumento), eliminando
a actividade de todas as
outras entradas. O sinal
IN é atrasado de forma a
obter-se a sincroniza¢ao
apropriada.



Regra da Composi¢éo

O funcionamento desta regra € muito simples. Quando pretendemos calcular
o(f(...), ..., f(...)), basta que calculemos os valores dos f; (podendo este
cdculo ser redizado em paraelo), esperar que todos os resultados estgjam
disponiveis (usando um mecanismo de sincronizagdo como o dafigura3.3.3) e
finalmente introduzir todos os f; como argumentos da funcéo g, obtendo-se

assim, o resultado pretendido.

A rede que implementa esta regra de construcéo é dada pelo esquema que se
segue. N&o é possivel apresentar a estrutura neuronal completa, dado que, para
cada conjunto de fungBes componentes, os moédulos congtituintes seréo

diferentes.

Como referido anteriormente, o processo de conexdo dos médulos é efectuado
para que cada argumento seja transferido de forma correcta, desde 0 modulo
central até as unidades mais basicas (ou sgja, as redes que executam 0s

axiomas). Assm, mantém-se coerente a fungdo computada pela execucédo da

rede final produzida com adescri¢do inicial desgjada.

—O—V g(ys,...yx)

—PO—P ouT

fig. 3.3.19 : esquema da composi ¢o.

Rede Composicéo
Os argumentos sdo
enviados em paralelo
para cada um dos
maddul os das funcBes f.
Como cada fungéo tem o
seu tempo de execucgao, é
necessaria uma rede de
sincronizacgao (vide 3.3.3)
parareter osresultados
até todos estarem
disponiveis. Nesse
momento, a funcdo
central g é activada eo
seu resultado éo
resultado da rede da
COmposi¢ao.



Exemplo 3.3.20: Sga F a descricéo da fungdo f. A composicdo permite obter

fungBes como as seguintes:

h(xy) =f(yx)  (reordenar varidveis— C(Uz2,U12,F))

h(x)  =f(xx)  (identificar varidveis— C(U11,U11,F))

h(x,y,z) =f(xy)  (adicionar varidveis—C(Uy3,Uz3,F))

h(x,y.z) =f(f(x,y),z) (aplicagéo sequencia — C(C(Uq3,U23,F),U33,F))

Regra da Recursio

Na recursdo define-se cada valor da fungéo a custa dos valores previamente

calculados. A regra darecursdo pode ser decomposta no seguinte algoritmo.

K0
H —f(X1,...,Xn);
whiley>0 do
begin
H <~ g(X1,....XnK,H);
K K+1;

y~y-1
end;
h(X1,....Xn,Y) < H;

fig. 3.3.21 : algoritmo de recursdo.

A variavel K vai acumulando o nimero de iteragdes ja realizadas para o calculo
da funcdo, onde por sua vez o0 argumento y vai sendo decrementado em
simulténeo. Quando y chegar a zero, significa que foram realizadas y célculos

dafuncéo (K=y), e o resultado final encontra-se em H.

Isto é smulado pela rede, onde X;, Y, K, H s80 neurénios que guardam 0s
valores respectivos das variaveis com o mesmo nome. O resto da estrutura é
necessaria para sincronizar o calculo das funcdes f e g**, paraincrementar K e

. . funcéo base,
decrementar y. Denota-se f por fungdo base e g por funcdo passo. func&o passo

" Aqui representadas igualmente como caixas, na medida em que a sua estrutura é
independente do contexto actual, do mesmo modo que 0 era na composi ¢ao.
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Optou-se por esconder os pormenores de implementagdo da rede sina (Sg),

para simplificar avisuaizacao.

M‘)@—} h(X1,...XnY)

ouT

fig. 3.3.22 : esquema da recursgo.

Regra da Minimizacao

A minimizacdo devolve o menor valor de y que torne zero a funcéo
f(X1,...,Xn,Y), desde que todos as chamadas de f anteriores a esse minimo terem
convergido e devolvido valores positivos. Se y ndo existir, a funcdo é

indefinida nesse ponto.

Apresenta-se 0 algoritmo que executa a minimizagao.

Y -0;
whilef(X1,...,.Xn,Y)Z0do Y « Y+1,
h(X1,...,Xn) < Y;

fig. 3.3.23 : agoritmo de minimizagéo.
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A redevai calcular o vaor dafuncdo paravalores crescentes de Y (iniciando no
zero), até que a igualdade sgja satisfeita. Se tal Y ndo existir (a funcdo f é
parcial e ndo esté definida nesse ponto), o algoritmo diverge, i.e., a computacdo

nado termina

f(X1,..-XnY,

f ngo

ouT |

B ro -1

o~

fig. 3.3.24 : esquema da minimizagéo.

ouT

py(f(X1,... Xn,Y))

Dimensdo das Redes Compiladas

Cada mddulo, sgja um dos axiomas, sgja uma das regras de construcéo, possuli
uma dimensao bem definida, que faz com que sgja facil calcular a dimenséo
total darede uma vez conseguida a descricdo da funcéo desgjada. Para calcular
0 numero de neurodnios de uma dada rede Ry, que calcula a funcéo descrita por

£0OR, introduzimos afungdo dim: R — N.

Definicdo 3.3.25: A funcdo dim é uma aplicacdo de R em N, que aplica a
descricdo YI0R no nimero de neurénios da rede Ry produzida na compilagéo

da sua respectiva prova axiomatica.

dim(f) =9n + 7+ F()

(3 L éw
4 L és
5 , £ éU;,
F(f) = 3 s (12)

3k+n+5+ ZF(EJ , ‘g éC(‘gl, cary ‘Bk, ‘gk+1)
i=1

3n+21+F()+F(ly) € éRWy, o)

\2n+13+F({y) , £ eM(Ly)

dim



Exemplo 3.3.26: Para a adicdo bindria, compilando a descricéo
Laicio = R(U1,1,C(U33,9)), tem-se que dim(faiczs) = 76. Ou sgja, a rede,
contando ja com o sistema de codificacdo de entrada e descodificacdo de saida,

possui um total de 76 neurdnios.

Exemplo 3.3.27: Para a multiplicacdo binaria, tem-se a descrigdo
Corodo = R(R(W,Uz2),C(U33,U13R(U11,C(U33,9)))). dim(fpoae) = 160.
Podia utilizar-se 0 modul o da adicéo parafacilitar os célculos deste exemplo (ja
gue a soma é utilizada para o cllculo do produto). Nesse caso, ter-se-ia de
descontar a parte de entrada/saida da adicdo, que sGo 9n+7=25 neurdnios,

ficando o médulo da soma com 51 neurénios.

Complexidade das redes compiladas

Anadisaremos em primeiro lugar a complexidade tempora das estruturas

neuronais apresentadas.

Cada um dos axiomas demora um tempo constante de execugdo. Assim,
OW)=1, O(9=1 e O(Uy=1. Para uma composicido C, sabendo a
complexidade superior dos seus argumentos, ou sga, sabendo O(f)i=1.» € O(g),
a complexidade de C é de O( max(O(fy), ..., O(fn), O(g)) ), i.e., ndo acrescenta

complexidade adicional nas fungdes utilizadas.

Para a recursdo R(f, g), conhecendo O(f) e O(g), a complexidade é dada por
O( max(O(f), n*O(g)) ), ou sga, introduz no méximo uma complexidade linear
em relagdo a complexidade da fungdo passo g utilizada. Para a minimizagéo
M(f), dado O(f), a complexidade é O( n*O(g) ), ou sgja, também insere uma
componente de complexidade linear. Este acréscimo justifica-se pela existéncia
de um ciclo em cada uma destas regras de construgdo. Do mesmo modo, num
modelo operacional como a maquina de Turing, esta complexidade é similar.
Assm, o0 sSistema de construcdo neuronal proposto ndo acrescenta

complexidade aos algoritmos que descreve.
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Para andisar a complexidade espacia, neste caso o nimero de neurdnios
utilizados, basta verificar que a fungdo dim definida em 3.3.25, introduz um
nimero constante de neurdnios para a entrada, a saida e a emulagdo dos
axiomas e cresce linearmente para qualquer uma das regras de construcéo.
Assim, a complexidade espacial é igualmente de ordem linear em relacdo ao

algoritmo definido pela descricdo axiomaética.

A questdo da complexidade relativa a problemas de reconhecimento de
linguagens, usando redes neuronais € abordada em [Orponen 92], [Maass 96],

[Siegelmann e Giles 97], [Maass e Sontag 99] e [Siegelmann 99].

3.4. Modularidade

Uma caracteristica determinante na construcao deste modelo é a modularidade
das redes padrdo. Cada rede tem um funcionamento interno relacionando-se
com o exterior somente através dos canais de entrada e de saida. Nenhuma rede

induz efeitos secundarios sobre redes ndo relacionadas.

Ao aacar o problema de forma ndo sistemética, tentando construir redes
capazes de redizar computagOes ndo triviais, surgem problemas de
sincronizagcdo complexos e de dificil gestdo. Ao construir a funcéo problema
como um conjunto de peguenas redes de f&cil construcdo (e de verificagdo
acessivel relativamente & sua correccdo), fomos levados a um sistema de
sincronizagdo geral e a nogdo informal de redes modulares. Outros trabalhos
sobre modularidade em redes neuronais podem ser encontrados em [Caelli et
al. 99], [Hrycg 92], [Hussain 95], [Boers et al. 93] e[Happe e Murrel 94].

No caso especifico das seis redes propostas, sabemos exactamente que tipo de
funcBes sdo implementadas, dado que basta observar a descricdo da funcéo
parcial que cada uma define. Para o caso geral de uma rede neuronal modular
baseada no sistema de sincronizacdo proposto, € apropriado definir

formalmente o conjunto de ideias aqui apresentado.
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Definigdo 3.4.1: Um canal tempora de dados é uma fun¢éo de dominio N e
contradominio An. Um canal tempora de dados de sincronizacéo € uma funcéo

de dominio N e contradominio { 0,1} . <

Observacao 3.4.2: O dominio dos naturais representa unidades de tempo, e os

contradominios referidos representam ainformacdo transferida a cada instante.

Definigédo 3.4.3: Um modulo M € um tuplo <S, X, IN, RES, oUT> onde X é um
conjunto de n=0 canais temporais de dados {Xi, ..., Xn} designados por canais
de entrada de dados. RES é um canal temporal de dados designado por saida de
dados. IN e oUT sd0 canais temporais de sincronizagcdo designados por entrada
de sincronizacdo e saida de sincronizacdo, respectivamente. S € um sistema
dindmico de equacbes ndo lineares descrito por uma rede finita de neurénios o.

<

S
INC—)] ?@ ouT
X =] QQ RES

fig. 3.4.4 : elementos constituintes de um madulo.

Nestas redes, existe um conjunto de neurdnios especificos que sdo ligados aos
canais de entrada/saida. Cada cana envia a sua informacdo para um Unico
neurdénio responsavel pela transferéncia dessa informacao para o(s) neurénio(s)
adequado(s) dentro da rede. Estes neuronios — com homes comuns para todas
as redes — chamam-se Xy, Xour, Xgres € Xxi, que ligam respectivamente os
canais entrada de sincronizacdo, saida de sincronizacdo, saida de dados, e ao

i-ésimo canal de entrada de dados.

O esguema de sincronizacdo obriga a que todos os modulos respeitem as

seguintes propriedades:

EN CIN(E) =1 = xi(t) DA, i=1,...,n (12)
EN t1DI]N couT(t) = 1= IN(t-t)) =1 thlil(g—tﬁl)..t IN(t2) =0 (13)

51

canal temporal

modulo



HN ;ouT(t) =1 - RES(t) O Ay (14)

A primeira propriedade refere o facto da simultaneidade entre os canais de
entrada de dados e os sinais de entrada de sincronizacdo. Ou sgja, s6 quando o
cana de sincronizacdo transferir o valor 1, é que a rede (ou um observador
externo) deve ler ainformagdo transmitida pelos canais de entrada de dados. A
segunda propriedade indica que cada vez que um modulo enviar um sinal de
saida, indicando a sua terminagdo, significa que houve pelo menos um
momento no passado onde existiu um requerimento de processamento (ou sgja,
um sina enviado pelo canal de sincronizag&o de entrada) e que em todos 0s
outros momentos intermédios, ndo existiu qualquer nova requisicdo sobre 0
maodulo (isto garante que o médulo ndo esta sendo executado mais do que uma
vez num dado momento, essencial devido ao facto do médulo poder ter ciclos,
0 que comprometeria a sua correccdo). Por fim, a terceira propriedade é
semelhante a primeira, informando que também os canais de saida (de dados e
de sincronizagdo) transmitem as suas respectivas informagbes de forma

simultanea.

E possivel definir convergéncia de um moédulo utilizando as propriedades de

sincronizag&o.
Definigédo 3.4.5: Parauma entrada X, um médulo converge see s seIN(0) = 1

OX(0)=X = tDDN ouT(t) =1 <

Resta definir, uma vez terminada a execucdo do médulo, qual é o vaor que

esse médulo computa.

Definicdo 3.4.6: Sejaum modulo M que respeite as condi¢des de sincroni zacao
(12) — (14). A fungdo associada a0 modulo M é a funcéo [M] de dominio

Nx{0,1} xAn' e contradominio Ay, definida pelas seguintes expressdes:

= + : + = + =
[M](t,1,X) ={ RES(t+At;) : ouT(t+At))=1 [] O<E2<At1 ouT(t+Aty)=0}

MI(£0%) = [MI(-At1X) com IN(-AO=10 | H . IN(t)=0, At>0
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Os valores dos canais RES e ouT sdo calculados a partir do sistema de equactes

definidos por S. <

Observagdo 3.4.7: Apesar de ndo ser exigido, os modulos até aqui
apresentados tém, para todos os neurdnios em S, uma actividade nula no
instante t=0, bem como entre os intervalos temporais t+1..t+At—1 tais que

ouT(t)=1 e IN(t+At)=1.

Para 0 axioma W, os canais RES e ouT da funcdo associada ao mddulo

correspondente s&o dados pel o seguinte sistema de equacoes:

X' =0(IN)
Xres = 0(0.1Xy)
Xour = 0(Xn)
RES" = 0( Xges)
ouT" = 0( Xour)

Para 0 axioma S, 0s canais RES e ouT da funcdo associada a0 mddulo

correspondente s&o dados pel o seguinte sistema de equacoes:

X' =0(IN)

Xx1© =0(X1)

Xpes = O(Xn+0.1x,—-09)
Xour' = o( X )

RES" = O( Xres)

ouT" = 0( Xour)

Para 0 axioma U;,, 0s canais RES e OUT da fungdo associada a0 mdodulo

correspondente sdo dados pel o seguinte sistema de equacoes:

Xn' =0(IN)

Xxi+ = 0'( Xi)

X1" = 0( X+ AX Xt X )
Xres = o Xxi)

Xour' = o( X )

RES" = 0( Xges)

ouT" = 0( Xour)
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Do mesmo modo se calculam as fungbes associadas dos médulos que

implementam a composi¢do, a recorréncia e a minimizagao.

Semantica

Com esta definicdo podemos associar a cada modulo uma seméntica no

contexto das fungdes de dominio e contradominio natural.

Definicdo 3.4.8: A funcdo computada por um moédulo M, é a fungdo
[M]:N" N definida pela expresso o ([M](0,1,<a(X1), a(X2), ..., a(Xn)>)),
sendo a a fungdo de codificacdo dos naturais para 0 conjunto Ay apresentada

em 3.3.4. <

Teorema 3.4.9: Sga um modulo Ry construido a partir do processo de

compilagio da descricdo £ 0 R. A fungdo associada [R¢] € dada pela funcéo
F1]. ou sgja,

L, 1R =FLE]. (15)

Demonstracdo: A prova sera efectuada por indugdo na estrutura das descricoes
capazes de construir qualquer descrigdo £. O passo da inducdo € obtido pela
correccdo de cada um dos moédulos usados pelos axiomas e regras de

construgao.

+ AxiomaW
Paraf =W, afuncéo FJf] = F{W] = 0.

[R¢] = [Rw] por definicso, éigual afuncdo o *([Rw](0,1)), ou seja, o resultado
descodificado do neurénio Res da rede Ry, no primeiro instante em que o
neuronio ouT produz o vaor 1, tendo em conta que no instante t=0 se insere 0
valor 1 no neurénio IN (estando a rede inactiva nesse instante). Assim, basta
verificar qual € o primeiro instante t tal que ouT(t) = 1. O valor de [Rw](0,1)

seraigua aRres(t).

Relembrando a descricdo darede Ry:

func&o computada
por um modulo

n+l
a(x) = > 10"
i=1



Xn© =0(IN)
Xres = 0(0.1X)
XOUT+ = 0( Xin )
RES" = 0( Xges)
ouT" = o( Xour)

A evolucdo temporal de Ry é apresentada na seguinte tabela:

instante t 0 1 2 3
neuronio
Xin 0 1 0 0
Xres 0 0 0.1 0
Xout 0 0 1 0
canal
IN 1 0 0 0
RES 0 0 0 0.1
ouT 0 0 0 1

tab. 3.4.1: dindmicade Ry.
No instante t=3, o canal ouT tem o valor 1. Assm, [Rw](0,1) = Res(3) = 0.1.
Logo, [Rw] = o ([Rw](0,1)) = a*(0.1) = 0.
Prova-se assim, que para £ = W, [R¢] = F[If)].

« Axioma$S

Paral = S, afuncgio FJf] = F] S](x) = x+1.
Por definicao, [Re](x) = [Re](x) = a X([R(0,1,a(x)))

Relembrando a descricdo darede Rs:

Xn© =0(IN)

Xx1© =0(X1)

XRES+ = 0'( Xin+ 0.1 Xx1 —0.9)
XOUT+ =0(Xi)

RES" = O( Xges)

ouT" = 0a( Xeur)
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A evolugdo temporal de Rs é apresentada na seguinte tabel a:

instante t 0 1 2 3
neuronio
XN 0 1 0 0
Xx1 0 a(x) 0 0
Xres 0 0 0.1a(x)+0.1 0
Xout 0 0 1 0
canal
IN 1 0 0 0
X1 a(x) 0 0 0
RES 0 0 0 0.1a(x)+0.1
ouT 0 0 0 1

tab. 3.4.2: dindmicade Rs.

No instante t=3, o cana ouT tem o vaor 1. Assm, [Rw](0,1,a(x)) = RES(3) =
0.10(x)+0.1 = a(x+1). Logo, [Rw](X) = o {([Rw](0,1,a(x))) = a Y (a(x+1)) =

x+1.

Prova-se assim, que paraf = S, [R¢] = F[}f].

e AxiomaU;,

Para { = Ui p, afungdo FI] (Xa,....xn) = FJ Uin](X1,.-. . Xn) = Xi.

Por definicdo, [Re(Xw.....Xn) = [Ruin](X1,-...Xn) = o ([Ruin](0,1,<a(Xa),...,
a(Xn)>))

Relembrando adescri¢do darede Ry

X« =0(IN)

Xxi" =0(X)

Si" = 0(Xg#+ oo+ X st Xist# oon +Xn)
Xges' = o( Xxi)

Xour = o( X )

RES" = 0( Xges)

ouT" = 0( Xour)
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A evolucgdo tempora de Ry € apresentada na seguinte tabela:

instante t 0 1 2 3
neuronio
Xin 0 1 0 0
Xxi 0 a(x;) 0 0
S 0 (X)) *+...+ a(xy) 0 0
XRres 0 0 a(Xi) 0
Xout 0 0 1 0
canal
IN 1 0 0 0
Xi a(x) 0 0 0
X (i) a(xp) 0 0 0
RES 0 0 0 a(x;)
ouTt 0 0 0 1

tab. 3.4.3: dindmicade Ry; .

No instante t=3, 0 cana ouT tem o vaor 1. Assm, [Ryin](0,1,<a(Xy),...,
a(xn)> = RES(3) = a(xi). Logo, [Ruin](X) = o ([Ruin](0,1,<a(xa),..., a(Xn)>) =

a(a(x)) = Xi.
Prova-se assim, que para £ = Ui, [Re] = Fi].
» Composi¢ao

Segjam as descrigdes G, Fi, ..., F¢ das fungbes g, f;, ..., fx utilizadas na

composi¢do. Para ¥ = C(Fy,...,F,G), a fungdo F)(Xs,....Xn) =

FICFy, ..., FG) 1 (XayeeeXn) = 9 F1(Xa,e- %), -ovy Tk(X1--23Xn) ).

Por definicao, [Re] (X1, .- Xn) = [Re(r,....ce)] (Xt Xn) = 0 ([R cra,... )] (0,1,

<G(X1),..., G(Xn)>))

X' =0(IN) S," =0(Sq+Swat—1)
Xxi+ :O'( Xi), i=1,...,n ,i=1,...k
Sy =O0(RESH+S5—S;),i=1...k Xpes' = O( RESg)

Sy = O( OUTg + Soutry - Swait)s j = 1.k Xour = 0( OUTG)

Swit = O( Sowrr* - + Sowrx— (k=1) — Suait) RES™ = O( Xres)

S = o( Swat) ouT" = o( Xour)
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No instante t=2, os canais de entrada dos modulos das fungdes f; recebem os
valores respectivos, sendo assim, activados. Considere-se que todas as fungdes

g e f; convergem (no caso contrério, a rede divergia ndo produzindo um valor

final, facto coerente com aindefinigdo de Ff] (xy,...,Xn) NeSse caso).

Sejaty 0 tempo de processamento necessario a0 modulo que computa a fungéo
f. Pracadaj = 1, ..., k, Sg(t5+2) = 0 e S5(t5+3) = a(fj(Xa,...,Xn)), OU Sgja, a
partir do instante tg + 3, 0 neurénio Sg guarda o valor fj(Xy,...,X,). Observa-se
pela equacdo do neurénio que o0 seu valor é preservado enquanto ndo houver
uma activagdo do neuronio Sy;. Do mesmo modo, 0s neuronios que guardam o

resultado ouT das fungdes, Sy, preservam o valor de activagéo 1.

Sgat; = max (tes,...,tr). Desde o instante t=2 até t=t; — 1 s existe no maximo,
k—1 modulos terminados, o que implica que 0 neurénio Syt Se Mantém

inactivo (devido ao pendor -(k-1)). No instante t;, a activacao de Syait € 1.

No instante t; +1, a activagdo dos neuronios Sy; vai ser de a(fj(X,...,Xn)) € do
neuronio Sg, val ser de 1. Estes valores sdo introduzidos nos canais de entrada
do modulo G. O neurdnio Xges Vai guardar o resultado da execugdo do maédulo,
ou sgja, va receber o valor [Rg](0,1,<a(f1(X1,...,Xn)),- -, A(f(X1,...,Xn))>) NO
mMesmo instante em que Xqyr recebe 1. Este valor de Xges € precisamente o valor
da fungcdo associada a0 moédulo G, ou sga o g( fi(Xy.... Xn), .-,
f(X1,-..,Xn) ) ).

Logo, [Regt...ka)(XteeXn) = 0 ([Rerr.. el (0,1,<a(X1),..., a(Xn)>) =
[Re](0,1,<a(f1(X1,..,Xn)), «-vy O(fk(X1,...,Xn))>) = a‘l(a( o( f1(X1,---:Xn), --ry
fk(X1,--,Xn) ) ) = 9( Fa(X1,.-- Xn), -ony T(X1y--2%n) ).

Assim, para{ = C(Fy,...,F.G), [Re] = FIf].
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* Recorréncia

Segjam as descricbes F e G das fungbes f e g utilizadas na recursdo. Para
£ = R(F, G), afungdo FJ](Xs,....xny) =F] R(F, G) ](X1,...,.Xn,Yy) € definida
por:

FIR(F, G) ] (X1, --Xn,0) = FJ F ] (X1, .- Xn)

FIR(F, G) ] (X1,... Xny+1) = FJ G](X1,....Xn, ¥, FIR(F, G) ] (X1,....Xn, ¥))
Por definicio, [Re(X1,...XnY) = [RrEo](Xn-..Xny) = o ([RrEel(0.1,
<a(Xa),.., 0(Xn),0(y)>))

A descricéo darede Rg(rg):

Xn© =a(IN) St =0(01S+S;—09)

Xxit = O( Xi+Xxi- Xour), i =1,...,n S =0( Sue)

Xy = o( Y + Xy + Sy1+ Sour- Xour) S o= O( Xxi +Sgo —1),i=1
= 0( Xk + Xiw—1),i=1,...,n S," =0(Sc+Sg0 —1)

S’ =0o( Xi) Sen’ =0(Si+Sg0 —1)

S o= O( RESE-10 Siee + Siese1— Xour) Sen’ = o( Sgo)

Sur = 0( OUTE + Sz) Sec = O( RESg)

SsgIN+ = o( Sour) S$G1+: 0( Ses)

Sex’ =0(Xy—0.1) Suc = 0(0UTG)

Ssg>o+ = 0(2Syn+100 Sy —2) Xres =0(Si+Sy0—1)

Ssg:o+ =0(2Syn—100Sx—1) Xour = 0( Sy0)

Si" =0(02Sur—10Xy —12) RES" = 0( Xges)

S& = 0( 0.1 Xy + S¢ + Sci — Sca—Xour) out” = 0( Xour)

A rede Rgrre SO termina no instante tim Se 0 neuronio S, tiver como
activacdo o valor 1 em tsin-1, dado ser a Unica ligacdo para 0 neurénio Xour.

S0 € 0 resultado do facto do neurénio xy possuir o valor 0 em tfm-3.

Do mesmo modo que na composi¢cdo, consideramos que os médulos F e G
convergem para os dados de entrada. Se isso ndo acontecer, 0 executar o
maodulo que diverge implica directamente a divergéncia da rede da recursdo, o

gue corresponde a esperada indefinicaéo da funcéo associada.

A rede va executar o algoritmo 3.3.21, ou sgja, vai incrementar um contador
gue é guardado no neurénio S a0 mesmo tempo que decrementa o vaor inicial

de y guardado em xy, até que este atinja o valor zero. S¢ é utilizado para
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calcular o proximo valor da fungéo associada do modulo G. Quando Xy atingir
o vaor zero, o médulo G foi chamado y vezes, obtendo-se assim, o resultado

pretendido.

7

Quando ¢€ iniciada a rede, o moédulo F cacula a sua funcdo associada
f(X1,...,Xn) que € guardada no neur6nio S,. Ao mesmo tempo, por S, €
executada arede do sinal paraavaiar sey ja € zero. Sefor, 0 neurénio Sy, tem
como activacdo 1, e a rede termina, passando S, para Xges. O que é correcto,

pois paray=0 o valor darecursdo é f(X,...,Xp).

Se isso ndo acontecer, arede do sinal activa o neurénio Sy, que vai activar 0s
neurénios S,, que permitem a execugdo do modulo G com parémetros
X1,...,Xn,0,f(X1,...,Xn). A0 mesmo tempo, o valor de y é decrementado em uma

unidade pela aplicacdo dos neuronios xy € S;.

Quando 0 médulo G termina, 0S NeUrdnios S € Sec: Substituem o valor de S,
pelo valor da funcdo associada de G. De seguida, o valor guardado em S é
incrementado numa unidade pelos neurénios S, € Sc,. A0 mesmo tempo, Sk,
envia o vaor um para activar a rede sina. O ciclo fechase. O valor dey é
novamente testado e o médulo G € iterado 0 nUmero de vezes necessérias para

cacular o valor fina darecursio.

Assim, a rede termina quando y=0, e para cada decremento de y, existe uma

chamada do médulo G.

Se y=0, o resultado da rede é o vaor da fungdo f(xy,...,xy), i.e,
[RR(F,G)] (Xl, e ,Xn,O) = G_l([RR(F,G)] (0,1,<G (Xl), e ,G(Xn), G(O)>) =

a_l(a(f(xlv- - Xn))) = F(X1,... Xn).

Se y>0, o resultado da rede é o valor da funcéo associada a0 médulo G, com
parametros Xi,...,Xn,y—1,h, sendo h o resultado da Ultima execucéo do modulo

F (sey=1) ou do médulo G (sey>1), i.e,
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[Rreal (X Xny+D) = a {([Rreol(0.1<a(X1).....a(Xn)a(y+1)>) =
o (a([Re](0,1,<a(Xa),....a(Xn),a(Y)>[RrEe] (0.1,<a(Xy), .. .a(xn),a(y)>))) =
[Ra](0,1,<a(X1),...,a(Xn),0(¥)>[RrFe] (0,1,<a(X1),...,0(Xn),a(y)>)).

Verifica-se assim, que para £ = R(F,G), [R¢] = F4].
* Minimizagdo

Sga a descricdo F da fungdo f utilizada na minimizacdo. Para

£ = M(F), afungdo FI] (X1, .. XnY) =F M(F) ] (X4,...,Xn,y) € definida por:

FIMP) ] (X1,....xn) = min{ yON : FJF](X1,-.. . Xny) =00
FIF](xa,....xn,2) estadefinido, z<y}, se existir,
indefinido, caso contrario.

Por definicéo, [Re](X1,-...XnY) = [Rmu@E] (X1... . XnY) = o('l([RM(F)] (0,1,<a(xy),...,
a(xn),a(y)>))

A descricéo darede Ry:

X' =0(IN) S0’ = 0(2Sgn—100Sx—1)

Xxit = 0( Xi+Xxi—Xour), i=1,...,n S" =0(0.1Xn+S/+Sy1-Sv2—Xour)
Sn' = 0o( Xn+10Sy1) St =0(01Xn+01S,+S,,—0.9)
S:" =0(Xx+Sn—1),i=1,...n Sr2" =0(Seo)

SFy+ =0o(S/+Sy-1) Xres' = 0( Xy + Sge0—1)

S = o( Sw) Xour' = 0( Sg0)

Sgn’ = 0( OUTE) RES" = O( Xres)

Sy = O0( RESF—0.1) ouT" = 0( Xour)

Sgg>o+ = 0( 2 SsgIN+ 100 SSQX—Z)
A rede sb termina, quando arede sinal activa o neurénio S...,. Dado que o valor
de entrada darede sina € o valor da funcéo associada ao médulo F, isto implica

gue arede termina quando afuncéo devolve zero.

A rede Ry esta construida para executar o agoritmo 3.3.23. O neurénio S,
va ser iniciado, no instante t=2, com o valor 0.1 (ou sga, com o codigo de

zero). O médulo F é executado com par@metros Xu,...,Xn,0, € a0 terminar, envia
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0 seu valor paraarede sinal. Se for zero, arede termina, devolvendo o valor de
S,. Se ndo for igua a zero, o vdor S, € incrementado numa unidade pelos
neurénios Sy; e Sy,. Ha a garantia que, se existir um y, tal que a funcéo
associada a F sgja zero, arede devolve essey, ja que arede executa um ciclo de
teste crescente e comegando no zero. Se ndo existir nenhum y que faga que a

funcéo descrita por F se anule, entdo arede Ry diverge, i.e.,

Sey existe: [Ru@] (X1, Xn) = o0 ([Ru@](0,1,<a(X1),...,a(xn)>) = a (a(y)) =
y. Caso contrario, afungéo néo esta definida, dado que [Rup] diverge.

Verifica-se assim, que para ¥ = M(F), [R¢] = F[1f). <

3.5. Universalidade das Redes o

Apresentdmos um método de transformar uma descrigdo de R em umarede-o.

Podemos assim, apresentar o principal teorema deste capitulo.
Teorema 3.5.1: O modelo de redes-og € universa

Demonstracéo: Para provar a universalidade das redes-g, mostramos como se

poderia produzir uma rede capaz de computar qualquer descricéo de R.

Seja a descricdo ' apresentada na seccdo 3.2. Se aplicarmos o processo de
construcdo das redes apresentado na secgdo 3.3 a Jf obtemos uma rede Rye.
Sda x a codificagdo de uma descricdo YO0R, ou sgja, da funcdo parcial
recursiva Flif]. Sgjay a codificacio dos argumentos xs,...,Xn, de F[¥).

A funcdo computada por Rge € a fungdo parcia recursiva F|Ff] ta que,
[Rae](x, ) = FIF] (x,y) = FIE) (X, Xn).

Rge € capaz de calcular o resultado de qualquer funcdo parcial recursiva com

qualquer argumento vaido, sendo assim umarede-c universal. <

Este resultado tem importancia para o estudo da Neurodinamica, pois com ele é

estabelecida uma conexdo entre a Teoria da Computacdo Classica e as redes
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neuronais. E possivel herdar todas as propriedades dos sistemas universais para
0 contexto das redes g, i.e., para o0 ramo dos sistemas dindmicos ndo lineares.
Ainda que este resultado ndo sgjainédito (a demonstracdo foi inicialmente feita
por Siegelmann e Sontag no inicio dos anos 90, e pode ser encontrada na sua
forma mais conhecida em [Siegelmann e Sontag 95]), ja a forma como a
demonstracdo € realizada introduz algo de novo e muito relevante: um método
operacional de construcdo efectiva de redes neuronais. E este método, ndo s
revela como construir uma funcdo universal, mas funciona para qualquer

descricdo de fungdo parcial recursiva.

Outras contribuicdes podem ser encontradas nos problemas de
indecidibilidade™, ou ainda a constatacdo da existéncia de uma rede de
dimensdo méaxima onde é possivel resolver qualquer problema computéavel (no

Nosso caso, arede Rye).

3.6. Extensdesdo Modelo
Outros Dominios

Até este ponto, todas as fungbes descritas tém dominio e contradominio nos
naturais. Como resolver a questdo para outros dominios, como Z ou Q? A
estratégia de resolucéo de problemas para um dominio D qualquer, exige que a
cardinalidade de D sgja menor ou igual a dos naturais (0 que € 0 caso paraZ e
Q). Deste modo, poderemos resolver o problema por meios de uma codificacdo

o:D - N conveniente.

Uma funcdo f : D - D, pode ser emulada pela funcdo f :N - N, que aplica o

objecto codificado a(d) no resultado codificado a(f(d)), i.e, f = a e fea®

2 Uma outra consequéncia, apontada por Cristopher Moore em [Moore 90, 91], é que a0
introduzir as nogBes da Teoria da Computagdo nos sistemas dindmicos, surge uma
imprevisibilidade qualitativamente mais forte do que aquela discutida pelo estudo dos sistemas
cadticos. Agora, mesmo se se souber os dados iniciais do sistema com total exactiddo, havera
guestdes para as quais ndo € possivel saber aresposta (e.g., entrard o sistema numa determinada
regido do espaco de fases?). Quase qualquer pergunta — para ser exacto, qualquer pergunta ndo
trivial — sobre a din@mica alongo termo de um sistema torna-se indecidivel!
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(ver [Cutland 80]). Podemos assim, estender a nogdo de computabilidade para

dominios D.

Definicio 3.6.1: Uma funcéo f:D - D é computavel seesdsef =aefea™

for uma funcdo computéavel (sendo o uma codificacdo de D em N). <

Exemplo 3.6.2: Uma codificagdo a de Z em N é dada por:

2X , x=0
a(x) =
) {—Zx—l , X<0 (16)
Assm, a(3) =6, a(-2) =3, ...
Exemplo 3.6.3: Uma codificagdo a de Q em N é dada por:
(XHY) (X[ +y+1)
a(xly) =2 5 ty]+r (17)

com x 0 numerador (herdando o eventual sinal do racional), y o denominador e
r=1sex<0, ou 0 sex=0. Assim, a(1/2) = 16, a(-2/30) = 1117, ...

A extensdo desta ideia para fungbes com n argumentos é directa. Codifica-se
cada um dos argumentos antes de se computar a funcéo f~ (como exemplo, ver
adefinicdo 3.2.3).

Tratamento de Ruido

Esta generalizacdo € util para lidar com problemas onde exista ruido na
computacdo. Se soubéssemos que 0s neurdnios podiam ser sujeitos a erros de
cdculo a partir das P casas decimais, qualquer codificacdo dos naturais sera
limitada a um determinado valor méximo. E possivel aumentar esse valor
maximo utilizando vérios neurénios para guardar o nUmero em questdo. A

codificacdo dos naturais até a0 majorante 10" seria dada pela funcéo de
codificacdo, a(x) = <B1(X), ..., Bn(X)>, onde n = F%l Bi(x) = d((P=2)(i-1)+1,

x)*10° + ... + d((P=2)i, x)*10?, sendo d(m, x) o digito na m-ésima casa da
parte inteira da expansdo decimal de x, sendo o erro de calculo a partir das P

casas decimais. A ideia basica é limitar a execucdo dos céalculos da rede nas
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casas decimais onde € garantido que ndo ocorre nenhum erro. Por exemplo,
consideremos P=4 (um erro méximo na casa das décimas milésimas). Para
guardar valores até 10° bastam 3 neurdnios. O primeiro neurénio guarda o valor
das unidades e das dezenas, 0 segundo, as centenas e 0s milhares, e assim

sucessivamente.

Construindo as redes para calcular 0 sucessor, 0 predecessor e o teste da
igualdade a zero, pode aterar-se a estrutura das redes apresentadas nas figuras

3.3.22 € 3.3.24, para suportar naturais representados por multiplos neurénios.

ouT

fig. 3.6.6 : predecessor para P=4 e M=6.
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Deste modo, desde que a margem de erro sgja inferior a uma centésima (P>2),
qualquer funcdo computavel pode ser implementada em redes neuronais uma
vez definido um majorante da computacdo. Este méodo apresenta uma grande
vantagem relativamente ao nimero de neurdnios necessarios para realizar estas
trés operagles. cresce logaritmicamente quanto maior 0 majorante, e decresce
logaritmicamente quanto menor o erro (ou sgja, quanto maior o P). Isto
acontece dado que a dimensao das trés redes ser funcédo de n = M/(P-2) |, onde

M e P s80, respectivamente, os expoentes do majorante (10™) e do erro (107).

Resta resolver a questdo de como evitar o acumular dos pequenos erros de cada
neurénio ao longo da execugdo da rede. A solucdo é tratar o eventua erro do
neurénio na fungdo de activacdo. Ao existir apenas um espectro de valores
relevantes (0s nUmeros racionais com precisdo maxima de P-2 casas decimais)
pode aterar-se a funcéo para aproximar o valor produzido pelo neurénio ao

valor correcto mais proximo.

0 , X<0
f(x) =qa(n) , n=ROUND(X,P-2), 0<x<1 (18)
1 , x>1

onde ROUND(X, P) € a func@o que devolve o raciona com P casas decimais

mais perto de x.

Tem-se assim, com uma funcdo de activacdo mais complexa e com um
aumento linear do nimero de neurdnios da rede e do tempo de processamento,
a possibilidade de executar computagdo exacta num sistema dindmico com

precisdo limitada.

Os neurdnios apresentados tém uma garantia de precisdo de P-1 casas decimais.
Seriam possiveis computagdes com neurénios onde nem essa garantia
existisse? Sgiam dois exemplos, designados por neurdénios de esguecimento e
de persisténcia probabilistica, cujas fungbes de activacdo sdo dadas pelas

seguintes funcdes:
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f(x) = {0 , com probabilidade p .
e lvalor normal , com probabilidade 1-p (19)
() = {val or anterior , com probabilidade p -
e™ ™ |valor normal , com probabilidade 1-p (20)

Em [Siegelmann 99] € observado que redes neuronais onde todos 0s neurdnios
possuem uma probabilidade de erro de calculo (designadas por redes
catastréficas) ndo podem reconhecer linguagens recursivas, i.e., Ndo possuem o
poder computacional das Maguinas de Turing. E sempre necessario existir uma
de duas condic¢des, ou a rede é composta por neurénios com precisao finita (o
caso apresentado anteriormente), ou a rede € mista, sendo composta por
neurénios ndo confiaveis, mas também com neurénios deterministas (para
permitir corrigir os erros, e impedir a sua acumulagdo descontrolada). Com
redes catastroficas, as Unicas computagdes possiveis sdo aquelas que se podem

efectuar em tempo constante (onde se conhece o majorante do erro).

Outros modelos de computacdo neuronal em tempo discreto com ruido (cf.
[Casey 96, 98], [Maass e Orponen 98]), provam que qualquer linguagem
reconhecida com fiabilidade (i.e., com probabilidade maior que 50% *°) por
redes neuronais com funcdo de activagdo sigmoidal é regular, ou sga, 0 seu

poder computacional é equivalente ao dos autdmatos finitos.

Porém, em [Maass e Sontag 99] € demonstrado que se o nivel de ruido for
Gaussiano, ou qualquer outro modelo de ruido em que a distribui¢do sgja ndo
nula num intervalo suficientemente grande, o poder computacional das redes
neuronais recorrentes reduz-se significativamente, ndo conseguindo sequer

reconhecer o conjunto das linguagens regul ares.

'3 Fiabilidade, devido ao facto de se poder iterar vérias vezes a mesma computacdo, de modo a
obter validagBes com arbitrario nivel de seguranca.
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3.7. Compilador de Funcgbes Par ciais Recursivas

Foi desenvolvido um trabalho de pés-graduacdo pelos alunos Paulo Carreira e
Miguel Rosa (cf. [Carreira et al. 98]), sendo orientado pelo autor desta
dissertagdo, o qual consistiu na construcéo de uma aplicagdo capaz de compilar
descrigdes de fungbes parciais recursivas nas redes propostas neste capitulo.
Este programa, desenvolvido no ambiente de programagdo para o sistema
operativo Windows — Delphi 3 — possui as ferramentas necessarias para editar,
compilar, monitorar passo a passo, e executar uma determinada funcéo parcial
recursiva. Uma das suas caracteristicas (que reflecte a abordagem tomada neste
capitulo no que respeita a codificacdo dos naturais) é o uso de um sistema de
representacdo unario sem limite, apenas restrito a memoria disponivel no
computador. Deste modo, a aplicacdo pode aceitar ndimeros naturais

arbitrariamente elevados desde que a sua memdria assim o permita.

A construcdo da rede passa pela decomposicdo recursiva das descrigOes até
atingir um dos axiomas e a sua posterior reconstru¢do para obter as redes
desgjadas. Por exemplo, para criar a rede neuronal capaz de computar a adigéo

binaria, o compilador interpreta a funcéo descrita da seguinte forma:

proj/1 U(1,1)
proj/2 U3, 3)

conp C( proj/2, S)
sum R( proj/1, conp )

Em que a primeira palavra € o nome da fungdo representada nessa linha e a
segunda a descricdo da fung@o parcia recursiva correspondente. Neste
exemplo, a funcdo objectivo, sum (identificada como sendo a Ultima linha da
descricdo) € obtida através da recursdo da funcéo proj/1 (sendo o axioma Uy 1)
e da funcéo comp, a qual por sua vez, € uma composicdo da funcdo proj/2 (o
axioma Uz 3) com o axioma S. Ao compilar, o programa produz a rede final
descrita pelo seguinte conjunto de equacoes:

XRin_1 0(i+1) = sigma( 1.0*Ein(i) + 0)

XRmid2_1_1(i+1) = sigma( 1.0*XRin_1 0(i) + 0 )

XRmi d3_1_2(i+1) = sigma( 0.10*XRin_1_0(i) + 1.0*XRmid3_1_2(i) +

1.0*XRmid4_1_3(i) + -1.0*XRmid5_1_4(i) + -1.0*XREout _1_15(i) + 0 )

XRmi d4_1 3(i+1) = sigma( 0.10*XRmid3_1 2(i) + 1.0*XRnid5_1 4(i) + -0.9 )

XRmi d5_1_4(i+1) = signma( 1.0*XRnid6_1 5(i) + 0 )

XRmi d6_1_5(i+1) = sigma( 1.0*XSout 5 7(i) + 0 )

XRmi d7_1_6(i+1) = sigma( 1.0*XRmid3_1_2(i) + 1.0*XRmid15_ 1 14(i) + -1)
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XREres_1 7(i+1) = sigma( 1.0%*XRmid13 1 12(i) + 1.0*XRmid19 1 18(i) + -1 )
XRmi d9_1 8(i+1) = sigma( 1.0*XRmid5 1 4(i) + 1.0%*XU(1, 1)inout_3 0(i) + 0)
XRmi d10_1_9(i+1) = sigma( 0.20*XRmi d9 1 8(i) + 10.0*XRdatay 1 10(i) + -1.2 )

XRdatay_1_10(i +1) = sigma( -1.0*XRmid9_1_8(i) + 1.0*XRmi d10_1_9(i) +
1.0*XRdatay 1 10(i) + -1.0*XREout 1_15(i) + 1.0*Edata2(i) + 0 )

XRmi d12 1 11(i+1) = sigma( 1. 0*XRmid9 1 8(i) + 0 )

XRmi d13_1 12(i+1) = sigma( 2. 0*XRmid12 1 11(i) + -100.0*XRmid14 1 13(i) + -1 )

XRmi d14_1_13(i+1) = sigma( 1.0*XRdatay 1 10(i) + -0.1 )

XRni d15_1_14(i +1) = sigma( 2. 0*XRmi d12_1_11(i) + 100. 0* XRmi d14_1_13(i) + -2 )

XREout _1_15(i+1) = sigma( 1.0*XRmi d13_1 12(i) + 0 )

XRmi d17_1_16(i+1) = sigma( 1.0*XRmi d15 1 14(i) + 0 )

XRi d18_1_17(i +1) = sigma( 1. 0*XRmi d15_1_14(i) + 1.0*XRmid19_1_18(i) + -1 )

XRmi d19_1_18(i+1) = sigma( -1.0*XREout 1 _15(i) + 1.0*XRmid19 1 18(i) + -
)10.0*><Rm‘ d20 1 19(i) + 1.0*XRmid21 1 20(i) + 1.0*XU(1,1)datares 3 1(i) + O

XRi d20_1_19(i +1) = sigma( 1.0*XSres 5 9(i) + 0 )

XRmi d21 1 20(i+1) = sigma( 1.0*XRmi d20_1 19(i) + 0 )

XRdatal 1 21(i+1) = sigma( 1.0*XRdatal 1 21(i) + -1.0*XREout 1 15(i) +
1.0*Edatal(i) + 0 )

XRm d22_1_22(i +1) = sigma( 1.0*XRdatal_1_21(i) + 1.0*XRin_1_0(i) + -1)
XRm d23_1_23(i +1) = sigma( 1.0*XRdatal_1_21(i) + 1.0*XRmid15_1_14(i) + -1 )
XU(1, 1)inout _3_0(i+1) = sigma( 1.0*XRm d2_1_1(i) + 0 )

XU(1, 1)datares_3_1(i +1) = sigma( 1.0*XRm d22_1 22(i) + 0 )

XU(1, 1)data_3 2(i+1) = sigma( 0 )

XCm d1_3_3(i+1) = sigma( -1.0*XCm d1_3_3(i) + 1.0*XCnid8_3_7(i) + 0)

XCmi d2_3 4(i+1) = sigma( 1.0*XCridl_3_3(i) + 0)

XCmi d6_3_5(i+1) = sigma( -1.0*XCm d7_3_6(i) + 1.0*XCmi d6_3_5(i) +
1.0*XWU(3,3)datares_5_4(i) + 0)

XCmi d7_3_6(i +1) = sigma( 1.0%*XOmid6 3 5(i) + 1.0*XOmidl 3 3(i) + -1)

XCri d8_3_7(i +1) = sigma( -1.0%XCmidl_3_3(i) + 1.0*XCmi d8_3_7(i) +
1. 0XU(3, 3) i nout _5_3(i) + 0 )

XU(3,3)inout_5_3(i+1) = sigma( 1.0*XRm d17_1_16(i) + 0 )

XU(3, 3)datares_5_4(i+1) = sigma( 1.0*XRmi d18_1_17(i) + 0 )

XUY(3, 3)data_5_5(i+1) = sigma( 1.0*XRmid23_1_23(i) + 1.0*XRrid7_1_6(i) + 0 )
XSin_5_6(i+1) = sigma( 1.0*XCmid2_3_4(i) + 0)

XSout _5_7(i+1) = sigma( 1.0*XSin_5_6(i) + 0 )

XSdata_5_8(i+1) = sigma( 1.0*XCnrid7_3_6(i) + 0)

XSres_5_9(i+1) = sigma( 1.0*XSin_5_6(i) + 0.10*XSdata_5_8(i) + -0.9)

De reparar que todos 0s neurdnios possuem a fungdo de activagdo a. Também
0s médulos ligam-se de forma automatica uns nos outros através do sistema de

sincronizagao proposto.

Como qualquer funcdo parcia recursiva pode ser descrita usando a notagéo
apresentada, esta revela-se apropriada para o estudo da computabilidade deste

tipo de construcdes neuronais.

Este programa, mais um conjunto de informagdo complementar, podem ser

encontrados na pagina www.di.fc.ul.pt/~jpn/netdef/nwb.html .

69



4. SomaeControle

Para efectuar operacOes de controle, uma rede neuronal tem de possuir uma
estrutura especifica para resolver um dado problema. Ao ligar 0s neurénios um
por um, essa tarefa assemel ha-se a programacao em linguagem méguina, com a
desvantagem de se estar a trabahar num ambiente macicamente paralelo.
Rapidamente, a medida que o problema proposto aumenta de complexidade,

verifica-se que este método directo é de gestdo muito complexa.

E mostrado neste capitulo como eliminar essa necessidade, ao criar um método
automatico de compilagdo de a goritmos escritos numa linguagem de ato nivel,
para uma rede neuronal que executa esse mesmo agoritmo. O processo €

esguematizado na seguinte figura:

NETDEFn(1,1)IS MnoOl n(i+1) - sigma( )
VAR & INTEGER; MnOOut(i+1) = sigma( +
g GUARD; 1.0* SEQ1Qut(i) )
)| se0 ) VARCMNO:INL(i+1) =

a:= succ(a); sigma( +10*
START g; .

ENDSEQ; VARCMNO:IN1(i) + 1.0 *

SEND1Va(i)-1.0*

@ (b) ©

fig. 4.0.1 : (a) fluxogramado algoritmo A, (b) descricdo de A numa linguagem apropriada, (c)
Rede neuronal que executa A.
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Haverd uma preocupacdo constante com a eficacia da rede fina, tanto no
aspecto da sua construgdo (construcdo modular simples e minimizando o
nimero de neurénios necessarios), bem como na sua eficacia (preservar a
complexidade intrinseca do agoritmo inicial). O modelo de rede utilizado neste
capitulo serd idéntico ao apresentado no capitulo anterior, ndo s6 na
arquitectura e na fungdo de activagdo, como também na preocupacdo relativa a
modularizaco e aos mecanismos de sincronizagdo apresentados. A diferenca
reside na linguagem utilizada para a construcdo das redes-o finais. N&o
usaremos mais o paradigma das fungbes parciais recursivas, mas sim a

estrutura basi ca das linguagens de programacdo de alto nivel.

E necessario referir que esta abordagem é diferente das linguagens de
especificacdo de redes neuronais, onde o objectivo € o desenho darede, ou sgja,
definir formalmente a topologia desta juntamente com a sua dinamica. Elas
fazem a separacdo entre especificagdo (a arquitectura) e implementacdo (o
programa). Alguns exemplos podem ser encontrados no formalismo MIND (cf.
[Koikkalainen 91]) uma extensdo do CSP ([Hoare 78]), a linguagem P3 (cf.
[Rumehart e McClelland 86]) baseada no LISP, a linguagem AXON,

[Hecht-Nielsen 90], linguagem imperativa centrada em objectos.

4.1. Trabalhosrelacionados

H& dois trabalhos seminais sobre o assunto desta Tese. Referiremos aqui 0s

Seus principais pontos.

JaNNeT

Em 1995, Fréderic Gruau do Departamento de Investigacdo Fundamental do
Centro de Estudos Nucleares de Grenoble, apresentou em [Gruau 95] um
compilador neurona denominado JaNNeT (Just a Neural Network Translator).
Ele préprio indica que ndo procurou uma linguagem especifica para o caso,
utilizando o PASCAL, a0 qua acrescentou certas instrugdes que permitem

programagao paralela.
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Uma das preocupacdes principais foi a possibilidade de apresentar o desenho
da rede neurona final, depois de terminado o processo de compilagéo. Para
isso, utilizou técnicas de rescrita de grafos que indicassem a posicéo de cada
neuronio para gerir € minimizar 0 nimero de sinapses que se intersectavam
(um grafo inteiramente planar € impossivel, dadas as dimensdes das redes

produzidas).

O programa, respeitando a gramética da linguagem, é decomposto no formato
de arvore. Em seguida, essa arvore é transformada num codigo especifico, que
Gruau denomina por codigo celular. Este codigo é constituido por um conjunto
extenso de comandos primitivos muito simples, que por sua vez sao utilizados
para construir a rede neurona final. A estrutura da rede neuronal € modular na
medida em que a execucdo de uma dada instrucéo esta restrita a uma certa area
da rede global. A dindmica desta rede resulta de uma sobreposicdo de
comportamentos sequencia e paralelo, dado que cada neurénio s é activado
guando todas as suas sinapses de entrada 0 sdo0. Ou sgja, em cada instante, mais
do gue um neurénio é activado, mas, possivelmente, ha neurénios que
permanecem inactivos. Gruau ainda refere a necessdade de outras duas
dinémicas diferentes para certos neuronios, referindo que a uniformizacéo para
uma sb dindmica se pode fazer a custa de um aumento polinomial do nimero

de neurdnios. No entanto, ndo apresenta uma concretizacdo paratal proposta.

Hé& quatro tipos de neurdnios para realizar as tarefas bésicas, mais alguns para
funcionalidades especificas (como o tratamento de vectores). Isto implica que a

arquitectura neurond final ndo é homogeénea.

O JaNNeT também processa fungdes recursivas, mas com uma limitagdo. E
necessario indicar a profundidade méxima da recursdo. Tendo essa informagéo,
0 compilador criauma rede expandida para tratar todas as potenciais chamadas!

Alguns comentarios:

» A necessidade de apresentacdo grafica de umarede final € muito relativa, a
N80 ser que se esteja a pensar seriamente em construir fisicamente uma rede

de neurénios. Sem querer entrar em profundidade nas questbes de
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hardware, isto pode trazer sérios problemas de construcdo, dado que os
grafos produzidos estdo muito longe de serem planares, tendo multiplos
pontos de interseccdo entre singpses. Existem formas mais simples e
directas de implementar uma rede neuronal, como se vera no capitulo 5.9.

» Apesar de ser um problema complexo, dado que o nimero de neurénios é
fixo depois do processo de compilacéo terminar, Gruau a0 exigir um
nimero maximo de chamadas recursivas da parte do programador, esta a
impedir todo o potencial que o uso da recursdo reserva. Outro problema, ao
produzir a rede final para tratar essas chamadas pode ser necessario um
nimero exponencial de neurénios. Mas mesmo com estes problemas,
continua a ser um dos pontos fortes do JaNNeT o facto de se poder usar
funcdes recursivas na sua programacao!

» A gquantidade de neuronios diferentes e a dindmica da rede produzem um
processamento muito pesado (€ necessario guardar para cada neurénio,
guantas e quais as activagdes pendentes) e uma rede cujo processamento
ndo é verdadeiramente paralelo (somente alguns neurdnios sdo activados a
cadainstante).

NEL

No decorrer da investigacgo de Hava Siegelmann sobre o poder computacional
das redes neuronais, surgiu 0 estudo de uma linguagem de ato nivel para a
criacdo de redes neuronais capazes de realizar certas tarefas algoritmicas (ver
[Siegelmann 93, 96]). Em 1993, Hava Siegel mann apresentou uma linguagem,

denominada NEL, com o poder expressivo das linguagens de alto nivel.

Ao contrério de Gruau, que Se preocupou no processo de construgdo das redes
em detrimento do estudo da linguagem, Siegelmann fez o inverso. Estudou
qual seria a linguagem indicada para um dado tipo de redes, ndo se
preocupando inicialmente com aspectos mais praticos, como a construcdo de

um compilador.

Cada instrucdo produz uma rede, que é sincronizada externamente por um

sistema de sincronizagdo global. A dindmica da rede € Unica e verdadeiramente

73



paralela. Um passo da rede é simplesmente um sistema de atribui ¢des para el as.

A arquitectura € homogénea, todos os neurénios sdo idénticos e utilizam a

funcdo de activacdo 0. Alguns comentarios:

Ao focar inteiramente 0 esforco de desenvolvimento na adequacdo da
linguagem as funcionalidades dos neurénios com fungdo de activagdo o, hd
certos pontos no NEL que tornam complexa a sua simulagdo. Por exemplo,
certos tipos de dados complexos apresentados necessitam de uma precisao
consumidora de bastantes recursos — de facto, a partida, a precisdo é
ilimitada. 1sto acontece porgue apenas € utilizado um neurénio para guardar
estruturas arbitrariamente complexas, como conjuntos e filas de espera
Para isso, Siegelmann utiliza codificagdes fractais baseadas num conjunto
de Cantor. Por exemplo, uma palavra L = ay& ... g é codificada pelo
seguinte nimero racional (onde n é a cardinalidade do conjunto definido
pelos simbolos &):

L 25 +1

o @

(21)

Apesar de ser extraordinariamente compacta (qualquer palavra pode ser
guardada num s0 racional), o grande problema desta codificacéo € de ndo
se conhecer a precisdo maxima, dado que as estruturas de dados podem

crescer sem limite.

A homogeneidade da rede e o tratamento das instrugdes, mais simples do
gue no trabalho de Gruau, aproxima-se da nossa propria abordagem. No
entanto, 0 aspecto da modularidade ndo é tratado de forma conveniente,
dado que o sistema de sincronizacdo € global. Cada rede que representa
uma funcdo estd dependente desse sistema de sincronizacdo, que é
especifico para a rede final. Ou sga, a0 mudar uma instrucdo local, a

sincronizacdo tem de ser aterada de formaglobal.

O NEL né&o providencia muitos mecanismos essenciai s para uma linguagem
neurona de alto nivel. Apesar da capacidade de expressdo de qualquer
linguagem sequencia, tem sérias restricdbes em relacdo a questbes de

processamento paralelo: ndo suporta exclusdo mutua para acesso seguro a
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areas de memodria critica; ndo possui processos temporais para aplicacoes
em tempo rea; nd permite a chamada paralela de funcbes (apenas
suportando uma limitada forma de subrotina); ndo tem processos de
comunicagdo blogueantes para iteragdo e sincronizagdo concorrente de
processos, ndo permite acesso dindmico a elementos de um vector. Todos
estes temas sdo tratados pelo NETDEF (Como veremos neste capitulo) sem

p6r em causa a modul aridade.

4.2. A Linguagem NETDEF

A questdo principal centrar-se-a em como simplificar a descri¢do do programa
(de forma a ganhar em termos de eficiéncia, sgja na programacdo, sgja na
execucdo), e ab mesmo tempo, conseguir a resolucéo do problema especifico.
Foram estudadas varias abordagens utilizadas pela comunidade cientifica.
Aquela que mais se aproximou dos objectivos propostos foi 0 conceito
defendido pelas linguagens imperativas de alto nivel, com uma preocupacdo
nos aspectos da concorréncia (cf. [Watt 90], [Valiant 90], [Lamport 90], para
vérias abordagens). Isto é essencial dado ser uma das caracteristicas centrais e

mai s atractivas das redes neuronais, 0 seu paralelismo intrinseco.

A linguagem utilizada neste capitulo (cf. [Neto et al. 98], [Neto e Costa 99] e
[Neto et al. 2001a], para os artigos referentes a esta temética) € baseada num
fragmento da linguagem de programagéo Occam, que designaremos de NETDEF
(Network Definition). O Occam foi desenhado para exprimir agoritmos
paradelos em redes de processadores (para mais informacdo, ver [SGS-
THomsoMm 95]). Com esta linguagem, um programa pode ser descrito como
uma coleccdo de processos executados de forma concorrente e comunicando
entre s através de canais. Processos e canais S8o 0S conceitos mais importantes

no paradigma de programacao Occam.

Processos

Os programas sdo construidos por processos. O processo mais simples € a

accao. Ha trés tipos de accles. atribuicdo do valor de uma expressdo a uma
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variavel, operagdes de entrada e operagdes de saida. Operacdo de entrada
significa que um determinado valor foi recebido de um canal e atribuido a uma
varidvel. Operagdo de saida significa que um dado vaor de uma varidvel foi
enviado através de um canal. Ha ainda mais dois processos primitivos. skip e
stop. O skip inicia, ndo readliza acgdo nenhuma e termina. O stop inicia, ndo

realiza accdo nenhuma e ndo termina.

Para construir processos mais complexos, existem vérias instrucles,
nomeadamente, while, if, seq, par. A instru¢do while é uma instrucdo de ciclo,
repetindo um dado processo engquanto uma expressao booleana associada €
verdadeira. A instrugdo if combina vérios processos, cada um guardado por
uma expressdo booleana. A instrucdo seq € um construtor que associa um
conjunto de processos, onde cada um € executado sequencialmente. A instrucéo
par € um construtor que associa um conjunto de processos, onde cada um é

executado paralelamente.

Canais

Um cana de comunicagdo permite a transferéncia de informagdo de forma
unidireciona entre dois processos concorrentes, sem memoria tampdo. Um
cana ndo possui memoéria e € blogueante, ou sgja, 0 processo receptor espera
pelo envio do processo emissor (cf. [Pippenger 90] paraum estudo de canais de
redes de comunicacdo concorrentes). Veremos numa das seguintes seccOes,
mais sobre estes canais de comunicacdo. Estes seréo a pega central para a
comunicagdo e coordenacd0 entre modulos de execugdo pardelos e

colaborantes.

Sintaxe

Segue uma gramatica simplificada do NETDEF, em EBNF:

program::= “NETDEF” id“ IS’ def-vars process*”.”.

process::= assignment | send | receive | skip | stop | if-t-e | while-do | seg-block | par-block.
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4.3. Tiposde Dados

NETDEF tem os seguintes tipos de dados: primitivos, canais e vectores. Os tipos
primitivos sdo os tipos de valores que podem ser directamente utilizados na
programagdo em NETDEF. booleanos, inteiros e reais. Os canais sd0 tipos
especificos para comunicacdo entre processos. Os vectores sdo estruturas de
dados de um mesmo tipo de valor (inteiro, real ou booleano). Em termos do
EBNF:

def-vars::= “VAR" id“:” type“;” {id":" type";” }.

type ::= primitive-type | channel-type | composite-type.

primitive-type ::= “ BOOLEAN" | “ INTEGER” | “ REAL" .
channel-type ::= “ CHANNEL"
composite-type ::= “ ARRAY" “[“ number“]” “ OF" primitive-type.

De referir ainda que o compilador de NETDEF ndo assinala conflitos de tipos.
Isso implica que um valor de um tipo pode ser atribuido a uma varidvel de um
outro tipo sem provocar um erro de compilacéo ou de execucdo (nada se podera
dizer sobre a correcgdo do resultado final). No entanto, no caso de uma
atribuicdo, o compilador verifica se ha conflito entre 0 nimero de neurénios
referente a expressdo e 0s neurénios da variavel a ser atribuida o resultado

dessa expresséo.

Codificacdo

Para ser de alguma utilidade prética, a codificagdo dos valores possivels para os
vérios tipos de dados deve ser redlizada no contexto de recursos finitos
(precisdo finita nos céalcul os do neurdénio, nimero de neurdnios finito). Somente
assim, se podera codificar informagdo no espaco limitado disponivel pelos

sistemas de computagdo efectivamente construidos.

De seguida, mostramos como facilitar a computagdo no processamento
neuronal através de codificacbes adequadas aos vérios tipos de dados
estudados.
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Tendo em consideracdo os limites de saturagdo minimo e maximo da funcdo de
activagdo o, cada vaor x de um dado tipo de dados, deve ser codificado num
vaor dentro do intervalo [0,1]. Para cada tipo T, é necessario criar uma
codificacdo ar:T-[0,1] que aplica o valor xOT no seu codigo especifico. E
serd esta codificacdo que determinara a arquitectura neuronal dos operadores
relacionados. Sendo os recursos limitados, existe um limite para a preciséo de
cada vaor nos célculos do neurénio. Seja a precisdo maxima de P digitos numa
codificagdo binéria. A menor distancia entre dois valores, nestas condicles, €
UM =27 com M=2",

Para o tipo de dados Booleano, a codificacdo de B = { TRUE, FALSE} é definida

por
_ {O , X=FALSE -
9800 =1 | y=rrUE (22)
. - e M M.
Para o tipo de dados inteiro, a codificagdo de Z = { -5 ...,?} € definida por,
M + 2x
az(x) = M (23)

Para o tipo de dados real, a codificacéo de [a, b], € definida por,
X—a
Aan(X) = g5 (24

Este tipo de codificacdo, para dém da sua simplicidade (a qua se reflecte na
simplicidade dos respectivos operadores, como se vera abaixo), tem a
vantagem de que basta aumentar P para crescer a sua capacidade de
representacdo. Por exemplo, para um sistema de 64 bits de representacéo
(P=64), o intervalo disponivel para representacdo dos inteiros, ou sga, O
intervalo Z é igua a {—2%, ..., 2°)}. Ao aumentar o valor de P, acresce
automaticamente o intervalo Z. Ou sga, a capacidade de representacdo
numeérica é proporcional a memoria disponivel (do mesmo modo ao que se
passa no paradigma das maquinas de Turing, ou na arquitectura classica de

construgdo dos computadores actuais).
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Constantes, Variaveis e Expressdes

Uma constante € um vaor dado de um determinado tipo primitivo. Ela é
constante
guardada por um neurénio, cujo valor ndo é alterado.

/ ar(c)

fig. 4.3.1 : constante ¢ do tipo de dados T.

As varidveis sdo representadas de igual forma, mas o seu contelido pode ser

alterado (por exemplo, no processo de atribuicao).

of

fig. 4.3.2 : varidvel A.

variavel

A definicdo de variaveis é dada pela seguinte expressao EBNF:
def-vars::= “VAR" id“:” type“;” {id":" type";” }.

O NETDEF deve ser capaz de interpretar, guardar e manipular informagéo dos )
vérios tipos de dados disponiveis. Com a introducdo dos tipos de dados, séo S0
necessarios diversos operadores que permitam efectuar os calculos respectivos

(operadores 16gicos para variaveis | ogicas, operadores relacionais e aritméticos

para varidveis inteiras e reais). Uma estrutura arbitrédria de operadores

(conjuntamente com constantes, variaveis e dados de entrada) forma uma

expressdo que, para cada atribuicdo de valores as variaveis, devolve um valor

de um determinado tipo. Cada rede que computa uma expressdo é iniciada

depois de recebido o sinal IN. Depois da computacdo, o resultado fina é

enviado pelo cana de saida de dados RES a0 mesmo tempo que o sinal ouT

(como sempre, Sinapses sem numero associado, possuem peso 1).

IN_pf Expr — oUT

fig. 4.3.3 : configurag@o geral de uma rede representando uma expressao.

Para determinar a rede que calcula o valor de uma expresséo f(x) para um tipo
de dados T, é necessério criar a rede que calcula ar(f(a™(x))). Esta expressio

justificarse pelo seguinte motivo: Os valores que sdo recebidos pela rede vém
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codificados pela fungdo ar. Assim, antes de calcular a funcdo f, é necessario
descodificar os valores. Quando caculado o resultado, este tem de ser
codificado novamente para poder ser enviado para a rede seguinte. Tudo isto,
porque a area de trabalho disponivel pela funcdo de activacdo o é dada no

intervalo [0,1], interval o este onde se codifica qual quer valor representavel.

» Operadores Booleanos. estes sdo 0s tipicos operadores booleanos de
McCulloch — Pitts (cf. [McCulloch e Pitts 43])

1 -1
v w ¥ »
SO 0> 0
y y/'
b ©
fig. 4.3.4 : operadores booleanos: (&) negacéo, (b) conjuncéo, (c) disuncéo.

» Operadores Inteiros. Estes sd0 0s operadores aritméticos e relacionais para
0 tipo de dados inteiro. Para obter estas redes, foram calculados os valores
das expressdes respectivas usando a composicao oo f o ar. Apresentamos
em seguida, o exemplo da adi¢do binéria (notar que os valores x e y vém
codificados pelafungéo az):

az(xty) = [M +2(x+y)] / 2M = az(X) + az(y) — 0.5

Esta expressdo conduz-nos a rede 4.3.5(b). As redes para as outras

operagdes inteiras e reais s&o criadas de forma semel hante.

+—1/2

4@» )Qa )Qa
ﬂéﬂ {gﬁ
)(% 3@*

fig. 4.35: operadores inteiros: (a) trocade sinal, (b) adicdo, (c) subtracgdo,
(d) sucessor, () predecessor, (f) menor, (g) maior.
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Para construir outros operadores relacionais basta compor os ja existentes:

o x=y eédefinido por - (x>y x<y)
e xzy édefinido por x>y [Ox<y
» x2y édefinido por x>y Ox=y
» X<y édefinido por x<y O x=y

» Operadores Reais. estes sao0 0s operadores aritméticos para o tipo de dados

real no intervalo [a, b] (os operadores relacionais séo idénticos aos dos

inteiros) abg )
< + < + a(c-1)/(b-a)
X}—} X+y ﬁ—p X-y x—cbé—} cX
y ys-1

@) (b) ©
fig. 4.3.6 : operadoresreais: () adicéo, (b) subtrac¢do, (c) multiplicagdo por uma constante c.

Para adém destes neurdnios, € preciso ainda juntar o mecanismo de
sincronizagdo do sina de entrada e de saida. Outra questdo € que as expressdes
podem ser arbitrariamente complexas e aguns célculos podem ter de esperar
pela realizacdo de outros calculos, como no caso do uso de operadores mais
complexos (como chamada de fungdes). O algoritmo utilizado pode ser
descrito pel o seguinte método recursivo:
1) Dividir a expressdo em duas partes (esguerda e direita), quando a
operagdo mais exterior € binéria, ou parte Unica (central) se for unaria
Detectar a operagdo central a ser executada.

2) Paracadaparte:

2.1) Se for uma expressdo atdmica, ou sgja, uma referéncia a uma
variavel ou constante, ler esse valor no neurdnio adequado.

2.2) Se ndo for, voltar ao passo 1)

3) Uma vez obtidas as duas partes, junt&las numa estrutura de
sincronizacao e efectuar a operagéo central.

Ou sgja, torna-se necessario utilizar redes de sincronizacdo, como a da figura

3.3.3. Asredes para cél culo de uma expressao seguem 0 seguinte esguema:

recolhados sincronizagdo

“ argumentos —> dos resultados —> Operagao —> ouT

fig. 4.3.7 : cllculo de uma expressdo.
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Canais

Cada cana possui dois neurénios, um para manter o valor a transferir, e outro
paraindicar se 0 cana esta ocupado ou ndo (1 se esta vazio, 0 caso contrario).
O NETDEF assume 0 protocolo de comunicagdo do Occam, onde as operacdes
de enviar e de receber sdo bloqueantes, i.e., ao enviar paraum canal ocupado, o
processo fica a espera que o cana fique vazio, e ao pedir informagdo de um
cana vazio, o processo fica a espera que o canal receba algo. Existem dois
processos associados aos canals. SEND e RECEIVE.

send ::= “SEND” id “ INTO” id.

receive::= “RECEIVE" id “ FROM” id.
SEND envia um valor através do canal, blogueando se o cana esta cheio, e

RECEIVE que recebe um valor de um dado canal, bloqueando se estiver vazio.

fig. 4.3.8: (a) VAR C : CHANNEL, (b) SEND X INTO C (C) RECEIVE Y FROM C.

Cada canal tem apenas memodria para um valor. No entanto, pode simular-se
maiores memorias colocando canais em sequéncia. O proximo exemplo simula

uma memoria com dois e ementos.

RECEI VE X1 FROM Cl;
SEND X1 INTO C- TEMP;
RECEI VE X2 FROM C- TEMP;
SEND X2 |NTO C2;

Como foi referido, 0s processos SEND e RECEIVE S0 sincronos. Poderd ser Util
possuir um comando que permita continuar a execucdo de um processo, Ndo
esperando a disponibilidade de um recurso externo como é um cana de

comunicacdo. Para um mecanismo assincrono existe a funcéo 1ISEMPTY (canal)
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gue retorna verdadeiro se o canal estavazio, e falso, caso contrario.

offic

R Y

‘ ISEMPTY(C)

ouT

fig. 4.3.9 : fung&o booleana ISEMPTY para chamadas de canais ndo blogqueantes.

Vectores

Existe ainda a possibilidade de construir tipos de dados mais complexos
utilizando vectores. Um vector € um conjunto indexado de valores do mesmo
tipo de dados. A seguinte rede mostra o esquema geral de um vector com n

elementos do tipo primitivo T, designado pelo identificador A.

fig. 4.3.10: VAR A : ARRAY [n] OF T.

Ou sgja, um vector € um conjunto de neurénios, onde cada neurénio guarda o
valor de um dado elemento do vector. As duas operacfes basicas sobre o tipo
vector sdo: a atribui¢do de um valor a uma componente do vector, e a busca do

valor de uma componente.

A estrutura neurona apresentada é Unica para cada vector. Cada atribuicéo é
processada, enviando o valor a inserir e a respectiva posicdo do vector, pelos

neurénios X el.
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é
\ M \ M+2 M+2n-2
M M Y

De igua modo, a rede de obtencdo de valores do vector, também € Unica,

fig. 4.3.11 : insercdo do valor x em A[i] .

mudando apenas o valor do indice introduzido no neurénio J.

Al2] Aln]

<+ -1 € -1 -1
2M 2M 2M
IN
M M+2 M+2n-2
' oM™ oM M
40
fig. 4.3.12 : obtencéo do vaor A[j]. RES  OUT

Tendo em conta estas duas estruturas auxiliares para cada vector, 0 espago
requerido para o funcionamento de um vector de N elementos € de 5N+12

neurdni os.



A complexidade destas estruturas deve-se ao facto do acesso aos €lementos do
vector ser dindmico. Ou sgja, pode ser decidido em tempo de execucédo qua a
componente que se pretende consultar ou alterar, bastando para isso, aceder a
estrutura vectoria usando uma varidvel no indice de consulta. Esta
possibilidade releva uma potencialidade extra destas estruturas neuronais:. 0

acesso dinamico de informag&o em estruturas complexas.

Dados de Entrada/Saida

Para lidar com o fluxo de entrada e saida entre o programa e 0 ambiente, 0
NETDEF usa as primitivas dos canais, com dois vectores préprios, IN; € ouT; (a
sua dimensdo é definida no programa). Cada canal de entrada IN; esta ligado ao

ambiente através do canal de comunicagdo u;™*.

fig. 4.3.13: ligagdo ao ambiente do canal IN; .

Assim, operacdes de entrada/saida tornam-se simples processos de canais. Um
exempl o (este codigo recebe dados do primeiro canal de entrada paraa variavel

'a e envia-0s pelo segundo canal de saida):

SEQ
RECEI VE @ FROM I N1;
SEND a | NTO QUTZ;
ENDSEQ;

Estas chamadas, sendo processos de canais, séo bloqueantes. Um exemplo de

saida de dados assincrona,

IF I SEMPTY(C) THEN
SEND X I NTO C

14 Este assunto depende igualmente do contexto da aplicagdo a desenvolver e da forma como o
ambiente é definido. Assim, a defini¢do da estrutura especifica destes canai s fica em aberto. Em
principio, os canais de entrada precisardo: (a) de uma fila de espera de modo a guardar os
dados de entrada ainda n&o tratados, (b) de manter coerente o estado do candl, i.e., actualizar o
neurénio que informa se o canal esta vazio ou ndo.
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4.4. Processos

A forma como o NETDEF controla o fluxo da informacdo depende dos varios
tipos de processos que permite. E 0 conjunto de processos e a sua estrutura que
define 0 programa a executar pela rede final. Cada processo denota uma rede
neuronal independente, como ja vimos no capitulo anterior. A construgcdo da
rede final é entdo recursiva. Continua a existir a preocupacdo da
modul arizac8o, mas agora € possivel partilhar informagdo (via canais ou pelo
acesso de informacdo ao contelido de varidvels comuns). Para aém do
mecanismo de sincronizagdo IN/oOUT, existe ainda um cana de entrada especial
denominado por RESET para cada processo. Este cana esta ligado a um
neurénio especial que tem sinapses com peso —1 para todos 0s neurénios do
processo. Assim, se 0 vaor 1 for enviado pelo RESET, a actividade da rede
cessa totalmente no instante seguinte. Por razbes de simplificagdo, ndo
mostramos essas ligacOes nas redes seguintes. Qualquer quadrado indica uma

subrede que computa uma expressao ou uma subrede que executa um processo.

Pr ocessos Primitivos

Entre os processos primitivos, para aém dos ja referidos SEND e RECEIVE,

existem ainda os processos de atribui¢do, SKIP e STOP.

MO—V Expr UL ouT
RES
¢

-1
fig. 4.4.1 : Atribuicdo. A := Expr.

Na atribuicdo de um valor a uma variavel, é necessario calcular primeiro o
resultado da expressdo, apagar 0 valor antigo que estava guardado na variavel,

e actualizar com o novo valor. Isto é realizado pela rede esquemati zada acima.

MQ—» ouT m—b@

@ (0)

fig. 4.4.2 : Processos (a) SKIP, (b) STOP.
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O processo sKkIP inicia, ndo realiza accdo nenhuma e termina. O processo STOP

inicia, ndo realiza acgdo nenhuma e ndo termina.

Processos Estruturados

Apresentaremos 3 tipos de processos estruturados: 0S processos compostos, 0S
processos condicionais e os iterados. Existem, no NETDEF, duas formas de
compor processos. 0 bloco sequencia e o bloco paraédo.

seg-block ::= “ sEQ” def-varsprocess{ “;” process} “ ENDSEQ” .
par-block ::= * PAR" def-varsprocess{ “;” process} “ ENDPAR".

IN <A Ny, l2 oo > . —INpt s ouT

@

ouT
par

fig. 4.4.3 : Processos compostos () SEQ Iy; ...; InENDSEQ, (b) PAR 1y; ...; I, ENDPAR.

Cada processo hum bloco sequencial, precisa somente esperar que 0 processo
anterior termine a sua execucdo. No bloco paralelo, cada processo inicia a sua
execucao ap mesmo tempo, independentemente dos outros. Porém, o processo
definido pelo bloco paralelo sd termina a sua prépria execucdo, quando todos
0S Seus processos terminarem. Esta semantica exige um mecanismo de
sincronizacdo, para controlar os diferentes tempos de execucéo de cada

[processo.

O processo condicional IF permite a escolha entre dois processos diferentes, a if then else

partir do resultado de uma expressao |6gica.
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fig. 4.4.4 : Processo condicional: IF G THEN T ELSE E.

Podem ser definidos outros dois processos condicionais a custa do processo IF:
0 processo COND € um bloco sequencial de processos IF, € 0 Processo CASE €

um bloco paralelo de processos IF.

O processo iterado WHILE permite repetir um determinado processo, enquanto

uma dada expressao |6gica for verdadeira.

5

P Tout

ouT

fig. 4.4.5 : Processo iterado: WHILE G DO B.

Outros processos iterados podem ser construidos de forma semelhante. Outro

processo de iteracdo existente no NETDEF € O REPEAT — UNTIL, cuja rede é a

seguinte:

v
IN > B ———Jy G ouT

ouT ouT

RES 4

-1

-1

fig. 4.4.6 : Processo iterado: REPEAT B UNTIL G .

A estrutura neuronal destes processos € extremamente simples. Tendo em conta
gue estes processos (composi¢cao, condiciona e iteragcdo) sdo a parte central de
qualquer agoritmo, a dimensdo das redes resultado tendera a crescer

lentamente em proporcdo com a dimenséo do algoritmo.
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4.5. Modularizacao

Como tem sido apresentado, 0 esforco de modularizar as redes efectuado ao
longo do capitulo anterior, é aproveitado aqui no desenvolvimento das redes
produzidas para descrever e simular 0s processos constituintes da linguagem

NETDEF. No entanto, verificam-se algumas diferencas.

Uma delas é a possibilidade de comunicacdo entre dois modulos distintos
através da utilizaco de canais. Isso é essencial, dado que um modulo neste
contexto, jando € s6 um bloco fechado efectuando uma operacéo bem definida,
mas pode ser uma unidade operante em face de um exterior dinamico,

congtituido tanto por outros médul os, como por um ambiente externo.

Outra diferenca esta na possibilidade de acesso de dois ou mais processos ao
contelido de varidveis. Isto permite uma partilha de informacdo véida, desde
gue se tomem em conta os problemas relativos ao paralelismo neste contexto
(por exemplo, evitar a escrita ssimultnea de dois processos sobre a mesma
variavel). Apresentaremos ainda neste capitulo alguns mecanismos que

facilitam aresolucéo deste problema.

Ambito das Variaveis

Em principio, cada neur6nio pode aceder a informacdo de todos os outros
neurénios. A questdo do ambito das varidvels € uma restricao a priori definida
pelo processo de compilacdo. Isto permite uma programacdo mais
modularizada e mais proxima das linguagens de programacdo habituais. Como
regra geral, uma varidvel é vista apenas no contexto onde foi definida. Um
processo ndo pode aceder as variavel's definidas pel os processos incluidos nele,
mas o contrario € valido. Assim, varidvels definidas no processo central tém
uma visibilidade semelhante a variaveis globais, através das quais todos os

processos podem ler e escrever informacao.
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Comandos de Contr ole de Processos

Cada processo composto (SEQ e PAR) possui 0 seguinte conjunto de comandos

gue permitem controlar a sua execucao:

e RETRY —anulaaactividade darede e reinicia a sua execugéo

* ABORT —anulaaactividade darede etermina

e RESET —anulaaactividade darede e ndo termina

* RETURN var — anula a actividade da rede, termina e devolve o contelido
davariavd var.

A rede neuronal de um processo, desde que hga a referéncia a um destes

comandos, é acrescentada com a seguinte estrutura:

i N B » ouT

ouT
5’ RES

B.RETRY B.RESET B.ABORT B.RETURN

RESET

fig. 4.5.1 : estrutura de controle do processo B.

SO0 00

B.RETRY B.RESET
@ (b)
A JEEY
B.RETURN
=00 0—0
B.ABORT B.ABORT
(© (d)

fig. 4.5.2 : redes dos comandos de controle:
(8) RETRY, (b) RESET, (C) ABORT, (d) RETURN X.

Existe ainda uma forma directa de alterar o funcionamento de maédulos g
operador "

superiores que € através da utilizacéo do operador ‘/'. Por exemplo, ainstrucéo

RESET” elimina a actividade do mddulo pai (eliminando consequentemente a

actividade do médulo onde se situa a propria instrucdo, bem como de todos os
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seus modulos irm&os). Estes comandos sdo justificados nas secgdes seguintes,
guando forem apresentados procedimentos que introduzem a componente
temporal as computagbes neuronais, podendo assim, criar situagdes de
excepcdo tais como tempo esgotado ou interrupgdes periodicas da execugdo

normal.

Funcoes

Da mesma forma que ferramentas como a definicdo de fungdes, sdo Uteis na
programacdo, também elas encontram utilidade no NETDEF. Como em outras
linguagens, o cddigo de uma funcdo ndo é duplicado. Elas possuem redes
especificas que garantem que apenas uma chamada é executada num
determinado instante, bloqueando, se necessario, outras chamadas até ao fim da
execucdo corrente. Isto é essencial, tanto para a execucdo da fungcdo em s,
como para a criagdo de mecanismos efectivos de acesso restrito a dados
partilhados. Podem criar-se areas de seguranca em relacdo ao problema da
escrita multipla, definindo que certos dados s6 podem ser actualizados através

da chamada de uma dada funcéo.

As fungdes possuem parémetros por valor (copiar o valor da expressdo para o
argumento da funcdo) e parametros por varidvel (copiar o valor da expressao
para 0 argumento da fungéo, e quando a fungdo termina, copiar o valor fina
desse argumento paraavariavel inicia). Para definir um paréametro por variavel

prefixa-se o identificador com a palavra VAR.

A sintaxe de uma funcéo é apresentada no seguinte exemplo:

FUNCTION mod (X : INTEGER, VY : INTEGER) IS | NTEGER
SEQ

VAR a @ |NTEGER

a:=x;

WLEa >y Doa:=a- Yy,

RETURN a
ENDSEQ,

91

parametro
por valor

parametro
por variavel



No caso de haver expressdes complexas nos argumentos, elas devem ser
tratadas anteriormente (ndo se trata de uma verdadeira limitagdo, apenas

reflecte aforma como a estrutura sintacticafoi definida). Por exemplo:

w = nod (x+y, succ(z))
deve ser transformado em:
SEQ
VAR _argl, _argz;
PAR
_argl : = x+y;
_arg2 := succ(z)
ENDPAR;
w:=nod (_argl, _arg2);
ENDSEQ,

Para que uma funcdo seja apenas acedida uma vez em cada instante, é preciso
contornar a questéo do paraelismo puro inerente a uma arquitectura neuronal.
A questdo aqui € mais complexa do que um ambiente concorrente, onde, de
facto, apenas um processo € activado num dado instante. Se existir um sistema
gue executa uma rede neuronal de forma paralela, pode acontecer que dois

Jprocessos pegam um recurso exactamente no mesmo instante.

Para solucionar esta questdo, foi criado um sistema de estafeta em que um
processo sO pode chamar uma funcdo se e sO se conseguir apanhar o

testemunho.

SO 0-0~00O-

fig. 4.5.3 : Sistema de estafeta para a fungéo F,
aqual é chamada em trés pontos diferentes no programa.

Os neurdnios que se intercalam entre 0s neurdnios de chamada so necessérios
a arquitectura da rede que trata da activacdo da fungdo. Para uma descricéo
mais completa da arquitectura de uma funcéo, ler o anexo A. Com este sistema,
€ possivel criar programas com processos de escrita multipla e paralela numa
variavel comum. Colocando-a no interior de uma funcdo, fica garantida a

exclusdo mutua de escritas simultaneas,

FUNCTION escrever (valor @ T) IsNL
var Partil hada : = val or;
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Fechaduras

O sistema de estafetas, utilizado nas funcdes para garantir exclusdo mutua na
chamada, pode ser usado igualmente por outros processos através do conceito
da fechadura. Uma fechadura, é uma variavel especia que s6 pode ser fechada
uma Unica vez antes de ser aberta novamente. Assim, vérias partes de cddigo
rodeadas por um fecho e uma abertura de uma mesma fechadura, tém garantida

asua exclusdo mutua. Para fechar o processo B dentro da fechadura L:

LOCK L;
B;
ENDL OCK;
A ideia é muito semelhante a das funcbes. Depois de verificar quantas
referéncias existem a fechadura em questdo, cria-se um sistema de estafetas que

garante um acesso Unico afechadura em cadainstante.

”* B oUT PQ » ouT

fig. 4.5.4 : Rede padréo parafechaduras. Os neurénios L e L, fazem
parte de um sistema de estafetas semel hante ao dafig. 4.5.3.

Enquanto o testemunho néo esta disponivel, o sinal de sincronizacéo IN fica
guardado. Quando o testemunho finalmente € disponibilizado, ambas as
actividades anulam o pendor —1 e o bloco fechado inicia a sua execucéo,
retirando o testemunho do sistema de estafetas e eliminando a actividade IN
gue fica guardada. Quando o processo termina, o testemunho é reposto para ser

disponibilizado para a préximainstancia da fechadura.

Excepcoes

Nas linguagens de alto nivel, como o Eiffel (para detalhes ver [Interactive 89])

ou o0 Ada(para detalhes ver [USDD 83]), as excepcdes sdo eventos inesperados
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gue ocorrem durante a execucdo, interrompendo o fluxo normal do programa
(por exemplo, uma divisdo por zero). Algumas excepcdes sdo criadas pelo
sistema, outras sdo criadas pelo proprio programa. O (hipotético) hardware
neuronal € homogéneo, implicando que as Unicas excepgdes criadas pelo
sistema séo falhas ao nivel do neurénio (numa das operacfes ou na funcdo de
activagdo) ou falha sindptica. Apesar dessas possibilidades, vamos focar apenas
as excepgdes criadas pelo programa, dado que as outras séo dependentes do
contexto onde a arquitectura neuronal for desenvolvida. As excepgdes
fornecem um controle adicional sobre os processos onde estdo inseridas. Elas
apenas podem ser aplicadas aos processos compostos, SEQ € PAR. Vgamos um

exemplo.

Suponhamos que temos duas fungdes para realizar o mesmo trabaho, func-1 e
func-2. O processo tenta primeiro executar func-1. Se ela levantar a excepgéo
excp-1, é porque ndo conseguiu cumprir o objectivo. No tratamento da
excepcdo, 0 processo atera a varidvel booleana, reiniciando a sua propria
execucdo. A diferenca reside no facto de, agora, é executada a segunda funcgéo.
Se também esta falhar (levantando a excepgao excp-2) entdo o processo termina

SEM SUCESSO.

funcl-fal hou : = FALSE
SEQ
IF Nor funcl-fal hou THEN func-1 -- comum ‘ RAaISE excp- 1’
ELSE func-2; -- comum ‘RAISE excp-2’
trabal hoConcl ui do : = TRUE;
EXCEPTI ON
WHEN excp-1 Do
SEQ
funcl-fal hou: = TRUE;
RETRY;
ENDSEQ,
VWHEN excp-2 DO
SEQ
t rabal hoConcl ui do: = FALSE;
ABORT;
ENDSEQ,
ENDSEQ,

O comando RAISE E levanta a excepcdo E. Cada excepcdo tem um processo

associado, mais 0 comando especifico PROPAGATE, que apaga O pProcesso e
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levanta a mesma excepgdo no processo superior. Se nada for dito no fim do

processamento de uma excepcao, sera executado um comando RETRY.

Cada processo com tratamento de excepgoes tem a sua arquitectura alterada da

seguidaforma:

LN—bOA B foor ouT

RESET para processo
ouT acima

I | PROPAGATE @
( :>—'\‘ E

fig. 4.5.5: A estrutura para tratamento de excepgdes do processo B.
I € 0 processo associado com a excepgdo E.

Cada excepcdo tem um neuronio préprio onde recebe o sinal de excepgdo do

processo. Com este tipo de estrutura, RAISE € definido por

PAR
E: =1;
STOP;
ENDPAR;

RAI SE E

Existe um efeito de propagacdo para as excepgdes ndo tratadas. Se um processo

nao trata uma dada excepcado E, € colocado por defeito o comando,
VWHEN E DO PROPAGATE;
Qualquer comando que propaga uma excepcao ndo é reiniciado (ando ser que o

processo superior tente novamente a sua execugao).

Alarmes

Em aplicagles reais, alguns processos podem criar situagdes em que o sistema
fica bloqueado. Por exemplo, 0s processos SEND E RECEIVE S80 bloqueantes.
Para tratar alguns destes problemas, o programador possui a sua disposicao
alarmes gque permitem cancelar um processo, se ao fim de um dado periodo de

tempo este ndo tiver terminado.

O primeiro tipo de alarme € denominado por TRY.

try ::=“TRY” “(" id")” process.
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Ele garante a terminacdo de um processo, se ele ndo terminar ao fim de um

dado tempo (fornecido por umavariavel inteira).

-3/2-1/M

ouT

fig. 4.5.6 : TRY(N) P.

onde o0 neurdénio X tem sinapse de peso —-M e 0 neurénio Y tem sinapse de peso
-1 paraos neurénios A, B eC.

Alarmes de atrasos adiam a execucdo de um processo por um dado tempo.

delay ::= “DELAY” “ (" id*)" process.

—3/2-4IM

P ERO—POUT

fig. 4.5.7 : DELAY(N) P.

Alarmes ciclicos reiniciam ciclicamente a execucdo de um processo ao fim de
um dado intervalo de tempo. Podem ser usados para simular interrupgdes do

sistema para tratamento de processos urgentes.

cycle::=“CYCLE” “(” id")” process.

—3/2-3IM

fig. 4.5.8 : cYcLE(N) P.
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Cada alarme prefixado a um processo constréi um novo processo. Assim, é
possivel acoplar sequencialmente varios alarmes a um mesmo processo. Por
exemplo,

CYycLE (10000) TRY(50) I1F ok = 1 THEN SEND X INTO C;

significa que a cada 10000 instantes, o processo ira verificar se avariavel "ok’
tem o valor 1, para enviar o valor X pelo canal C. Se o valor ndo puder ser

enviado ao fim de 50 instantes, 0 processo € terminado.

4.6. Compilador de NETDEF

A partir do estudo desenvolvido e apresentado neste capitulo, foi realizado um
programa capaz de compilar a linguagem NETDEF com 0S processos descritos.
O proprio desenvolvimento do programa foi essencial para optimizacdo e

correccao de erros das redes apresentadas e para a estrutura final deste capitulo.

Inicialmente, 0 nicleo basico do programa foi programado em Turbo Pascal,
utilizando-se o construtor de graméticas YACC para a definicdo da linguagem.
Devido a sérias limitagcbes de memdria, dada a complexidade do compilador,
fez-se a migragdo para o ambiente de desenvolvimento gréfico Delphi da
Borland. Para aém de todo um ambiente mais adequado para a concretizacdo
dos nossos objectivos, foi ainda possivel construir um programa para
Windows, com um conjunto de componentes gréficas que facilitam a percepcéo
e 0 uso das potencialidades do compilador. Entre elas, existe um editor de texto
proprio especidizado na programagdo NETBEF, COM um conjunto de
ferramentas de diminuicdo de erros sintacticos e aumento consequente da
facilidade e rapidez na programacdo. Um sistema de depuracdo em tempo de
execucdo darede produzida, com as utilidades tipicas dos ambientes integrados
de programacdo. Para isto, foi necessario criar ferramentas gréficas capazes de
mostrar, na forma mais intuitiva possivel, a estrutura da rede produzida, os
neuronios individuais e as suas ligacOes pré e pos-sindpticas (bem como os
pesos respectivos). Também foi programado um sistema de simulagéo da rede,

para conferir o seu correcto funcionamento. Como consequéncia, durante a
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programacdo do compilador, foram aperfeicoadas e corrigidas as redes

descritoras dos varios processos da linguagem.

Para facilitar a consulta e aprendizagem da linguagem e da aplicacéo, foi
desenhado um ficheiro de apoio no sistema de ajuda do Windows, onde se
apresenta uma introdugdo ao problema, uma descri¢do pormenorizada da cada
funcdo e das suas redes respectivas, e ainda um glossario com todas as palavras
reservadas da linguagem, bem como exemplos de utilizagdo e a sua correcta

sintaxe.

Como exemplo da execucdo do compilador, vejamos o seguinte programa:

(* SIMULAGAO DA ENTRADA DE DO S VALORES | NTEI ROS DO AMBI ENTE E POSTERI OR
* SOVA DESSES VALORES PARA SER ENVI ADO PELO 1° CANAL DE SAi DA

*)
NETDEF sow(2,1) 1S

VAR 1, J, RES . |NTEGER;

SEQ
- - S| MULAGAO DA ENTRADA DOS VALORES
VAR 11, 12 : |NTEGER,

11 := 100;
12 = 123;
PAR
SEND 11 TO I N1;
SEND 12 TO I N2;
ENDPAR,;
PAR
RECEI VE | FROM | N1;
RECEI VE J FROM | N2;
ENDPAR,

RES := I + J;
SEND rRes TO QUT1; -- ENVIO DO VALOR PELO CANAL DE SAi DA

ENDSEQ
ENDDEF.

Este exemplo recebe dois valores do exterior (simulado agui por um processo
paralelo que introduz nos canais de entrada, os respectivos valores), calculando
a soma desses valores e enviando o resultado para o exterior. Ao compilar, o
programa informa que construiu uma rede neuronal com 82 neurénios e 159

sinapses, apresentando uma rede no seguinte formato:

98



MOIN(1+1) = siaw( )

MOOuT(1+1) = siamn( + 1,0 * SEQLOuUT(1) )

VARCMNO: | N1(1+1) = siew( + 1,0 * VARCM\O: IN1(1) + 1,0 * SEND1VAL(1) -
1,0 * RECVIWAT(1) )

VARCMNO: | NAFLG(1+1) = siaw(
- 1,0 * SENDLFLH(1)

VARCMNO: | N2(1+1) = siaw( +
1,0 * RECV2WAT(1) )

VARCM\O: | N2FLg(1+1) = staw( + 1,0 * MOIN(I) + 1,0 * VARCMO: | N2FLG( 1)
- 1,0 * SEND2FLG(1) + 1,0 * RECV2WAIT(1) )

VARCMNO: QUT1(1+1) = siaww( + 1,0 * VARCMNO: QUT1(1) + 1,0 * SEND3VAL(1)
)

+ 1,0 * MOIN(I) + 1,0 * VARCMO: | N1FLG( 1)
+ 1,0 * RECVIWAIT(1) )
1,0 * VARCWNO: I N2(1) + 1,0 * SEND2VAL(1) -

E apresentado, para cada neuronio, o conjunto das suas ligages sindpticas de

entrada e quai s 0S Pesos respectivos.

Para evitar a ssimulacdo de entradas do ambiente como no exemplo anterior,
foram incluidas no compilador de NETDEF duas ferramentas que facilitam essa
troca de informacéo entre a rede e o exterior. Os dados de entrada podem ser
guardados num arquivo de texto onde se informa qual o valor a ser enviado,
para que cana e em que momento do tempo isso deve acontecer. Quando uma
condi¢do é obtida, o simulador encarrega-se automaticamente de introduzir o
valor no cana respectivo simulando assim, o ambiente onde a rede estaria
inserida. Se este canal estiver ocupado, o simulador possui um sistema de filas
de espera onde sdo armazenados o0s valores enquanto ndo exigtir
disponibilidade para os inserir na rede. Existe igualmente a possibilidade de
guardar os valores produzidos pela rede nos seus canais de saida, em um outro

arquivo para posterior andlise numa ferramenta apropriada.

Este compilador mais o arquivo de guda, juntamente com um conjunto de
informagdo complementar, incluindo o artigo [Neto et al. 2001a], podem ser

encontrados na pagina www.di.fc.ul .pt/~jpn/netdef/netdef.htm.
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5.  Multiplicacdo e Aprendizagem

Tendo como base a estrutura desenvolvida no capitulo anterior, estudaremos
neste capitulo uma possivel forma de integrar nas redes-c a computacdo

simbdlica com os processos de aprendizagem.

Na década de 90 surgiram multiplas propostas de integracdo simbdlica e
sub-simbdlica, tanto do ponto de vista cognitivo e explicativo, como do ponto
de vista aplicacional. Cada tipo de computacdo tem os seus pontos fortes e
fracos. A computacdo simbdlica é indicada para processamento de aplicagdes
onde o nivel representacional é relevante, como por exemplo, em sistemas de
deducdo |6gica, ou no processamento de linguagem natural. A sub-simbdlica é
utilizada principalmente em processos de adaptacdo e aprendizagem. O
objectivo comum de propostas hibridas € obter sistemas que possam aproveitar

0 melhor de ambos os mundos, aumentando assim, a sua eficacia global.

Referiremos alguns trabalhos nesta &rea, bem como a comunidade cientifica
tem definido e agrupado os vérios pontos de vista desenvolvidos. Em seguida,
serd apresentado um novo modelo neuronal, generalizando o modelo das
redes-c de modo a incluir novas ferramentas, nomeadamente, processos de

aprendizagem. Diferentes modos de aprendizagem, como a aprendizagem
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Hebbiana e Competitiva, serdo tratados e implementados na arquitectura

neuronal existente.

5.1. Trabalhos Relacionados

Ao estudar o conjunto de trabalhos relacionados, observdmos que podemos
estabelecer a seguinte classificagdo tendo em conta como 0s sistemas s&o
organizados internamente, tanto no nivel da representacdo como no nivel de

processamento (cf. [Wilson e Hendler 93] e [Sun e Bookman 95]):

» A computacdo simbdlica é processada de forma especializada e local, por
redes apropriadas;

* A computagdo simbdlica € processada de forma distribuida pela rede
neuronal;

e Separacdo dos diferentes tipos de processamento (smbdlico e
sub-simbdlico) em médulos (que sera a perspectiva desenvolvida neste
capitulo) que interagem de forma mais ou menos homogénea;

» Usar redes neuronais como base para a arquitectura simbdlica e para as

operacOes sobre 0s simbol os representados.

Os traba hos que reflectem o primeiro ponto, representam conceitos individuais
em neurdnios individuais, e as relagbes sobre esses conceitos sd0 expressas
pelas conexdes e seus pesos respectivos. Existe assim, um isomorfismo entre o
sistema pretendido e a rede resultante, produzindo aplicagbes paraelas de
processamentos a partida sequenciais. No trabaho de Trent Lange (cf.
[Lange 95]), € definido um sistema neuronal onde é possivel representar
inferéncia por associacdo de varidveis e aplicacdo de regras. A associacdo é
realizada usando diversos padrdes de activagcdo que identificam unicamente o
conceito associado a varidvel. As regras sdo previamente construidas na

estrutura sindptica da rede, resultando numa espécie de rede semantica.

Dentro do mesmo espirito, Lacher e Nguyen, (cf. [Lacher e Nguyen 95]),

apresentam uma forma de combinar sistemas periciais com aprendizagem
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neuronal. Os autores desenham o sistema pericia na arquitectura neuronal para

ser capaz de aprender, melhorando a sua capacidade de classificagéo.

No trabalho de Alon, Dewdney e Ott (cf. [Alon et al. 91]) mostra-se umaforma
de smular a execucdo de automatos finitos através do uso de redes neuronais,
fazendo-as processar informagdo simbodlica codificada nas activagOes

produzidas pela execugdo da respectivarede.

Respeitante a0 segundo ponto, a representacdo distribuida de conceitos
simbdlicos tende a utilizar essa vantagem intrinseca do paradigma neuronal.
Esta abordagem é marcadamente conexionista. O seu principal objectivo é criar
sistemas neuronais capazes de representagdo simbolica e onde o0 seu
processamento possa ser executado através de algoritmos de aprendizagem (cf.
[Sharkey e Jackson 95] para uma andise de vérias teorias de representacdo
distribuida).

Tanto o trabaho de Pollack (cf. [Pollack 90]) como o de Miikkulainen
(cf. [Miikkulainen 95]) apresentam sistemas neuronais capazes de processar
sequéncias simbdlicas, divididas em clausulas apropriadas (por exemplo, as
vé&rias palavras de uma frase na lingua natura) guardando as suas
representagdes de forma dispersa e obtendo as propriedades tipicas desta
abordagem, como capacidade de generalizagdo ou degradagcdo suave da

memoria associativa.

Em [Browne 98], € mostrado como o processo légico da resolugdo pode ser
aproximado usando um sistema neurona que guarda as representacdes |6gicas
de forma distribuida. O sistema, como o proprio autor afirma, € ainda limitado,
mas indica uma direccdo para o tratamento de uma tarefa tipicamente simbdlica

num modelo neuronal .

Outra abordagem € encontrada em [Medler et al. 99] onde, em vez de extrair
informacdo de areas locais dentro da rede neuronal, o agoritmo procura
reconhecer padrées comuns por toda a estrutura da rede, recolhendo
conhecimento distribuido, indo assim, ao encontro da forma como os

algoritmos de aprendizagem procedem.
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A terceira abordagem baseiase no uso de modulos de processamento
independentes, onde diferentes tipos de computacdo possam ser executados.
Esses modulos podem ser sistemas simbolicos ou conexionistas, e é na sua
interligagdo e comunicagdo que reside principalmente o foco dos diversos
estudos. Entre os pontos principais, estdo os protocolos de comunicacéo (a
estrutura do fluxo de dados), o grau de acessibilidade e de controlo entre
maodulos e a definicdo da estrutura geral do sistema (hierarquico, heterarquico
ou andrquico™). O trabalho desenvolvido neste capitulo esta dentro do espirito

deste tipo de abordagem.

O sistema KBANN (cf. [Towell 91]) explora a capacidade de usar ab mesmo
tempo conhecimento tedrico traduzido em conjuntos de regras e conhecimento
empirico obtido a partir de um conjunto de acontecimentos aprendidos. Os dois
maodulos interagem um com O outro, construindo regras novas e apagando
outras consideradas obsoletas & medida que nova informagdo é recolhida. O
refinamento do conhecimento é efectuado do seguinte modo: o conhecimento
simbdlico prévio é traduzido para uma rede neuronal apropriada. Esta é
treinada usando a retropropagacd com os exemplos de treino disponiveis. A
rede final € ent&o novamente traduzida para um sistema de regras que traduzem
0 estado actual dessarede.

Um aperfeicoamento deste sistema, denominado INSS (cf. [Osbrio e Amy 99])
tenta retirar as limitages do sistema anterior, nomeadamente no que respeita
ao modelo neurona e ao algoritmo de aprendizagem, usando 0 método de
aprendizagem 'Cascade Correlation’ (cf. [Fahiman e Lebiere 90] como fonte
cientifica, ou [Haykin 99] para uma apresentagdo didactica do método). Uma

das maiores diferencas e vantagens para 0 sistema anterior € que o INSS é

' Um sistema hierarquico define uma arvore de responsabilidade e de controle que estabelece o
funcionamento interno dos componentes do sistema. Num sistema heterérquico, cada médulo
pode interagir com mddulos com determinadas fungdes, ndo existindo um conceito forte de
controle entre um modulo e outro, mas sim de cooperacdo e/ou prestagdo de servigos
apropriados. JA num sistema anarquico ndo existem quaisguer restri¢des de comunicagdo entre
0s varios elementos do sistema.
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capaz de aprender e construir regras de forma incremental, sem necessitar de

reaprender todo o conjunto de dados adquiridos no passado.

Em [Handelman et al. 90], é apresentado um sistema para controle de um
robot, onde s8o integrados sistemas de regras e redes neuronais. O sistema tem
vérias estruturas de controle. Uma primeira, de mais baixo nivel, denominada
reflexos inatos, € um sistema de regras pré-definido. Este sistema envia ao
nivel acima, uma rede neuronal, uma quantidade de amostras supervisionadas
para esta aprender. Depois da aprendizagem inicia, ambos os sistemas
interagem e colaboram no controle do sistema, existindo a possibilidade de
reaprendizagem quando surgem ateracbes no ambiente ou nas tarefas a

desempenhar.

Num sistema designado por SCRuFFy (cf. [Hendler e Dickens 91]), existe a
operacao e interacgdo de dois médulos distintos: um que realiza a execucéo de
um sistema pericia e outro que executa um agoritmo de retropropagacgao,
sendo o fluxo de informacdo regulado para que a rede neurona fornega

informagdo relevante ao sistema pericial.

Igualmente no trabalho de Wilson e Hendler (cf. [Wilson e Hendler 93]), €
apresentado um sistema de interface que permite estabel ecer uma comunicagéo
efectiva entre 0 modulo sub-simbdlico (onde é executado um algoritmo de
aprendizagem) e o médulo simbdlico que utiliza essa mesma informagdo. O
sistema torna transparente a defini¢do dos diversos modulos, deixando para o
sistema de controle do protocolo de comunicagdo, designado por supervisor, a

tarefa de traduzir o fluxo de informag&o no formato apropriado.

O sistema RAPTURE de Mahoney liga um sistema pericidl com uma
modificacdo da retropropagacdo. O algoritmo de aprendizagem é utilizado para

gjustar e refinar os pesos dos factores do sistemapericia (cf. [Mahoney 92]).

Em [Apolloni e Zoppis 99], os autores apresentam um sistema hibrido modul ar
(com mdédulos simbdlicos e outros sub-simbdlicos) para gerir um sistema de
ordenacdo efectuado somente por redes neuronais. Os pardmetros de ambos 0s

tipos de médulos sdo ajustados usando um algoritmo de retropropagacdo. O
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modulo simbélico tem como funcdo principal, manter um determinado

conhecimento prévio parafacilitar a aprendizagem e atarefa de ordenacéo.

Chen e Honavar, em [Chen e Honavar 99], apresentam um modelo neuronal
modular capaz de processar simbolos no contexto de uma determinada
gramética. E construido um analisador lexical (para filtrar palavras ndo
pertencentes a gramdtica em questdo), e todas as estruturas de dados

necessérios para a andlise sintactica de uma linguagem.

Na quarta abordagem, os conceitos simbdlicos sdo construidos a partir de
pequenas redes neuronais, procurando associar as vantagens da computacdo
simbdlica e da tolerancia a falhas. No trabalho de Ron Sun (cf. [Sun 95]), é
apresentada uma arquitectura de dois niveis. Um nivel € a rede de inferéncia
com 0s neurénios representando conceitos e as Sinapses regras entre esses
conceitos. O nivel inferior € uma réplica do primeiro, onde é utilizada uma
representacdo distribuida. A interaccdo destes dois niveis € usada para deduzir
informacdo a partir de fungdes de classificagdo baseadas numa mistura de
aplicacdes de regras (do nivel simbdlico) e de padrdes de similaridade (no nivel

sub-simbdlico).

Igualmente neste &mbito, em [Setiono 2000], sdo extraidas regras M-de-N de
redes neuronais ja treinadas com conjuntos de treino bipolares (-1 ou 1). Estas
regras, mais expressivas que as condicionais padréo, sdo do tipo:

SE (exactamente M dos N antecedentes forem verdadeiros)

ENTAO ...
SENAO ...

Noutro trabalho relacionado (cf. [ Tsukinoto 2000]), € apresentado um método
de decomposicdo de qualquer rede neurona que respeite a seguinte restricdo: a
sua fungdo de activagcdo na camada de saida deve ser monétona (como a fungéo
sigmoida ou a fun¢éo o). Deste modo, 0 sistema apresentado pode ser usado
mesmo em redes de multiplas camadas ou redes recorrentes e ndo depende do
algoritmo de aprendizagem utilizado. Esta decomposicéo devolve um conjunto

de regras de deciséo.
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No trabalho de Frasconi, Gori e Sperduti (cf. [Frasconi et al. 98]) é apresentado
um sistema de aprendizagem neuronal capaz de incorporar caracteristicas
simbdlicas representadas entre os véarios €l ementos de entrada, ou sgja, capturar
e utilizar informagdo previamente conhecida do problema, tendo sido esta

codificada em estruturas simbdlicas como grafos ou sequéncias.

Em [Tan 97], o autor mostra um sistema de aprendizagem denominado por
“Cascade ARTMAP’, onde integra computagdo neuronal com sistema de
regras de classificagéo difusas. O sistema é capaz de guardar informagao prévia
através do seu sistema de regras para maximizar a qualidade da classificagcdo
final, mas também tem a capacidade de aprender e alterar (corrigir) o seu
sistema de regras através de um algoritmo de aprendizagem especifico. Ainda
relacionado com a questdo da ldgica difusa, em [Li e Chen 2000], é
demonstrada a equivaléncia computaciona entre este tipo de légica e as redes
neuronais aciclicas com fungdo de activagdo ndo linear. Esta equivaléncia
significa que é possivel aproximar arbitrariamente o comportamento de um

sistema por outro.

Outra possibilidade é a extraccdo de conhecimento simbdélico a partir da
estrutura neuronal final, depois de estabilizado o processo de aprendizagem.
Duas formas de producdo de conhecimento simbdlico sdo regras de
classificacdo (cf. [Setiono e Liu 96], [Alexander e Mozer 99], [Taha e
Gosh 99], [Li 98], [Sun 99]), ou autdmatos finitos (cf. [Giles et al. 92], [Omlin
e Giles 96b]). Uma lista de sistemas de produc&o de regras a partir de diversas
estruturas neuronais pode ser encontrado em [Mitra e Hayashi 2000]. Estudos
mais formais sobre a integragdo simbdlica e sub-simbdlica séo menos comuns,
e acreditamos que nesta area existe um grande potencia de desenvolvimento de
trabal ho cientifico (cf. [Lopin 99], [Zhang 99]).

Redes de Ordem Superior

O modelo que vai ser apresentado € um modelo neurona de ordem superior.
Estas redes possuem neurénios com fungbes de transferéncia de ordem

superior, ou sgja, 0S neurénios podem multiplicar os vaores que recebem
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através das suas sinapses de entrada. Este tipo de redes pode ser encontrado na
literatura cientifica, onde a maior parte do trabaho redizado foca as
capacidades computacionais superiores deste tipo de rede, em comparagdo com

as redes de ordem simples.

Pollack, em [Pollack 87] construiu um modelo neuronal de ordem superior
finito com propriedades universais. Em [Sun et al. 94] é considerado um
sistema neuronal de ordem dois com o poder das méquinas de Turing.
[Goudreau et al. 94] trabalham com redes neuronais com a funcéo degrau como
funcdo de activagdo. Eles mostram que redes de ordem dois com uma camada
s80 estritamente mais poderosas que redes de ordem um com igualmente uma
camada. Uma aplicacdo para aprendizagem de autdmatos finitos usando redes
de ordem dois é descrita em [Giles et al. 92] e [Omlin e Giles 96a]. Um
trabalho posterior (cf. [Omlin et al. 98]) mostra a capacidade de redes deste
tipo para representar automatos finitos difusos, ou sgja, sistemas onde podem
coexistir diversos estados activos num dado instante, sendo cada um ocupado
num determinado grau. Outro trabalho que utiliza redes de segundo grau para
codificacdo de autébmatos finitos por ser lido em [Carrasco et al. 2000]. Aindaa
respeito de autdmatos, em [Tifio e Sadja 95], é também apresentado uma rede
de segunda ordem capaz de aprender autdbmatos de Mealy (autdmatos finitos
com uma fungdo de output, desempenhado tarefas de traducdo de palavras de

uma linguagem em palavras de outra) a partir de um conjunto de amostras.

Em [Santos e Zuben 99], é apresentado um algoritmo de gradiente descendente
adaptado a topologias de segunda ordem. Outro modelo, destinado a tarefas de
controle com redes de ordem dois, denominado redes NARX, pode ser
encontrado em [Siegelmann et al. 97] eem [Lin et al. 98].

5.2. NETDEF+

O objectivo em introduzir este novo modelo neurona (uma extensdo das

redes-g apresentadas anteriormente), é permitir a integracéo da aprendizagem
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nas ferramentas computacionais introduzidas no capitulo anterior. Para isso, 0

novo model o deve ser criado para preservar a

« Simplicidade — Deve permanecer 0 mais proximo do modelo da rede
neuronal original e a0 mesmo tempo ser compativel com as redes
compiladas pelo compilador de NETDEF.

» Expressividade — Deve ser capaz de representar e computar um variado
leque de ferramentas e mecanismos tipi cos da computacdo sub-simbdlica.

* Modularidade — O aspecto modular, caracteristico das redes até agora

apresentadas, deve permanecer inaterado.

Para satisfazer estes requisitos, foi decidido estender o modelo com a
possibilidade de existéncia de conexdes neuro-sinapticas. Apesar de ndo existir
nesta dissertagdo uma preocupacao com a plausibilidade biol6gica, a existéncia
de complexas &rvores dendriticas nos cérebros animais é reconhecida (cf.
[Sheperd 94] para maiores detalhes e [Neto et al. 97a] para uma demonstracéo
do poder computaciona deste tipo de estruturas). Neste modelo, a sua
utilizacdo central serd a de transportar valores de activagdo neuronal para

modificacdo de pesos sinapticos especificos.

A semantica desta nova ligag&o neuro-sindptica € descrita como a multiplicagdo
dos dois valores de entrada, nomeadamente, do valor de activacdo do neurénio
de entrada e do valor actual da conexdo sindptica. Na equagéo dindmica isso é
descrito por um sistema dinamico de ordem superior, nomeadamente, de ordem
dois. Considerando a definicdo de rede-c em 2.2.13 apresentamos 0 novo

modelo neuronal.

Definicdo 5.2.1: Umarede-o* é uma rede neurona recorrente R = <X,U,Y>,
onde a computacao realizada por cada neurdnio (i.e., a composicdo da funcdo
de transferéncia e da funcdo de activacdo neurona) é dada pela seguinte
exXpressao:

Xj(t+1) = o( B(Xa(t), ..., Xn(), Ua(t), ..., um(t) ) ) (25)
onde P,(.) € um polindbmio de coeficientes racionais e afungdo o € descrita pela

funcéo (4) apresentada na secgéo 2.2. <
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A figura seguinte mostra uma conex&o neuro-singptica ligando o neurénio x a

sinapse que conecta 0s neuréniosy e z.

fig. 5.2.2 : Notag&o gréfica de umaligagdo neuro-sinaptica.

A dinadmica do neurénio z é dada pela seguinte equacéo de ordem dois:

2(t+1) =o(B(x(®), ¥(V)))
= o( 2ax(t).y(t) - a(x(t) + y(t)) + 0.5a+ 0.5) (26)

A fungdo B(x, y) € obtida a partir do seguinte raciocinio: Pretende-se
multiplicar as duas entradas (no exemplo descrito pela figura anterior, os
valores de x e y) da conexdo. Esses valores, porém, estdo codificados (dentro
do intervalo [0,1]) como reais no intervalo [-a, a]. E necessario descodificar os
valores, multiplicé-los e codificar novamente o resultado obtido (dado que ndo
se obtém o resultado desgjado ao multiplicar directamente os resultados

codificados, como aconteceu para a soma e subtraccéo nafigura4.3.5).

A maior complexidade inerente a este model o ser& compensada, ndo em termos
de poder computaciona — o modelo anterior ja é computaci onalmente completo
— mas na facilidade com que certas funcdes especificas e Utels no contexto da

aprendizagem podem ser implementadas.

Multiplicacdo

O modulo da multiplicacdo binéria é dado pela seguinte rede.

RES

|N—>O O—» out

fig. 5.2.3 : Multiplicacéo.
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A terceira camada da rede é necessaria devido ao seguinte facto: quando esta
inactiva, a rede recebe 0 valor zero pelos canais de dados x e y. Aplicando a
funcdo [ aos valores obtém-se um grande valor de activacdo que tem de ser
eliminado para ndo sair pelo canal de resultado e interferir com os subsequentes

modul os.

5.3. EstruturasDinamicas

Uma rede baseada no modelo das redes-c™ permite modificar em tempo de
execucdo alguns dos seus pesos sinapticos. Isto significa que a arquitectura
neuronal pode ser auto-modificavel, o que admite a possibilidade de adaptacdo
e até a construgdo de algoritmos de aprendizagem como veremos nas secgles
seguintes. O caso mais simples refere-se a alteracdo directa de valor de uma
determinada ligac8o singptica. O processo LINK(neurénio, valor sinaptico,

neurénio) descrito na figura seguinte mostra como se efectua 0 mecanismo de

PO P out

A

fig. 5.3.1 : Esguema darede do processo LINK (X, W, Y).

mudanca.

O vaor da sinapse é guardado por um neurénio especifico que é conectado a
sinapse dos dois neurénios em questdo por uma sinapse neuro-sindptica,
efectuando assim a desgjada multiplicacéo. Antes de inserir o novo valor, 0
modulo atrasa a atribuicdo para poder apagar o valor anterior. Quando o
modulo indica o fim do seu processamento, 0 novo valor da sinapse ja esta
guardado na memdria do neurénio especifico. Por exemplo, se entre os
neurénios x ey, for executado o0 processo LINK(X,0,y), significa que a ligacdo
entre os dois é anulada, implicando para todos os efeitos, a eliminacdo da

sinapse. No entanto, e€la pode ser reactivada executando um processo
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LINK(X,w,y), com wz0. Anulando todas as sinapses de um determinado

neurdnio, implica na sua separacéo do resto da rede.

E esta versatilidade que permite o mecanismo dindmico de ateracdio da rede
por ela propria. Veremos em seguida como isso pode ser aplicado paraintegrar

na arquitectura algoritmos de aprendizagem.

5.4. Funcdesde Aprendizagem

Um sistema capaz de se alterar através de estimulos externos pode ser, em
principio, capaz de aprender. Um agoritmo de aprendizagem especifica, de
uma forma estruturada, como essa ateragdo deve ocorrer. No contexto deste
modelo, 0 acto de aprendizagem ser& representado pelo resultado da execucéo
de um algoritmo codificado na rede, que permite alterar alguns dos seus pesos
sindpticos para adequar-se aos dados recebidos. A partida, isto é possivel
usando o mecanismo neuro-sinaptico do novo modelo neuronal. Conhecendo o
conjunto de processos do NETDEF, como se podera construir uma extensdo da
linguagem (a ser chamada NETDEF+) capaz de descrever agoritmos de

aprendizagem? (cf. [Neto et al. 2000] para um artigo sobre estas questfes).

Operadores de Aprendizagem

Antes de entrar nos pormenores internos de funcionamento, descreveremos
qual serd a interface que o programador obtém para utilizar este tipo de
ferramenta. Para a linguagem NETDEF+, um modulo de aprendizagem é uma
funcdo especia. Esta funcdo de aprendizagem necessita de uma fase de
aprendizagem. Para aém disso, podem ainda ter alguns operadores adicionais.

A lista completa é apresentada nos seguintes pontos:
» Definicdo — atopologia da rede depende do tipo de algoritmo pretendido.
* Inicializac8o — as ligagdes da rede sdo iniciaizadas.
» Aprendizagem — arede adapta-se a informacao fornecida pelo programa.

» Consulta— arede devolve aresposta de uma amostra ndo classificada.
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Estruturalnterna

Um maodulo de aprendizagem é constituido por duas partes interdependentes, a
rede de controle e a rede de aprendizagem. A rede de controle tem como
objectivo controlar e regular o processo de aprendizagem quando este é
iniciado. Uma parte seréa definida pela prépria linguagem NETDEF. E ela que
recebe o pedido do exterior e a informacdo associada, adaptando a rede de
aprendizagem de forma adequada. A rede de aprendizagem é definida pela
topologia tipica para o algoritmo de aprendizagem em questéo (por camadas,
num esquema bidimensional). E ela que conserva o conhecimento produzido

pela adaptaco.

pedido + informagiom——>  Controle resposta

Aprendizagem

fig. 5.4.1 : Esquemade um modulo de aprendizagem.

S0 estas as duas partes que constituem o médulo de aprendizagem. Elas séo

construidas usando 0 mesmo tipo de modelo de rede neuronal (0 modelo

rede-o™), sendo, assim, uma construgao neuronal homogénea.

E esta integragio da computagio simbdlica (através das redes produzidas pelo
compilador de NETDEF) com a computacdo sub-simbdlica (com a integracéo e
uso dos algoritmos de aprendizagem das secgOes seguintes) que serve de

motivagdo central para este capitulo.

O aspecto modular do sistema ndo se altera. Isso permite mdltiplos usos do
sistema, como a aprendizagem separada de problemas ndo relacionados, a
utilizacdo de modulos de controle para suporte de tarefas sub-ssmbdlicas; a
divisdo de tarefas ndo interdependentes em médulos paralelos, obtendo assim,

um maior controle sobre a complexidade do problema.
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dados Método
1
licgo 1
: A d.
Filtro prend. €—— Decisio <:| dados
I nstrutor
J L iﬁ I
Aprend. acgdo ﬁ MHZOdO
resultado
@ (0 (d)

fig. 5.4.2 : Alguns exemplos de integracdo de modulos de controle e aprendizagem:
(a) Filtro de dados antes da aprendizagem. (b) Sistema de decisdo suportado por computacéo
sub-simbdlica. (c) Aprendizagem por Reforco. (d) Seleccdo de um método de aprendizagem.

Vectores de Aprendizagem (L-Arrays)

A transferéncias de dados entre as diversas camadas de uma rede de
aprendizagem é definida por estruturas vectoriais. Para evitar usar as pesadas
estruturas vectorials do NETDEF, sd0 definidas outras mais especificas
denominadas por vectores de aprendizagem. Um vector de aprendizagem (ou
L-Array) consiste simplesmente numa sequéncia de neuronios capazes de

guardar vaoresreais. Graficamente,

fig. 5.4.3 : vector de aprendizagem A.

A diferenca para 0s vectores do NETDEF, € que ndo € possivel aceder
dinamicamente a uma determinada posicdo do vector. Cada atribuicdo ou
acesso € esté@tico. 1sso simplifica a estrutura de consulta e escrita, reduzindo-as
a simples atribuicbes de varidveis (nesse sentido, um L-Array € apenas um
conjunto de variaveis reais). Usaremos somente a expressao vector quando o
vector do NETDEF ndo estiver em questdo. Um vector de aprendizagem

constante é definido usando a seguinte sintaxe:
I-const ::= “[" number { “,” number }*]".

Por exemplo, a expressdo [2.3, 4.0, 0.1] define um vector de trés elementos
com os vaores constantes dados pelos elementos da lista na expressdo. Dois

vectores podem ser usados numa atribui¢ao.
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e :

fig. 5.4.4 : rede da expressdo B := A, onde A e B sdo vectores de aprendizagem.

G

Se na atribui¢do, os vectores possuirem dimensdo diferente, dois casos podem
acontecer: (a) o vector a copiar € maior, e nesse caso 0S vVal ores em excesso ndo
sS40 copiados, e (b) o vector a ser copiado é maior, e nesse caso, 0s valores em

excesso ficam a zero.

Um vector pode ser iniciado num vaor aeatério em ]0X[, utilizando a
expressdo A := RANDR(N,X). Para a producéo de nimeros aleatorios, usando 0s
canais de dados especiais denominados GUESSB e GUESSR, ler secgdo 5.9. A

rede respectiva é dada por:

X1 A@l -1
LN—»O _1\

fig. 5.4.5 : rede da expressdo A := RANDR(N,X).

A utilizac8o destes vectores é realizada, como foi dito acima, de forma estética.
N& € possivel usar varidvels para aceder a uma posicdo do vector

dinamicamente. Isto reflecte-se na sintaxe, por exemplo, a 3% posicéo do vector
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A é dada por A_3 e ndo por A[3]. Por exemplo, para um determinado vector A

receber os dados dos canais de entrada IN; aIN3, escreve-se assim:

PAR
RECEIVE A 1 FROM I N1;
RECEI VE A 2 FROM | N2;
RECEI VE A 3 FROM | N3;

ENDPAR

Sintaxe Geral das Funcgdes de Aprendizagem

O primeiro passo para a construcao de uma fungdo de aprendizagem, é definir a
Sua estrutura interna e descrever quais 0s processos simbdlicos que operardo

sobre ela. Em termos sintacticos, teremos uma descricdo deste tipo:

LFUNC F IS
X_SIZE : = N,
Y_SIZE := M
ETA : = 0. 1;

W RULE : = W+ ETA*Y*D;
INT

P1;
FI NAL

P2;
ENDLFUNC;

A definicdo consiste em 3 partes distintas. A primeira parte descreve a estrutura
da rede de aprendizagem (para redes ndo-recorrentes de uma camada): o
nimero de neurdnios da camada de entrada (x_SIZE) e da camada de saida
(Y_SIzE); e ainda um conjunto de variaveis necessdrias a0 processo mais a
descricdo da regra de actualizagéo (W_RULE e B_RULE, respectivamente para a
actualizacao dos pesos sindpticos e dos pendores). A segunda parte diz respeito
ao processo P1 que é executado cada vez que uma amostra entra para ser
aprendida. Finalmente, o processo final P2 é executado no fim da actualizacdo

darede para cada amostra.

Quando a descricdo é compilada, é automaticamente definido um conjunto

extra de estruturas necessarias para a correcta execucao do agoritmo. Elas sdo:

e« X e Y — vectores que guardam os dados de entrada e saida,
respectivamente.

« W — vector que guarda os pesos sinapticos da rede. Ou sgja, é em W que
0 conhecimento produzido é armazenado.
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» D - vector que guarda os valores desgjados de cada amostra. Esta
estrutura serve nos casos de aprendizagem supervisionada. Possui a
mesma dimensio do vector Y.

» B —vector que guarda os pendores de cada saidade Y.

« T —inteiro que guarda o nimero de vezes que arede foi aterada desde a
dltimainicializacéo.

e AVG - red que guarda a média das mudancas dos pesos sinapticos de W
na ultima actualizagéo.

A dindmica de uma rede de aprendizagem € descrita pela seguinte figura:

M’O O—» ouT
v t

Iniciaizacéo Finalizacéo
CéculodeY ——> CélculodeW eB ——> Célculode T e AVG

fig. 5.4.6 : Estrutura geral dos diferentes médulos de uma rede de aprendizagem.

Estas fungdes definem estruturas de manipulacéo e gestdo da informagdo
produzida pelas redes de aprendizagem. Sobre elas podem ser aplicadas leis de
aprendizagem. Neste capitulo, estudaremos a integracdo da Lel de Hebb e da
aprendizagem competitiva. Para distinguir entre estas duas arquitecturas
neuronais (rede por camadas para aprendizagem Hebbiana, ou uma rede de
neuronios para aprendizagem competitiva) introduzimos uma palavra chave no
inicio da defini¢éo das fungdes de aprendizagem.

LFUNC F IS LAYERED

ENDLFUNG;
para aprendizagem Hebbiana, e

LFUNC F IS COWPETI Tl VE

ENDLFUNG;

para aprendizagem Competitiva

Esta sintaxe permite esconder do programador a complexidade intrinseca da
arquitectura neurona que executa 0 processo de aprendizagem. Veremos em

seguida a estrutura destas redes.
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Processos de I nicializagdo, Aprendizagem e Classificagao

O mecanismo de acesso e utilizagdo destas fungbes de aprendizagem funciona
da seguinte forma: Primeiro a rede € inicializada para em seguida aprender,

para depois poder ser consultada.

O processo de inicializagdo passa por atribuir valores iniciais aos pesos
sindpticos e aos pendores da rede de aprendizagem. Por exemplo, para
inicializar o vector W (com N pesos sinépticos) com valores a eatérios entre O
e 0.1, pode ser utilizado o seguinte codigo,

F_W:= RANDR(N, 0. 1)
Se pretender inicializar com valores zero, pode-se usar a mesma funcéo, desta
forma:

F_W: = RANDR(N, 0)

Para os pendores (ou sgja, para o vector B), 0 processo seriaidéntico.

Para aprender, carregam-se as estruturas especificas (os vectores X e D se for
supervisionada) com a informagdo apropriada e executa-se a funcdo no modo

de aprendizagem que € designado pelo comando LEARN. Por exempl o,

LOCK CALLF;
PAR
F X:
FD:
ENDPAR;
LEARN F;
ENDL OCK;

[1.0, 0.0, 0.0];
[1.0];

Ou sgja, arede va aprender o padréo [1,0,0] para obter o resultado [1]. Como a
rede vai aprender esse padrdo, depende exclusivamente do agoritmo de
aprendizagem escolhido. E utilizada uma fechadura (vide. secgdo 4.5), para

evitar problemas de acesso e rescrita sobre os vectores dafuncéo.

Por exemplo, para representar um algoritmo de aprendizagem iterativo, em que
seria repetida a aprendizagem das amostras até obter um determinado critério,

poder-se-ia usar um codigo como o seguinte:
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REPEAT
LOCK CALLF;
PAR
F X :
F D:
ENDPAR;
LEARN F;
ENDLOCK;
UNTIL critério;

pr 6xi ma anostr a;
cl asse de X;

O critério pode utilizar as estruturas AVG e T disponibilizadas pela rede, para
facilitar a sua construcdo. Como exemplo, para um dado conjunto de N
amostras, 0 processo continua até que se atinja uma convergéncia média na
alteracdo dos pesos singpticos, ou que um nuimero maximo de P passos sga
atingido (ou sga, tenha havido N*P chamadas do processo de aprendizagem
LEARN):

REPEAT

-- processo a iterar

UNTIL ( F_T >= N'P)
R ( F_AVG < maxConvergéncia );

Para classificar, é utilizado o comando designado por CLASSIFY, usando O

seguinte esquema:

LOCK CALLF;
FXx:=1]1.0, 0.0, 0.0];
CLASSI FY F;
resultado : = F_y;
ENDLOCK;

Como o resultado da rede (em relagdo a entrada X) é guardada no vector Y,
uma simples atribuicdo para um outro vector permite guardar esse resultado de

forma persistente.

Antes de entrar nos pormenores das redes de aprendizagem, uma nota
esclarecedora. As redes-c” ndo aprendem os conceitos da forma que os
algoritmos de aprendizagem comuns o fazem, ou sgja, por ateracdo sinptica.
Neste caso, a aprendizagem é codificada nas activagdes dos neurénios que
realizam as conexdes neuro-sinapticas, caracteristica essencia do modelo.
Estas activagdes podem ser mais ou menos douradoras, consoante a

necessidade, mas é através deles que o conhecimento aprendido é conservado.
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55. Redesdeumacamada

Um determinado conjunto de regras de aprendizagem utiliza a topologia das
redes por camadas. Apresentaremos nesta Sec¢ao, a estrutura geral utilizada por

algoritmos, como o de Hebb ou de Widrow-Hoff.

Aprendizagem

Comegaremos por mostrar a estrutura neuronal inicia, ou sgja, aquela que
recebe um sinal do exterior para iniciar a sua execugdo. Nesta rede de uma
camada, existem N entradas e K saidas. Logo, adimensdo do vector X éde N, a

dimensdo dos vectores Y e B éde K, e adimensdo do vector W é de NK.

F 3 - 6

fig. 5.5.1 : Entrada do pedido de aprendizagem nafuncgéo F.

Para dém de executar o mddulo de iniciadizacdo, no qual poderdo ser
executadas vérias manipulagbes, tanto das variaveis internas como das
chamadas a outros processos externos relacionados, a rede apaga a activagéo
dos neurdnios resultado de modo que quando os novos resultados forem
calculados, estes possam ser guardados sem problemas. A partir dai, dados os
valores de entrada X, os pesos sinapticos W, e os pendores B ja estdo
disponiveis (o programador teve de ter preocupacdo antes de activar a
funcdo para aprender) a rede de controle pode executar a rede de camadas,

obtendo o valor do vector deresultado Y.
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fig. 5.5.2 : Calculo do vector Y apartir dainformacdo de entrada (X) e
do conhecimento adquirido previamente (W e B).

Os neurénios que recebem a soma ponderada das entradas pelos valores de W,
mais a soma dos pendores respectivos, tém um pendor para compensar um
excesso de valor referente ao processo de codificagdo. Denominado por C na
figura, este valor tem de diminuir o somatério de N+1 parcelas (as N entradas
mais o pendor), i.e., como uma soma binaria de valores codificados acrescenta

0.5, N+1 parcelas acrescentam 0.5*N. Assim, o valor de C éigual a—N/2.

Em relagdo ao nimero de neurdnios utilizados por estas duas primeiras fases,
temos para a 1° fase, somente dois neurénios (excluindo arede dainicializacéo,
cuja dimensdo depende da complexidade da computacdo exigida do madulo),
enquanto a 2° fase necessita de N+2K+3 neuronios. Isto representa um total de
N+2K+5 neurdnios necessarios antes da actualizacdo dos pesos e pendores, ou
sgja, da aprendizagem propriamente dita. Uma vez calculado Y, € necessario
actualizar os pesos sinapticos W e os pendores B, computando a férmula
existente na defini¢do da fun¢io de aprendizagem. E executada, em paraelo,
uma rede expressao que calcula o valor dessa formula para cada insténcia dos

pesos e dos pendores.

E esta a parte do processo de aprendizagem que consome mais recursos. No
entanto, o interesse da vantagem compensa esse problema: a velocidade de

execucao € independente da dimensdo do problemal

120



O proximo passo, como ja foi dito, é a actualizagdo do conhecimento da rede
de aprendizagem. As redes seguintes mostram 0s esquemas padrédo para

alteracdo de um peso e de um pendor arbitrarios.

Lo

ouT

-15

RES

fig. 5.5.3 : Céalculo damudancga do peso sinaptico Wji e
actualizag&o da respectiva posi¢do de memoria.

Xi y] b] d] a

2222

ouT

fig. 5.5.4 : Célculo da mudanca do pendor Bj e
actualizagdo da respectiva posi¢cdo de memoria.
A dimensdo destas duas redes (excluindo a parte dos médulos de calculo das

diferencas que depende do algoritmo) € de 4(K+NK) neurdnios.

Uma vez actualizados 0s pesos e 0s pendores, € necessario alterar os valores
das variaveis internas, para manter a coeréncia da estrutura neuronal da fungéo
de aprendizagem. Este conjunto de varidveis & T que representa 0 nUmero de
amostras aprendidas pela rede desde a Ultima inicidizacdo e AVG que
representa a média das alteracbes dos pesos sinapticos da Ultima amostra

aprendida.
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NG UING

fig. 5.5.5: Célculo davariavel interna T (nimero de aprendizagens
executadas desde a Ultimainicializagéo).
Assm, para actudizar a varidvel T, basta incrementar uma unidade & sua
activagdo. A codificacdo utilizada neste caso, € a dos inteiros. 1sso justifica o
uso do peso sinaptico /M como apresentado no sucessor da figura 4.3.5(d). De
notar, que o neuronio de ligagcdo da figura anterior e também da préxima,
basta vir de s6 uma das redes de actualizacdo de pesos, pois a expressao para o
calculo dos pesos é a mesma para cada neurdnio, significando isso, que todos
esses modulos terminam a sua execugdo ho mesmo instante (logo ndo €

necessario nenhum processo de sincronizagdo de resultados).

fig. 5.5.6 : Célculo davaridvel interna AVG
(média das alteragdes sinapticas ocorridas).

A formade calcular arede paraa média é dada pela seguinte expressao:

ar([ X X ar (W) ]/ (NK)) = ... =
n

k

2. 2 (Win/ (NK))
n k

O nuimero de neurdnios destas duas redes é de somente quatro neurénios (dois
dos quais para guardar as actividades de T e AVG), dado que as ligacdes aos

N.K resultados podem ser realizados directamente dos canais de resultado das
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suas redes respectivas. Finalmente, a rede que executa 0 processo de

encerramento da aprendizagem de uma dada amostra.

IN ouT
—»  FINAL AO—b ouT

fig. 5.5.7 : Rede de finalizagdo e envio de sinal para o cana de sincronizagdo de saida.

Somando os neurénios de todas as redes apresentadas, ndo contando com os
neuronios dos médulos, obtemos um total de 5NK + 9K + 2N + 8, dos quais
NK + N + 3K + 2 s80 0s neurdnios que representam os vectores X, Y, W, D e
B easvariaveis T e AVG dafuncdo de aprendizagem. Ou sgja, a complexidade
em termos dos neurdnios necessarios pertence ao conjunto O(NK), enquanto a

complexidade temporal do processo de aprendizagem é constante.

Classificagéo

A estrutura do processo de classificacdo € mais simples. A Unica tarefa
necess&ria passa por processar 0 vector dado X, e guardar o resultado da

aplicacdo matricial de W em X, no vector Y.

9
&l

P ouT

fig. 5.5.8 : Classificagdo dainformagdo de entrada X.
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Para isso, é possivel usar a estrutura apresentada na parte da aprendizagem,
tendo de incluir somente um novo conjunto de neurdnios que gerem o0 processo

de sincronizac&o datarefa da classificagéo.

5.6. Lei deHebb

Em 1949, Donald Hebb apresentou a seguinte descricdo do que seria um

modelo explicativo para 0 comportamento, ao nivel singptico:

“When an axon of cell A is near enough to excite cell B and
repeatedly or persistently takes part in firing it, some growth
process or metabolic change takes place in one or both cells
such that A's efficiency, as one of the cells firing B, is
increased.” [Hebb 49], pagina 50.

Esta afirmacéo, ndo sendo um modelo matemético, foi suficiente explicita para
a comunidade cientifica construir modelos de aprendizagem baseados nela. A
aprendizagem baseada na ideia de Hebb diz-nos que na sinapse wji, que conecta
aentrada u; a0 neuronio x;, avariagao sinaptica € dada pela seguinte expressao:
Awjy =N U Y (27)
sendo n uma constante de aprendizagem entre ]0,1], necessaria ao processo de

estabilizacdo do sistema, com vista a convergéncia dos pesos finais.

Esta regra tem um problema, que também surge na formulagdo inicia dalei,
gue é de sempre fortalecer a ligacdo sindptica, ndo havendo uma forma de
diminuicdo do respectivo peso. Uma outra variante da lei, focando neste ponto,
assume papeis assimétricos aos papeis da entrada e da saida. Ela € designada
por lei de Oja(cf. [Oja82]), e € descrita pela seguinte expressao:

AWy =1 (Y=Y Wiy,) (28)
Estalel também pode ser aplicada em casos ndo-supervisionados, considerando

0y; como aresposta linear do neurénio x; aamostradada, i.e.,

N
Yi= Z Wjui Ui
i=1

Usamos na seguinte codificagdo aregra de Oja.
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LFUNC F IS LAYERED

X_SIZE : = N,
Y SIZE:= M

ETA = 0.1;

WRUE := W+ ETA* (X*D - D*D'W;
B RUWLE := B+ ETA* (D—- D*'D'B);
ENDLFUNC;

para aprendizagem supervisionada (i.e., quando é fornecido previamente o

vector D das respostas desejadas), €

LFUNC F IS LAYERED

X_SIZE : = N
Y_SIZE = M
ETA = 0.1;
WRUE := W+ ETA* (X*Y — Y*Y*W;
B RUE:= B+ ETA* (Y- Y'Y*B);
ENDLFUNC;

para aprendizagem ndo supervisionada (i.e., quando ndo se sabe o0 vector D das

respostas desejadas).

A estrutura (simplificada agui por motivos de legibilidade) do modulo que
cacula a diferenca do peso singptico para 0 caso supervisionado, € dada na
figura5.6.1.

ouT

fig. 5.6.1 : Rede para célculo do AW;; na aprendizagem Hebbiana supervisionada.

A rede que efectua o calculo do delta para a regra ndo supervisionada, tem
estrutura semelhante, mas em vez de receber o resultado desgjado D;, recebe o

resultado Y; efectivamente obtido pelarede.
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Para a obtencdo da variacdo do pendor, a rede € ligeiramente mais simples,

dado ndo ser necessario recorrer a nenhum elemento do vector X.

ouT

fig. 5.6.2 : Rede para célculo do AB; na aprendizagem Hebbiana supervisionada.

Em termos de neurdnios, cada calculo de um peso sinaptico (e também para os
pendores) requer 8 neurdnios (neste caso da rede optimizada, que pode ser
definido como padrdo pelo processo de compilacdo, para redes utilizando esta
aprendizagem Hebbiana). Ja o tempo de execugado requer um atraso de somente

duas unidades de tempo.

57. Le deWidrow-Hoff

O modelo proposto inicialmente por Bernard Widrow e Marcian Hoff (cf.
[Widrow e Hoff 60]), e denominado por ADALINE, é basicamente uma
variante do modelo de perceptréo, que procura solucionar alguns dos problemas
deste Ultimo. A funcdo de saida do neurdénio é simplesmente a aplicacdo linear

das suas entradas,

M
y=> wyli—c (29)
i=1

A regratende aminimizar o erro E entre adiferencade y (o valor computado) e
d (o valor desgjado), i.e., E(y,d) = (y —d)%.
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A variacao sindptica do peso w; € dada pela expressao:

Awy =1 (d=y) U (30)

onde y é a saida actual do neurénio, dado pela resposta linear do vector de
entrada com 0s pesos respectivos menos o pendor, aplicando a funcéo de

activagdo @y dada pelafungédo (2) descrita na secgdo 2.2,

y=%(§wuiui—C) (31)
i=1
Por isso, esta lei também € conhecida por lei LMS Este tipo de lel de
aprendizagem é designada por lel de descida do gradiente, na medida que cada
correccdo efectuada pela rede (procurando melhorar o seu desempenho) €
realizada através de uma descida ao longo do gradiente da superficie definida
pela funcéo de erro. A influéncia, por menor que sgja adiferencaentrey ed, é
levada em conta (dado que a funcdo degrau néo é aplicada, ndo se perdendo

uma possivel informagdo relevante).

A caracteristica desta lei de aprendizagem é a convergéncia para 0 minimo da
funcdo erro. No entanto, ndo € garantida a separagdo de todas as classes

linearmente separaveis.

A regra de aprendizagem de Widrow-Hoff é cal culada pel a seguinte descri¢éo:

LFUNC F | S LAYERED

X_SIZE : = N;

Y_SIZE := M

ETA = 0.1;

WRUE := W+ ETA* (D—Y) * X
B RUE:=B+ ETA* (D—-V);
ENDLFUNC;

A estrutura (simplificada por motivos de legibilidade) do médulo que calculaa
diferenca do peso sindptico para a regra de Widrow-Hoff, é dada na seguinte

figura.
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ouT

fig. 5.7.1 : Rede para célculo do AW;; na aprendizagem de Widrow-Hoff.

Para o calculo da variacdo do pendor, a Unica ateragdo em relagdo a ultima
rede apresentada, seria a ligacdo directa do neurénio da taxa de aprendizagem
ao neurénio que devolve a diferenca (Y; — Dj) através de uma sinapse

neuro-sinéptica.

5.8. Aprendizagem Competitiva

Na aprendizagem competitiva, dado um vector de entrada, existe um conjunto
de neuronios (conectado sinapticamente a esse vector de entrada) que vai ser
activado ao mesmo tempo. Dessas activagdes, haverd uma maior que as outras
gue fara com que o respectivo neurénio seja declarado o "vencedor”, e ele e
apenas ele terd as suas ligacOes singpticas alteradas segundo uma regra de

adaptacdo bem definida.

v/ O O@ .. O

OO . O

fig. 5.8.1 : Estrutura neuronal na aprendizagem competitiva.

Na figura, a camadainferior de neurénios (no NOsso caso, 0 vector X) recebe a

informagdo proveniente dos canais de entrada e envia esses valores para todos

128



0s neurénios da camada superior (vector Y), ponderados pelos respectivos
pesos sinapticos (vector W). O maior € seleccionado (representado na figura

pela coloracdo cinzenta).

Aprendizagem

Seja um dado vector de entrada, U= (uy, ..., Uy). Existe um neurdénio xx (em

caso de empate, escolher um ao acaso) que possui amaior actividade, i.e.,

M M

Ewkui Ui = i:Zinui Ui , |j:¢|k
Se aamostra estiver a ser classificada, a rede neuronal informa que lhe atribuiu
a classe representada pelo neurénio xg. Se, por outro lado, a rede estiver em

processo de aprendizagem, 0s pesos sindpticos Wy, sdo modificados segundo a

express3o seguinte™® (os pesos dos outros neurénios sd mantidos inalterados),
AWy, =N (Ui =Wy, ) (32

No agoritmo SOM (baseado nesta lei) de Teuvo Kohonen (cf. [Kohonen 87,
97]), os neurdnios vizinhos do neurénio escolhido tém também os seus pesos
alterados com a mesma regra, mas com um coeficiente n menor (tanto menor
guanto mais distante o vizinho). O objectivo € correlacionar neurdnios
vizinhos, com classes estruturalmente proximas no espaco de caracteristicas
definido pelo conjunto das amostras apresentadas a rede. Deste modo,
aproxima-se a estrutura da resolugéo, fornecida pela rede neuronal, da propria
estrutura do problema. Como resultado da aplicagdo desta lei, o vector
sinptico de cada neurdnio agjusta-se ao centro de gravidade de uma regido de
decisdo, identificando cada neurénio com uma certa classe de amostras (sendo
as classes definidas pelo proprio processo de aprendizagem, sendo por isso, um
algoritmo n&o supervisionado). No entanto, a rede apresentada nesta sec¢éo néo

implementa o SOM, mas simplesmente o algoritmo competitivo padréo.
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O primeiro passo € calcular todas as activacdes da camada de neurénios que
recebe da informagéo de entrada. De seguida, essas activagdes passam por um
processo de seleccdo para detectar qual delas possui a activacdo maxima, aqual

serd usada para alterar os pesos desse neurdénio vencedor.

Nesta seccéo apresentaremos apenas as redes da estrutura total que apresentam
diferencas em relacdo as redes apresentadas anteriormente. Deste modo, tanto a
rede inicial apresentada na figura 5.5.1, as redes de actualizacdo das variaveis
internas das figuras 5.5.5 e 5.5.6, e a rede que executa os procedimentos finais

dafigura’5.5.7, sdo idénticas em ambos 0s casos.

Da mesma forma que foi efectuado nas secgBes anteriores, também agui as
computactes serdo executadas em paralelo. Apesar da estrutura neurona poder
ser complexa, 0 processamento mantém a sua propriedade de ser executado em

tempo constante.

g -
T

-1

@Z
pes el
e <

OO
fig. 5.8.2 : Cdculo das activagOes neuronais dado o vector X.

O valor C descrito na estrutura, tem o valor necessario para compensar a soma
simultanea de N valores (igua a dimensdo do vector de entrada X), ou sgja
C=-0.5%(N-1).

' Em alguns algoritmos baseados nesta lei, depois da aprendizagem de uma amostra, existe a
normalizacdo dos pesos sindpticos do neurénio escolhido de modo a que sua somasegja 1.
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A rede seguinte mostra o esquema geral de como encontrar o valor maximo de
activacdo, dados os novos valores guardados em Y. Apresentaremos apenas a
rede que envia o sinal 1 pelo canal de saida de resultado, se um dado neurénio
Y; obteve a maior das activagdes, e 0 caso contrario. Cada neurénio do vector

Y tem associado uma rede destas.

Nesta rede, a activacdo de Y; € comparada com a de cada um dos outros
neurénios do vector Y (excluindo ele proprio). Se a sua activacdo ndo for a
maior, havera restos da subtraccdo em alguma das activagdes, que sera
magnificada pela multiplicagdo com o majorante M. Assim, essa multiplicacéo
anulard o valor 1 transportado pelo sina de sincronizagdo, e a saida da rede

seré zero.

M PQ—bREa

'SR
—

()

fig. 5.8.3 : Rede que detecta se 0 neurénio Y; € o de maior activagéo.

No outro caso, ou sgja, se 0 valor de Y; for realmente o maior, ele eliminara na
subtraccdo todas as outras actividades que ndo afectardo a passagem do valor
da sincronizagdo. Assim, ele passara pelo cana de resultado, informando que é
este 0 neurénio vencedor. Tendo Y dimensdo K, esta rede que detecta
individualmente qual dos neurdénios € o maximo, necessita de 4K+2 neurénios,

jaque os dois neurdnios de sincronizacdo sao partilhados por todos.

Em principio ndo havera situacbes de igualdade, dado que o vector W é

iniciado com vaores aeatérios, que excluem a partida situacdo. No
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entanto, se isso acontecer, a rede simplesmente ndo aprende essa amostra

naquelaiteracdo do processo de aprendizagem.

O proximo passo € actualizar apenas 0s pesos sindpticos de Wj;, que conectam
as entradas X; com o neuronio vencedor Y;. Ja agui ndo € necessario criar
multiplas redes idénticas para cada Y, dado que a actualizagdo sera efectuada
apenas para um dos neurénios de Y. E possivel que todos eles partilhem a
mesma estrutura que executa a lel de aprendizagem, como veremos nas redes
seguintes:

RESk W_KN RESk

W j1 W_jN
fig. 5.8.4 : Rede para obteng&o dos pesos W a modificar, relativas ao neurénio vencedor Y.

Uma vez seleccionados quais 0s pesos que serdo alterados, executa-se a rede

que calculaAwyi =n (U — Wy ).

fig. 5.8.5 : Rede que calculaAW;;.
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Calculadas as N variagbes dos pesos, AWj1 a AW, € necessario actualizar os
respectivos valores. Para isso, é usado um esguema semelhante ao utilizado na
rede apresentada na figura 5.8.4. Os valores das saidas RES; servem para abrir
apenas 0s canais respectivos, dado que apenas 0 neurdnio vencedor foi activado

comovaor 1.

AW 11 RES; AW k1 RESk

T

RESyy RESIN)

fig. 5.8.6 : Actualizag8o dos pesos Wi, ..., Wijp.

Esta rede é apresentada na sua forma simplificada, eliminando os pormenores
necessarios para adicionar a variacdo ao valor da iteracdo anterior do peso
singptico, bem como a sincronizagdo de RES; e RES;i;. A dimensdo total destas
trés redes € (K+1)N, 7N e (K+1)N neurdnios respectivamente, totalizando

2N(K+1)+7N neurénios na estrutura de adaptacéo sinéptica.

Uma das extensdes do agoritmo competitivo atribui a0 coeficiente de
aprendizagem n um valor dependente do nimero de iteracdes ja efectuadas. A
judtificagéo para este procedimento, tem a ver com o facto de uma rede cuja
aprendizagem tenha comegado h& pouco sgja mais flexivel e maledavel do que
uma rede cujo processo de aprendizagem esteja bem avangado. Assim, n deixa
de ser uma constante e passa a ser uma fungdo do nimero de iteracBes. A

formula utilizada aqui € dada pela seguinte definigdo dafungdo n(t):

n(t) = 0.1—0.00001 t

Isso poderia ser feita por programagdo, usando um codigo como o seguinte:
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LFUNC F IS COVPETI Tl VE

ALPHA @ = 0. 1;
WRUE := W+ ALPHA * (D —Y) * X

FI NAL
ALPHA := 0.1 — T * 0.00001;
ENDLFUNC;

Classificagéo

O processo de classificagdo € semelhante ao apresentado para as redes de uma
camada. A estrutura utilizada é a mesma: aplicar os valores da amostra a
classificar sobre o vector X, ponderar esses valores com os valores de W, e

obter oresultadoem Y.

A diferenca, neste método, € que os neurénios em Y vao devolver activacdes
proporcionais da sua representatividade em relagdo a amostra dada. O
tratamento dessa informacdo depende do problema a resolver e deve ser
programado depois da chamada de classificacéo sobre a rede de aprendizagem
competitiva. Por exemplo, sga F a funcdo de aprendizagem competitiva
utilizada, com um vector X de 3 entradas, e um vector Y de saida de 6 saidas

(ssimulando uma matriz de resposta de dimenséo 2x3):

LOCK CALLF;
FXx:=1[21.0, 0.0, 0.0];
CLASSI FY F;
resultado : = F_y;
ENDLOCK;

Suponhamos que o resultado do vector de saida Y € igua a[0.432, 0.0, 0.03,
0.86, 0.0, 0.0]. Se quisermos obter o neurénio vencedor, bastaria percorrer o
vector resposta para obter 0 maximo e determinar qual a sua posi¢ao na matriz
(0 4° elemento representaria 0 elemento Y1 da matriz de resposta). Outros

requerimentos seriam igual mente programados através do NETDEF.

5.9. Utilizacdo de sistemas cadticos

E possivel aproveitar caracteristicas cadticas de certas fungdes ndo lineares. A
ideia desta seccdo € aproveitar algumas das caracteristicas destes sistemas para

desenvolver ferramentas para a linguagem NETDEF+.
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Apesar de ndo existir ainda um consenso na comunidade cientifica sobre como
caracterizar um sistema dindmico como caético, vamos utilizar uma definicéo

dada em [Devaney 95]. Mas primeiro alguns conceitos:

Definicdo 5.9.1: Sgaf : A - A uma aplicagdo no conjunto real A. A Orbita de
X, denotada por O(x), é o conjunto de pontos x, f(x), f %(x), f (), ... Um ponto
X é periddico (ou de periodo n), se existe um n=0 tal que x=f "(x); neste caso,
diz-se que a orbita é periddica com periodo n. Um ponto x € um ponto fixo se

x=f(x). <

Definicdo 5.9.2: Sgjaf : A - A uma aplicagdo no conjunto real A. A funcdo f
diz-se topologicamente transitiva se para qualquer par de conjuntos abertos
U,VOA, existe um k>0 tal quef*(U)nVz0. <

Definicdo 5.9.3: Sgja os conjuntos reais B O A. Um ponto XCJA é um ponto
limite de B, se existe uma sequéncia de pontos X,[IB que se aproximam
arbitrariamente de x. B é fechado se contém todos os seus pontos limite, caso
contrario, B € aberto. O fecho de um conjunto B, denotado por ‘B, éaunid
de B com todos os seus pontos limite. O subconjunto B € denso em A, se e s6

se, B =A. 4

Observacgado 5.9.4: Funcgdes topologicamente transitivas possuem Orbitas com
pontos que se movem numa vizinhanga arbitrariamente pegquena de qual quer
outra Logo, os sistemas dindmicos definido por elas ndo podem ser
decompostos em dois conjuntos disuntos independentes. Uma funcdo
topol ogicamente transitiva possui uma 6rbita densa no seu dominio (sendo que

o inverso também se verifica, cf. [Devaney 95]).

Definicdo 5.9.5: Sgaf : A » A uma aplicacdo no conjunto real A. A funcédo f
possui sensibilidade as condigdes iniciais se existe >0, tal que, para qual quer
XOA e para qualquer vizinhanca B de x, existe um y[IB e k=0, tal que,
If 00 —f ()8 <
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Observacao 5.9.6: Uma funcdo com esta caracteristica possui para cada ponto
X, um outro ponto y numa vizinhanca arbitrariamente préxima (ndo
necessariamente todos os pontos da vizinhangal) que se afastara pelo menos &
ao fim de um ndmero finito de iteragbes. Estas funcdes limitam a partida o seu
calculo computacional, dado que mesmo o0 mais pequeno erro € ampliado pela
iteraco da funcdo. Assim, a Orbita computada poderd ndo ser semelhante a
Orbitareal.

Chegamos assim a defini¢ao de Devaney para um sistema cadtico unario:

Definigdo 5.9.7: Sgjaf : A~ A um aplicacdo no conjunto real A. A fungdo f é

cadtica se:

e possui sensibilidade as condigBesiniciais;

» étopologicamente transitiva;

* Se0s seus pontos periodicos sdo densos em A. <
Este tipo de funcdo unéria cadtica tem trés ingredientes: ndo é previsivel, ndo
pode ser decomposta em subsistemas mais ssmples e possui um ingrediente de
regularidade (dado pelos seus pontos periddicos) que é denso no dominio da

funcéo.

Exemplo 5.9.8: A funcdo F4(x) = 4x(1—x) € cadtica no intervalo [0,1]. A

demonstracdo pode ser encontrada em [Devaney 95].

Vamos utilizar afungdo F,4 na construgdo de processos de busca e na criagdo de
nimeros pseudo-aleatdrios. Antes de entrar nos pormenores mais especificos
de cada ferramenta, vamos construir a rede neuronal capaz de computar F,.
Dividimos a funcdo em duas parcelas, f(x) =4x e ¢g(x) =(1—x) paa
multiplicacdo posterior. As fungdes a serem computadas sdo dadas pelas

composi¢Bes ar(f(or (X)) e ar(g(ar ™ (X))).

ar( floR™ (X)) ) = 4x —3/2
or(9(aR'(X))) =—x + (1+ 1/2a)
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fig. 5.9.9 : Estrutura da fungdo F4(x) = 4x(1-x).

Do mesmo modo que na rede da multiplicacéo, a Ultima camada de neurdnios
(nomeadamente o pendor —1) € necesséaria para evitar que a rede envie sinais

nao nulos em momentos de inactividade.

Pesquisador es

Sendo F, topologicamente transitiva, é garantida a existéncia de pelo menos
uma orbita densa sobre [0,1], ou sgja, uma Orbita que passa arbitrariamente
préxima de qualquer ponto do intervalo. Sgja um sistema dindmico doravante

designado sistema pesquisador, definido pela seguinte equagéo:

s(t) = Fa™(%o) (33)

A trgjectOria do sistema s descreve as diversas composi ¢oes da fungéo F,.

O objectivo deste sistema € pesquisar no intervalo [0,1] um determinado valor
que satisfaca uma certa condi¢do, quando nada mais se conhece sobre o
processo de procura (sgja de optimizagdo, decifracdo ou outro qualquer). O
sistema ndo é eficiente, mas tende a descobrir um valor aproximado dentro do
continuo dos vaores reais (0 que a partida ndo é dbvio, partindo da hipétese
inicial de nada se conhecer sobre a estrutura do problema). Para poder
aproveitar este mecanismo, sd0 acrescentados a linguagem, dois novos
processos. SEED e NEXT. O processo SEED introduz directamente um valor no
maodulo pesquisa, servindo principalmente parainiciar aiteragdo do médulo. O
processo NEXT itera a funcdo, calcula, armazena e devolve o novo valor
calculado.
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fig. 5.9.10 : Processo SEED( S, Xo )-

-3/2

-1
RES
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fig. 5.9.11 : Funcdo NEXT( s).

Foram realizadas experiéncias com 200 mil pontos dentro do intervalo ]0,1]. A
vizinhanga de cada ponto foi visitada pela fungdo, pelo menos umavez, durante
uma iteragdo de um milh&o de passos. A demora média para a fungéo passar na
vizinhanga de um ponto foi cerca de 119 mil iteragOes. Esta forma de pesquisa
de valores é cerca de 19% mais lenta, se comparada com 0s casos em que
conhecemos a dimensdo da particdo na qual o valor desgjado se encontra (onde
€ suficiente uma pesquisa linear pelas particdes existentes). No entanto, este
tipo de pesquisa é mais gera, dado ndo ser necessario conhecer previamente a

particéo de busca.

NUmeros Aleatérios

A funcdo F, d&nos iguamente um processo de obtencdo de sequéncias de
nimeros aleatérios'’. O médulo correspondente seré responsavel pela aplicacdo
constante da funcdo, disponibilizando o Ultimo nimero computado numa

variavel especifica.

" Ou pseudo-al eatérios para ser exacto, na medida que os métodos usados para a construcao de
tais nimeros sdo através de férmulas mateméticas iteradas, existindo sempre uma correlagdo na
sequéncia dos niimeros produzidos.
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-1 médulo produtor
de sequénciasreaise
booleanas aleatérias

1+1/2a

T OO0

fig. 5.9.12 : Médulo produtor da sequéncia de nimeros aleatorios.

Este médulo possui dois canais de resultados que devolvem um real em ]0,1] e
um valor booleano (representado pelos valores de activacdo 0 e 1),
respectivamente os neurdnios designados por ‘r’ e ‘b’. Os neurénios ‘r? e ‘b?
indicam quando esses valores estdo disponiveis. E por isso que se torna

necessario 0 mecanismo de espera bloqueante dos seguintes modul os:

@\\ 2
RES @\ P RES

ouT IN—p

ouT

0
fig. 5.9.13 : Processos aeatdrios: (a) RANDR e (b) RANDB.

Para aceder a estes valores, existem dois processos, RANDR € RANDB, que
devolvem, respectivamente, um valor real aeatorio entre [0,1] e um valor iﬁgg g]{gj][,
booleano aleatério. O canal booleano é utilizado para fornecer informacéo ao
canal GUESS do processo CHOOSE para simular a escolha ndo determinista de

um dos seus [Processos.

O médulo produtor da sequéncia aleatria calcula um novo nimero a cada 4
iteracOes da rede. Para obter uma eficiéncia Optima, ou sgja, um novo valor
aleatdrio a cadainstante, é possivel construir 4 diferentes geradores, desfasados
uniformemente pelo intervalo de 4 iteraces para obter o desgjado. Além disso,
existe a vantagem de o gerador ser menos regular, dado ser o resultado de 4
iteracBes paralelas ndo relacionadas. Para isso ser possivel, definem-se quatro

pontos iniciais Xpi € a0 i-ésimo gerador é dada a semente f(Xp;). Os quatro
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geradores sd0 acoplados directamente a0 neurénio denominado GUESSR que
serve como um canal que disponibiliza a sequéncia de nimeros aleatérios em
10,1[. E f&cil, a partir de GUESSR, criar também um canal booleano designado
por GUESSB. Este canal disponibiliza uma sequéncia aleatéria de valores

bool eanos, ou sgja, pertencentes ao conjunto {0, 1}.

QARE

GUESSR

M PO P GuEsss

fig. 5.9.14 : Definicdo do canal GUESSR e GUESSB.

—C(R(O.S)

Por exempl o, 0 processo RANDR € construido da seguinte forma:

GUESSR

RES

-1
IN > >O P ouT

fig. 5.9.15 : Processo RANDR.

Neste caso, ndo € necessaria a consulta aos neurénios ‘r?, dado que em cada

instante um e apenas um dos geradores terd um valor diferente de zero.
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6. Como executar redes-o eficientemente?

Apesar deste trabalho ndo ter como objectivo a definicdo ou a construgdo de
sistemas fisicos em hardware, apresentamos neste capitulo, uma proposta de
arquitectura capaz de executar em paraelo e eficientemente, as computagdes
necessarias para suportar a dindmica das redes propostas nos capitulos

anteriores.

6.1. Trabalhos Relacionados

Os processadores actuais sdo capazes de simular qualquer algoritmo de
aprendizagem relativo a qualquer arquitectura finita de rede neurona. Esta é a
forma mais facil e barata de executar este tipo de aplicacdo e, sem divida, a
mais utilizada na drea. Porém, em certas aplicacbes 0 uso de sistemas
especificos de computacdo neuronal pode ser essencial. Enquanto o
computador usua processa dados sequencialmente, um sistema de hardware
neuronal, permite a execucéo macicamente paralela de uma grande quantidade

de dados melhorando, assim, o desempenho em vérias ordens de magnitude.

Existem diversos produtos comerciais que executam, com grande eficiéncia,

um conjunto de agoritmos de aprendizagem para redes neuronais. A forma

141



mais comum passa por construir uma placa de simulagdo neuronal, que ao
conectar-se com 0 processador digital, recebe os dados e devolve os resultados
obtidos. As tarefas realizadas por estes sistemas sd0: reproduzir a topologia da
rede a emular, carregar as sinapses a partir dos dados, e classificar através do
mapa de entrada-saida resultante da aprendizagem. Um trabalho detalhado
sobre estratégias de construcéo de hardware neuronal em VLSI pode ser lido
em [Duong et al. 96].

A maoria dos sSistemas apenas permite a execucdo de algoritmos
sub-simbdlicos (os mais estudados na teoria e usados na prética). Entre eles,
destaca-se 0 sistema da SIEMENS, Synapse-3, um neurocomputador (uma ou
vérias placas de conexd a um computador digital), capaz de emular uma
grande quantidade de algoritmos de aprendizagem. Este sistema também possuii
uma linguagem de programagéo capaz de controlar as suas estruturas matriciais
cujo desempenho atinge os 2 mil milhdes de multiplicagdes por segundo (cf.
[Ramacher 91, 94], [SIEMENS 98]). Este sistema néo utiliza representactes
neuronals para guardar a topologia da rede, dado que existem numerosos
problemas no que respeita a construir, literalmente, neurénios e sinapses em
unidades de silicio. Um dos principais problemas é o grau de interseccéo

necessario entre as varias ligacoes sinpticas darede.

Outros trabalhos sdo [Bessiere 91], [Wei-Ling 91], [Moore et al. 98],
[Card 98]. Uma arquitectura que utiliza a funcéo de activacdo o é mostrada em
[Chevtchenko et al. 97]. Em [Lighttower et al. 99] é apresentada uma méaquina
digital paralela capaz de executar o agoritmo SOM com 256 neuronios. Para
encontrar resumos de trabahos relacionados, ler [Aybay et al. 96] e [lenne et
al. 95]. Um estudo comparativo dos limites das representacdes fisicas
bidimensionais, comparativamente com o sistema tridimensiona do sistema
nervoso central pode ser lido em [Bein 98]. Para obter informacdes mais
recentes, pode ser visitada a pagina wwwl.cern.ch/NeuralNets/

nnwlnHepHard.html.
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6.2. Moddos Teoricos

Os primeiros model os de maguinas tedricas eram maquinas de processamento
sequencial. Apesar de ndo ser possivel aumentar o seu poder computacional, é
viavel estudar formas de aumentar 0 seu desempenho, ou sgia, diminuir o
tempo gasto na execucdo de certos algoritmos, segja pela diminuicdo da
complexidade do agoritmo em questdo (que esta fora do contexto desta Tese),
sgja pela possibilidade da maguina operar em paralelo. Quanto mais instrucdes
de um agoritmo forem passiveis de ser executadas independentemente, mais
rapida é a execucdo desse algoritmo numa méguina paralela. Restam assim,

dois problemas gerais:

a) Obter um agoritmo paralelo para o problemaem questéo, e

b) Construir uma maguina paralela com o melhor desempenho possivel.

O ponto @) foi tratado, com bastante pormenor, nos capitulos 4 e 5, onde foi
demonstrado ser possivel traduzir um agoritmo numa rede neuronal
computacionalmente equivalente. O ponto b) sera tratado neste capitulo,
primeiro revisitando alguns modelos relevantes e, depois, apresentando um
esboco de uma maquina que, a partida, se mostra adequada para emular o
funcionamento de uma rede neuronal de tamanho arbitrério, capaz de alterar os
Seus proprios pesos sindpticos, facto essencial para a integracdo das

computacdes simbolica e sub-simbdlica

Maquina Vectorial

Uma méquina vectoria processa vectores de bits por unidade de tempo. A
caracteristica principal deste modelo tedrico é a capacidade de processar um

vector de tamanho arbitrario, em cada instante.

Esta méquina possui um conjunto de instrucbes que pode executar,
nomeadamente, atribuicio de um vector a uma posicdo de memodria,
complemento de um vector, conjuncdo légica de dois vectores, translacéo

(shift) de N bits de um vector para a esquerda ou para a direita e ainda uma
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instrucdo condicional de salto, que permite saber qual € a proximainstrucéo do

programa.

Com este conjunto simples de operacOes é possivel, por exemplo, construir
grandes estruturas vectoriais de forma muito rapida, manipular estruturas
matriciais ou realizar operagbes aritméticas (para mais informagdes, ler

volume |l de [Balcazar et al. 95]).

SIMDAG

Esta méguina, baseada na maquina RAM de von Neumann, é congtituida por
uma unidade central, uma memaria global e por um conjunto infinito de
processadores. Cada processador possui uma memodria local, onde lhe é
possivel guardar e aterar informagdo. N& sendo razoavel ter um ndmero
infinito de processos a ser executados ab mesmo tempo, a maquina pPossuli
estruturas de controle que restringem a execucdo paralela a um namero finito

de processadores em cada instante.

Existem dois tipos de instrugdes, as sequenciais, executadas pelo processador
central, para acesso a memoria global, e as paraéeas que so executadas pelos
processadores secundérios (estes, porém, ndo incluem instrugdes condicionais
nem de sato). O acesso a memoéria globa € hierarquizado, sendo que o
processador com indice menor tem a prioridade sobre os outros (que estdo

bloqueados enquanto esperam).

6.3. Emulacdo da Dinamica Neuronal com Matrizes

Uma rede neurona pode ser representada por uma matriz. Para uma rede R
com N neurénios, a matriz Mg com Nx(N+1) elementos, representa cada
sinapse e pendor possivel que pode ir de um neurénio da rede neurona para

qualquer outro.

O exemplo seguinte, exemplifica esta ideia. Existe uma rede com 3 neurdnios,

gue é representada por uma matriz de 4 linhas e 4 colunas, sendo a coluna extra
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(por definicdo, a 1% coluna) reservada para os pendores dos neurénios, e a 12
linha para que a multiplicac&o matricial produza um vector de dimensdesiguais
as do vector de activagdo (ver os proximos parégrafos).

1

R b x1 X2 X3

@ @ 1 1 0 0 0
1 x1 | 0 1 0 0

2 x2 0 0 0 0

@ X3 1 1 2 0

fig. 6.3.1 : Umarede neuronal R e a sua matriz My correspondente.

Com esta representacdo e assumindo que os ultimos valores de activagdo dos
neuronios estariam num vector X de dimensdo N+1 (a primeira componente do
vector é sempre igual a um para multiplicar pelo valor do pendor). A dindmica
darede, ou sgja, 0 conjunto dos préximos valores de activacdo, € equivaente a
multiplicagdo de Mg por X, obtendo-se um vector X" contendo essas novas
activages (que tém de ser processadas pela funcdo de activacéo o, antes que

ocorrauma nova iteragdo do processo).

L ——— ¢

fig. 6.3.2 : Multiplicacdo de Mg por X.

Este esqguema tem como vantagens a rapidez e ssmplicidade das computactes
necessarias. Apesar das ferramentas mateméticas estarem bem definidas no
dominio das operagcBes com matrizes esparsas (Ou seja, matrizes cuja maioria
de seus dementos € zero, cf. [Sangiovanni 76], [Rose 76], [Pan 82]), as
desvantagens sdo relevantes. Para dém do gasto excessivo de memadria (uma
rede com 1000 neurdnios, necessita de uma matriz com mais de 1 milh&o de
elementos), ndo permite a modificagdo da propria matriz Mg (essencia para
representar e executar processos de aprendizagem).
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fig. 6.3.3 : Areas de modificagio de M representando processos de aprendizagem.

Por iss0, esta arquitectura mantém as vantagens da representacdo matricial, mas
reduz ao mesmo tempo os problemas decorrentes dessa abordagem. O primeiro
passo estipula que a descricdo da matriz seja optimizada para eiminar a
esmagadora maioria de elementos nulos (ou sgja, ndo gastar meméria com
sinapses que ndo existem). Ja o segundo passo, a modificacdo da matriz, requer
gue certos célculos produzam efeitos secundarios na estrutura de representacéo
da matriz (estes céculos sdo, basicamente, as ligagcBes neuro-sindpticas

introduzidas no capitulo 5).

6.4. Representacao datopologia darede

Para representar de forma eficaz a topologia da rede, codificada nos €l ementos
de uma matriz, € necessario codificar toda a ligacdo sinaptica existente narede
e a0 mesmo tempo eliminar os zeros da representacdo matricial, responsaveis
por parte substancial da meméria necessaria (ja que a maior parte dos

neuronios da rede ndo sdo conectados entre si).

Existem trés tipos de ligac8o sinaptica: neurdnio-neurdnio, neuro-sinpticas e
pendores. Cada uma delas sera representada por um triplo que guarda a

informagdo necessaria sobre essa ligagdo. Graficamente, temos:

D @ e

<x1, w, Xx2> <x1, x3, x2> <1, b, x2>
fig. 6.4.1 : Tipos de sinapse e seus respectivos triplos.
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O tipo de informacdo dos argumentos determina o tipo de sinapse. Se 0
segundo argumento for real, o triplo identifica uma sinapse padréo entre dois
neuronios, se 0 segundo argumento for o nome de um neurdnio, o triplo indica
uma sinapse neuro-sinaptica, finalmente, se 0 primeiro e 0 segundo argumentos

forem respectivamente 1 e um real, trata-se de um pendor.

Assim, uma rede neuronal em vez de uma representacdo matricial é definida
por uma lista de triplos. Se a rede tiver S sinapses e pendores, a lista é
congtituida por S triplos. Esta lista é guardada num vector de triplos,
denominado aqui por Sg. De reparar que ndo é necessario representar 0s
neuronios, dado que eles sdo implicitamente nomeados na lista. Esta lista
possui um tamanho fixo, dado que a rede ndo pode criar ou destruir neurénios e

sinapses em tempo de execucao™.

No entanto, € necess&rio guardar os valores de activacdo da rede, ou sga, 0
estado actual do processo da computacdo neuronal efectuado pela rede. Essa
informagdo é guardada no vector Xr. Do mesmo modo, o vector X *r guardara
os valores da proxima activagdo, enquanto estes estdo sendo calculados. O
processo de actualizagdo das véias activagdes, uma vez caculado X'g,
transforma cada elemento usando a fungdo de activacéo o, transferindo os

novos valores para X, completando assim, uma iteracéo.

Para a execucdo e paragem desta méguina, definiu-se que o primeiro elemento
de X representa o neurdnio de activagdo da rede, e que o segundo elemento de
XR representa o0 neurdnio de paragem. Assim, a maguinainicia a sua execucao

guando Xg[1] éigua al, eterminaquando Xg[2] éigual al.

As estruturas vectoriais Xg € Sg guardam toda a informacdo relevante ao

processo de computacdo efectuado pela rede neuronal. Falta a capacidade de

8 No entanto, se existisse um processo de criagdo neurona (como por exemplo, inserindo
mecanismos de recursdo), esta estrutura de dados ndo teria de ser alterada, pois poder-se-ia
sempre incluir novos tuplos em Sg, enquanto houvesse espaco disponivel em memoria.
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manipular a informagdo contida em Xg para calcular X*r e de processar a

funcdo de activagéo o.

O processo de inicializac8o é definido nos seguintes passos:

» Carregar atopologiadarede em Sk.

 Inicidizar todos os elementos de X e X'k a zero (ou sgja, a rede esta
inactiva).

« Atribuir umalistade triplos a cada processador P;.

e Xg[l]=1

Consideramos a hipétese de existéncia de P processadores em paralelo. Este
nimero de processadores pode ser aumentado ou diminuido de forma
transparente, apenas afectando o desempenho gera da execugcdo e ndo
alterando o funcionamento interno da maquina. Se P for igua a 1, entéo
estamos perante uma maquina sequencial; para P maior que 1, a maquina

executa P triplos em paralelo.

Sendo que a dimensdo de Sg éigual a S cada processador executara S/P triplos.
Para ser exacto, o processador P, executara a lista de triplos desde
[(SIP)](i-1) + 1 até[(S/P) ] i. Deste modo, o funcionamento da maguina ndo
depende do nimero de processadores, sendo que a Unica mudanga que ocorre

reside no nimero de triplos que cada um tem de executar em cada iteracao.

Cada triplo a executar representa uma soma de multiplicagdes, cujo resultado €
adicionado ao contelido de um registo do vector X'g. O maior problema (e o
maior problema de todas as implementacdes paralelas) € o da comunicacéo,
nomeadamente, no momento da escrita simulténea de dois processos num
mesmo registo. A questdo € solucionavel com mecanismos de estafeta (como o

proposto na figura 4.5.3), mas pode causar atrasos consideravels na

computacéo.

Porém, devido ao caracter extremamente modular da traducdo da linguagem
NETDEF em redes-g, € possivel organizar os triplos do mesmo maodulo no

mesmo processador, reduzindo assim, o tempo gasto na exclusdo mutua das
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instrucdes de escrita. Existindo um hardware como este, o préprio
programador pode tomar atencao no estilo de programacao, como ndo aceder as

variaveis globais quando elas ndo sdo necessérias.'®

O algoritmo executado pel os processadores, em cada ciclo, é o seguinte:

e Buscar o préximo triplo <a, b, c>

e Casootriplosga
+ Neurdnio-neurénio = X*g[c] = X"r[c] + b* Xg[4]
+ Neuro-sinaptico = X*g[c] = X"r[c] + Xg[a] * Xgr[b]
« Pendor = X"g[c] =X";[c] + b

Quando todos os processadores completarem os seus calcul os, € executado um
ciclo que percorre cada elemento do vector X' executando a atribuico
Xg[i] = o(X"g[i]). Deste modo, o vector X fica preparado para a proxima

iteracéo.

As iteraghes ocorrem enquanto o valor de X'g[2] for igual a zero. Caso
contrério, a operagdo termina. Os resultados da execugdo, ou foram
convenientemente enviados pel os canais de saida (representados por alguns dos
elementos de Xgr) ou estdo guardados em um ou mais dos neurénios que

guardam as activacOes das variaveis.

Uma optimizagdo do processo apresentado seria eliminar todos os triplos
referentes aos pendores. Em cada iteracdo, actualizar-se-ia directamente em
X 0s valores dos pendores para cada neurdnio. Por exemplo, se 0 neurénio de
indice 10 possuisse um pendor igual a0,5 no fim de umaiteragio X "g[10] seria
igual a 0.5 e ndo igual a zero, como apresentado anteriormente. Deste modo,
todo o tempo gasto para executar os triplos referentes aos pendores seria

reduzido a zero. A contrapartida € a necessdade de mais memoria,

¥ Um caso semelhante é apresentado em [Yang e Ahuja 99], onde usando um método de
particionar as amostras para efectuar um treino paraelo num algoritmo competivivo (ou sgja,
duas amostras activam dois neuronios diferentes), obteve-se uma melhoria de desempenho de
315% usando-se 4 processadores em simultaneo.
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nomeadamente na criagdo de um novo vector B para guardar os pendores da

rede, para poder actualizar correctamente, em cada iteracdo, os valores de X *g.

Esta arquitectura, com o seu funcionamento simples e modular no que respeita
a adicdo ou remocao de processadores, bem como do tipo de operacdes que
redliza (adigdes, multiplicagbes e a fungdo de activagdo o) mostra que €
possivel construir estruturas computacionais em hardware, que executam de
forma paralela e eficaz, as complexas redes-g construidas ao longo desta Tese,

nos varios algoritmos simbalicos e/ou sub-simbalicos.
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7.  Aplicacdo com Agentes

Neste capitulo apresentaremos um projecto de aplicacdo do sistema de
computacdo em redes-g, para verificar a funcionalidade dos processos da
linguagem NETDEF em problemas onde o0 uso do paraeismo sga relevante. O
capitulo centrar-se-4 numa aplicacdo experimental de multiagentes, cujo
objectivo é o de transferir pacotes de informagdo dentro de uma complexa rede

de agentes para comunicagdo distribuida.

7.1. Introducao

O assunto que iremos abordar neste capitul o refere-se a questdo de como enviar
informacdo de um local A para um local B, sendo que ambos estéo ligados
aravés de uma rede de transmissdo com dimensdo e complexidade
desconhecida. A informacdo que eles retém é local (nenhum ponto da rede
possui uma descricdo completa da rede — eventual mente, a sua prépria estrutura
pode ser dindmica e alterar-se com o tempo) e € com essa informacéo que o
emissor decide enviar ainformac&o para o vizinho seguinte, 0 qual por suavez
toma uma nova decisdo de enviar para um outro seu vizinho até que a

informagéo chegue ao receptor desejado.
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O objectivo desta seccdo € mostrar um breve conjunto de questfes rel acionadas
com a area da Intdigéncia Artificia Distribuida (IAD), nomeadamente dos
sistemas multiagentes, para contextualizar o exemplo de aplicagcdo a ser
apresentado (cf. [Russel e Norvig 95], [Alvares e Sichman 98] para maior

informagdo sobre agentes e suas capaci dades).

Dificuldade Tedrica

A guestdo de encontrar um determinado caminho entre dois nés num dado
grafo pode ser resolvido usando o algoritmo padrdo de Dijkstra (cf.
[Dijkstra’59]) que possui uma baixa complexidade polinomial, nomeadamente,
O(n?)+0O(m), onde n é o nimero de nds e m o niimero de arcos; ou o algoritmo
de Floyd de complexidade ©(n®) que produz melhores resultados para redes de
maior conectividade. O agoritmo de Floyd encontra 0 caminho mais curto
(dado um determinado critério) entre todos os vértices do grafo segundo o
seguinte método: Os célculos sdo executados sobre uma matriz bidimensional
gue representa 0s custos entre 0s arcos existentes. Se um no i tem uma ligagéo
com j de custo k, entdo nas posi¢des (i,j) e (j,i) damatriz serdinserido o valor k.
Para todos os outros elementos da matriz (i.e., todos os pares de nés que ndo
estdo ligados directamente) insere-se um valor suficientemente ato para
designar um custo ‘infinito’. Tendo a matriz construida, o seguinte algoritmo é

utilizado para calcular 0 custo minimo entre todos os pares de pontos do

grafo®.
FR (k = 1; k <= n; k++)
FOR (i = 1; i <=n; i++4)
FR (J = 1; | <=n; j+4)

IF (graph[i,j] > (graph[i,k] + graph[k,j])) {
graphl[i,j] = graph[i,k] + graph[k,j];
path[i,j] = k;

}

No entanto, existem duas questdes relevantes. A primeira é que o critério paraa

definicdo de qua caminho (ou sgja, as métricas a serem usadas) pode aterar a

% Esta descricdo ndo foi representada em NETDEF por motivos de clareza, dado que o
mecanismo de matrizes bidimensional ndo foi implementado no compilador. O programa seria
executado usando vectores unidimensionais. Porém, nesse caso, 0 agoritmo perderia
legibilidade e prejudicaria a exposi¢éo.
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complexidade do problema. Nos sistemas ATM de movimento bancério, por
exemplo, a preocupacdo em relacdo a taxa de transmissdo, atraso ha
comunicagdo e percentagem de perda de pacotes de informag&o, transforma o
problema em NP-completo colocando o algoritmo, anteriormente polinomial,
no dominio da classe exponencial. Infelizmente, dadas as necessidades das
aplicacdes actuais em relagdo as redes de comunicacdo, este € o caso gerd e
mais comum (cf. [Zhan 97] e [Wang e Crowcroft 96] para um estudo destas
guestdes). A segunda questéo € que a resolucdo do algoritmo implica que toda
a informagdo fique concentrada numa memaria Unica, ou sgja, que a topologia
da rede, a informagdo relevante de cada arco (por exemplo, o0 atraso de cada
ligac&o), e todos os deta hes relevantes tém de se concentrar num determinado
local. Isto pode ser impossivel para determinados problemas (por exemplo, a
estrutura da Internet ndo pode ser mapeada e centralizada em tempo Util, dada a
sua dimensdo, dinamismo e ainda os objectivos divergentes das companhias

gue a suportam).

Abordagem Centralizada vs. Abordagem Distribuida

Num ambiente centralizado, onde existe um servidor capaz de guardar e gerir
toda a topologia da rede, cada unidade de enderecamento recebe actualizagbes
da parte do servidor, para reenviar apropriadamente 0s seus pacotes de
informagdo. Esta abordagem tem como vantagens, a simplificagdo dos
protocolos de organizagdo da rede, dado que basta o simples agoritmo de
Floyd para determinar os caminhos mais curtos do grafo; e o controle explicito
pelo servidor do fluxo da rede e dos seus atrasos de transmissdo. No entanto,
para além do referido na seccdo anterior, este sistema possui desvantagens

relevantes:

 No caso da rede ser bastante dindmica (taxa elevada de criacdo e
remocao de arcos e nés) é criado um fluxo muito intenso de acesso ao
servidor, sobrecarregando-o e introduzindo uma componente de atraso
pelas potenciais filas de espera que serdo criadas pelo facto de ter de

avisar todos agentes da rede das alteragdes ocorridas.

153



e Os agoritmos de optimizacdo do caminho mais curto sdo de
complexidade polinomia (como o de Floyd visto anteriormente), mas
para um determinado nimero de agentes, 0 tempo gasto no novo
calculo da matriz ndo é desprezivel. Por exemplo, para mil agentes séo
necessarias duas matrizes de um milh&o de elementos, ocorrendo mil
milhdes de comparagdes entre os elementos da matriz. Se forem dez mil

agentes, 0 nimero de comparagdes sobe para um milhdo de milhdes.

Em relacdo a abordagem distribuida, o uso de agentes paraelos e
independentes € uma solugdo especificamente dirigida as propriedades
intrinsecas do problema apresentado. A grande quantidade de informacdo
requerida para a decisdo de transmissao € distribuida por natureza (a0 longo
dos varios pontos da rede de comunicagéo) e pode alterar-se ao longo do tempo
(locais e canais de comunicagdo sdo criados ou desactivados). Isto implica que
a organizacdo necessdria para a gestdo dos recursos e sua subseguente
distribuicdo tornam-se muito complexas de controlar se ndo for efectuada uma
divisdo de trabalho, ou sgja, € necessario transformar todas as decisbes de
transmissdo e clculo de caminhos em assuntos restritos dos agentes
relacionados. Para ser implementado, tem de existir um controle local capaz de
distribuir a informac&o juntamente com as mltiplas decisdes de retransmissao
gue ocorrem ao longo da rede. Os controladores locais tém de ser capazes de
resolver os problemas a eles propostos com o seu conhecimento local, mesmo
apesar dos eventuais e inesperados problemas que possam ocorrer (por
exemplo, a desactivagdo de um controlador usado num determinado conjunto
de caminhos). Quanto mais restrito esse controle local for (somente os agentes
estritamente necess&rios devem ser sobrecarregados com a tarefa de
retransmissdo), melhor as condi¢cbes gerais de trafego na rede. O uso de
broadcasts (mensagens direccionadas para todos os controladores) ndo é uma

ferramenta apropriada neste contexto.

A digtribuicdo de controle também evita os problemas intrinsecos da
sincronizagdo, que além de ser um mecanismo de broadcast, implica que todo

0 sistema precisa esperar a execucdo dos seus elementos mais lentos, gastando
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demasiado tempo na manutencdo da consisténcia global, ao contrério da
necessidade bem mais simples de coeréncia local entre unidades vizinhas. Um
exemplo ssimples deste ponto pode ser observado quando uma determinada
unidade é desactivada. Essa informac&o percorre a rede de vizinho em vizinho
de forma local. De certa forma, é como se a rede (do ponto de vista global)
procurasse obter uma coeréncia ao longo do tempo, através de mecanismos
locais e ndo centralizados. Seria um tipo de comportamento emergente da soma
dos comportamentos individuais, e ndo algo programado a priori para resolver
0 problema (cf. [Willmott et al. 99], [Willmott e Faltings 99], [Kramer et al.

99], [Jennings et al. 99] para maiores discussdes sobre 0 assunto).

Algumas propostas no dominio da IAD para resolver a questéo de

enderegamento numa rede de comunicagéo, incluem:

» Modelos emergentes de agentes reactivos (cf. [White e Pagurek 98, 99],
[Subramanian et al. 97], [Schoonderwoerd et al. 97]). Uma das
inspiracoes destes model os s&0 os comportamentos observados entre os
insectos sociais, como 0 uso de ferormonas pelas formigas na definicéo
dos seus caminhos.

» Uso de conceitos econdmicos como a nogdo de mercado e dos seus
mecanismos proprios, tais como, recursos, capacidade de aocacéo
desses recursos e ferramentas de troca e/ou pregos (cf. [Prouskas et al.
2000], [Wellman 93], [Patel et al. 2000], [Gibney e Jennings 97]).

* Redes activas onde cada pacote deixa de ser visto como um conjunto
inerte de informagdo, transformando-se num processo capaz de decidir,
em tempo real, qual a sua propria rota até ao receptor fina. Aqui, cada
no6 da rede de comunicacdo € somente uma passagem e um reservatorio
de informagdo necessaria aos pacotes, para eles proprios tomarem as
decisdes do caminho a tomar (cf. [Kramer et al. 99], e anda

[Tennenhouse et al. 97] para um resumo destes trabal hos).

O caminho adaptado neste capitulo é diferente destas trés visdes. Um agente
(representando um determinado né da rede) ndo é um colector de informacéo

(como nas abordagens emergentes), ou um comprador de um certo caminho
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preestabel ecido (como nas abordagens de mercado), mas é capaz de tomar uma
decisdo baseado no estado actual da rede onde se insere (ou melhor, no estado
da rede que ele conhece locamente), mudando as suas decisdes consoante as
ateragdes que lhe forem sendo comunicadas por processos internos (e.g.,
eliminagdo de uma das suas ligacBes) ou por noticias provenientes dos seus

vizinhos (e.g., um agente ndo vizinho foi desactivado).

7.2. Topologia da Rede de Transmissao

A topologia da rede de transmissdo segue o padréo basico dos grafos
bidireccionais etiquetados, onde um conjunto de nés (ou locais) é conectado
por um conjunto de arcos (ou ligagdes), e onde cada arco possui uma etiqueta
(sendo um numero raciona positivo) que representa o atraso da informacéo
(em unidades de tempo) dessa mesma ligacdo. Um exemplo possivel

encontra-se na seguinte figura:

fig. 7.2.1 : Umarede de transmiss&o.

Neste exemplo, existem dois caminhos possiveis para ir do loca A para o
local B. Dependendo do critério, 0s agentes que recebem o pacote tentaréo
determinar qual a melhor forma de retransmiti-lo para que chegue ao destino
maximizando o critério pedido. Vejamos dois critérios distintos: a) obter o

caminho mais rapido; e b) obter o caminho mais curto.

No caso a) quando o pacote chega a C, este decide enviar por D para minimizar
0 tempo de atraso (caminho mais rgpido A — C- D - E - B com atraso total de
11.5 unidades de tempo). No caso b) quando o mesmo pacote chega a C, este
decide enviar por E para minimizar o caminho percorrido (caminho mais curto

A - C - E - B com uma passagem por 2 nés intermédios).
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7.3. Algoritmo de Encaminhamento

O algoritmo possui algumas propriedades que definem o nosso problema de

retransmi ssao:

Os caminhos de transmiss@o ndo S0 previstos a priori, mas sm
calculados e substituidos quando ocorre uma determinada alteracdo na
rede. A decisdo de qual caminho atomar é assim, uma consequéncia do
estado da rede quando € pedido o envio de informacdo. O processo de
retransmissao adapta-se ao estado da rede.

O caminho ndo é calculado na sua totalidade por qualquer agente. Cada
agente possui na sua memaria local apenas uma parte desse caminho,
nomeadamente, qual o proximo agente a enviar ainformacao.

O sistema € proactivo e ndo reactivo: os problemas tém de ser evitados
antes que possam ocorrer. 1sso implica que os agentes sdo, pelo menos

até um determinado nivel de complexidade, cognitivos e ndo reactivos.

Os agentes, ou sga, 0s nossos controladores locais tém de possuir dois

elementos essenciais;

Informacdo (mesmo que incompleta) sobre como a rede ou parte da
rede esta definida. Esta conhecimento € necessario para a decisdo de
qgua caminho o pacote de informagao deve tomar;

Distribuicgo do controle e da decisdo dos caminhos. A forma como é
encontrado o caminho ndo depende somente de um controlador, mas €

definido ao longo do percurso desde o emissor até ao destino desegjado.

Usando os termos de [Willmott e Faltings 2000], uma coordenacéo é definida

por um conjunto de agentes trabalhando em conjunto para resolver uma

determinada tarefa (ou um conjunto limitado de tarefas); enguanto uma

organizacdo € um conjunto mais durével de protocolos de comunicacdo entre

um grupo de agentes para vérias tarefas ndo necessariamente rel acionadas.

No nosso problema, a organizagdo que reline o0s varios agentes da rede é

representada pelo conjunto de mensagens reconhecidas entre os agentes para

comunicacdo e actualizacdo da topologia da rede (e.g., ‘informo que tenho um
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novo vizinho'). Ja uma coordenacdo é um episodio temporario de transferéncia
de informag&o entre 0 agente emissor e o receptor final, mais todos os agentes
intermédios percorridos pelo pacote de informacdo. Veremos em seguida estes

dois aspectos que definem o algoritmo de encaminhamento.

Organizacdo na Rede

A organizagdo dos agentes relacionados dentro de uma mesma rede de
comunicacdo é definida pelo conjunto de mensagens que todos sdo capazes de
reconhecer, ou sgja, um dado protocolo de comunicagéo. Esse protocolo trata
essencia mente da topol ogia da rede. As mensagens gue os agentes recebem do
ambiente sdo as seguintes:

» Desactivagao (remocéo do proprio nd);

» Criagdo de umaligagdo com um novo vizinho (inser¢éo de um arco);

» Desactivagdo de uma ligagdo com um novo vizinho (remogéo de um
arco);

* Actuaizagdo de um tempo de transmissdo para um determinado local
de um vizinho (relevante para o critério do caminho mais rapido);

» Pergunta sobre o atraso e o caminho de um dado local.

Esta informacdo é actualizada num vector, designado doravante por vector de
envio, que guarda os seguintes tuplos <local de destino, tempo de transmissio,
local para envio no tempo mais curto, dimensado do percurso, local para envio
no caminho mais curto>. Ou sgja, para enviar uma mensagem para um dado
destino, o agente reconhece num tuplo apropriado qual o local de envio e qual o
tempo de transmissdo ou dimensdo do percurso estimado para chegar ao
destino. Com este vector, a tarefa dos agentes de retransmissdo de informagéo
fica limitada a percorrer o vector até encontrar o tuplo indicado (cada agente
guarda a informagdo de todos os destinos possiveis), uma tarefa de
complexidade linear. E na manutenc&io deste vector que reside a dificul dade do
algoritmo, e é nele que se encontra 0 seu caracter proactivo: quando o agente
recebe um aviso de alteracdo da rede, procura a informacdo necessaria (interna,
consultando as suas estruturas de dados, ou externa, perguntando aos seus
vizinhos) e prepara uma solucdo para a eventualidade de um pacote de

informacdo precisar desse caminho no futuro.

158

vector deenvio



Veremos primeiro como se efectua o envio de um pacote de informagéo pela
rede, para depois estudarmos os mecanismos de resolucéo prévia dos caminhos

disponiveis para o fluxo de envio de pacotes.
Coordenacéo na Rede

A coordenagdo sendo um episodio temporario onde a transmissdo de
informagdo entre dois locais é efectuada, € activada num dado agente quando
este recebe um pedido de reenvio de informacdo. O tipo da mensagem de
recepcao de informagdo é Unica, e vem com a identificacdo do receptor fina (o
qual pode ser o proprio terminando ai 0 seu trgjecto, ou para outro diferente,
reenviando a informagdo para um terceiro agente) juntamente com o critério a
adoptar na retransmissdo (como por exemplo, usar o caminho mais rgpido).
Tendo em conta o que foi dito sobre o vector de envio, este problema € de
resolucéo trivial: Determinar se 0 destino desgjado € ele préprio, terminando a
coordenacdo actual, ou caso contrério, encontrar o proximo agente a reenviar a

mensagem procurando no vector de envio com o critério apropriado.

Resolucao proactiva dos caminhos possivels

Sendo a rede uma estrutura dindmica, acontece que pode ndo existir uma
coeréncia global em relagcéo aos vectores de envio de todos os agentes (por
exemplo, se um agente considerar um determinado caminho no qual
desapareceu um outro agente intermédio, cuja noticia ainda néo foi recebida
devido a distancia entre os dois). O objectivo € fazer com que os vectores de
envio de todos os agentes sgjam usados localmente para uma convergéncia
mutua entre pares de agentes, a qual tera como consequéncia a convergéncia
globa do sistema (quanto menos dindmico o ambiente, menor serd a pressao

sobre este processo de actualizacéo). V ejamos cada evento separadamente:

» Criagdo de um novo local — Enquanto um agente estiver desconectado
da rede qualquer actividade de envio/recepcdo de informagdo é
impossivel. Ndo altera em nada o estado interno dos outros agentes.

» Criagdo de uma nova ligacdo directa — Os dois agentes referidos nesta

ligacdo sdo informados pelo controlador. Cada agente informa o outro
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sobre 0 seu préprio vector de envio. A partir daqui, ambos informam
todos os outros vizinhos da nova ligacdo e dos seus atrasos intrinsecos,
e das ateracOes ocorridas pela andlise do vector de envio do vizinho.

» Criagdo de uma nova ligagdo indirecta — Um agente recebe de um
vizinho um novo caminho para um dado agente mais o atraso
respectivo. Ele analisa 0 vector de envio para determinar se esta nova
opcao € mais rapida que a actual. No caso afirmativo, actualiza o vector
e envia para os outros vizinhos a informagéo desta nova actuaizagéo.
Isto ndo cria um ciclo infinito de mensagens enviadas, dado que a cada
reenvio, o atraso da conexdo aumenta até se tornar indesgjavel para

todos os agentes receptores.

Vegamos um simples exemplo da execucdo deste protocolo de comunicagdo
para a inser¢do de conexdes entre pares de agentes. Seja a rede representada na
figura7.3.1(a):

@ (b)

fig. 7.3.1: Inser¢do de uma nova ligagdo em uma rede de comunicacgo.

Como foi referido anteriormente, cada tuplo do vector de envio é constituido
por 5 elementos. O agente destino, qual 0 menor tempo e por onde continuar,
gual o menor percurso e por onde continuar. Por exemplo, o vector do agente A
€igud a[<B,5,B,1,B>, <C,10.5B,2,B>, <D,7.5,B,2,B>]. Todos os caminhos
de A passam por B dado ser esse 0 Unico caminho possivel. Se inserirmos uma
nova ligacdo (figura 7.3.1(b)) entre os locais A e D, um conjunto de mensagens
serd enviado para 0s seus respectivos vizinhos. O protocolo construira uma

conversa semel hante & seguinte®:

?! Semelhante dado que cada agente é um processo paralelo e assim, a ordem de execucdo pode
ser ligeiramente diferente. No entanto, isso ndo prejudica ou invabiliza a convergéncia para o
resultado desejado, i.e., a optimizacdo dos vectores de envio.
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[A] Actualiza ligacdo para D comatraso 2 via D
[D] Actualiza ligacdo para A comatraso 2 via A
[A-B] Nova |ligacdo para D comatraso 2

[A-D] Ligacao para B comatraso 5

[A-D] Ligacao para C comatraso 10.5

[D-B] Nova |ligacdo para A comatraso 2

[D-C] Nova |ligacdo para A comatraso 2

[D-A] Ligacao para B comatraso 2.5

[D-A] Ligacao para C comatraso 3

[B] Actualiza |ligacdo para A comatraso 4.5 via D
[B-C] Nova ligacdo para A comatraso 4.5

[C] Actualiza ligacdo para A comatraso 5 via D
[C-B] Nova ligacdo para A comatraso 5

[A] Actualiza ligacdo para B comatraso 4.5 via D
[A] Actualiza ligacdo para C comatraso 5 via D
[A-B] Nova |ligacdo para C comatraso 5

Nesse momento, 0os agentes que receberam as Ultimas mensagens ndo tém

necessidade de aterar 0s seus vectores de envio (0s tempos recebidos ndo sdo

melhores) e assim, ndo enviam mais mensagens. 1sso termina 0 processo de

interaccdo. O vector de envio de A ficou com o seguinte conteldo:
[<B,4.5D,2,D><C,5,D,2,D><D,2,D,1,D>]. Foram enviadas 10 mensagens no

total, o que resulta em uma média de 2.5 mensagens por agente.

A outra metade dos eventos incluidos no protocolo de organizacdo refere-se a

eliminagdo de arcos e nos:

Desactivagdo de uma ligacdo directa — Os dois agentes da ligagéo
informam os outros seus vizinhos deste facto. Em seguida, voltam a
perguntar a0s mesmos Vizinhos se a gum deles possui uma outra ligacéo
aternativa.

Desactivagdo de uma ligagdo indirecta — O agente ao receber essa
informagdo verifica 0 seu vector de envio. Se possui uma opcéo
alternativa, informa o emissor sobre essa opgdo. Se ndo, pergunta aos
seus vizinhos se existe adternativa. Se receber uma alternativa, guarda-a
no vector e envia aos vizinhos como se se tratasse da criagcdo de uma
nova ligacéo indirecta.

Desactivagdo de um local — O agente a ser desactivado envia a todos os

seus vizinhos uma informacdo de desactivagdo directa da respectiva

ligagéo que os une.
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» Pergunta sobre uma ligagéo indirecta — O agente analisa a sua estrutura
interna (nomeadamente no vector de envio) a procura da resposta. Em
caso afirmativo, responde desencadeando um evento de criagdo de uma
ligacdo indirecta. Em caso negativo, retransmite a pergunta aos seus

outros vizinhos.

Veamos um exemplo deste tipo de acontecimento, usando novamente a rede
dafigura7.3.1. Consideramos que arede actual € a7.3.1(b) e que é eliminadaa
conexao que une os agentes A e D, obtendo-se, deste modo, arede 7.3.1(a). A

comunicacdo entre 0s agentes da rede seria a seguinte:

[A] Desactivar ligacdo comD

[D] Desactivar ligacdo comA

[A-B] Renocao de ligacado indirecta comD

[D-C] Renocao de ligacao indirecta comA

[A-B] Renocao de ligacao indirecta comC

[D-B] Renocao de ligacao indirecta comA

[B] Substituindo |ligacdo para A por ligacdo directa comatraso 5
[BoA] Nova |ligacdo para C comatraso 5.5

[B-D] Nova |ligacdo para A comatraso 5

[A] Criando nova |ligacao para C desde B comatraso total 10.5
[D-C] Vocé tem uma conexdo com A? [ndo, nmas vou procurar...]
[D-B] Vocé tem uma conexd@o com A? [sim usando A]

[D] Criando nova |ligacdo para A desde B comatraso total 7.5
[BoA] Nova ligacdo para D comatraso 2.5

[B-C] Renocao de ligacao indirecta comA

[A-B] Vocé temuma conexdo com C? [sim usando D]

[B-D] Nova |igacdo para A comatraso 5

[A] Criando nova |ligacdo para D desde B comatraso total 7.5
[B-C] Nova |ligacdo para A comatraso 5

[A-B] Vocé temuma conexd@o com D? [sim usando D]

[C] Criando nova |igacao para A desde B comatraso total 10.5
[BoA] Nova |ligacdo para C comatraso 5.5

[D-C] Nova ligacdo para A comatraso 7.5

[C-Dl Nova ligacdo para A comatraso 10.5

[A] Actualizando |igacdo para C desde B comatraso total 10.5
[C-B] Renocao de ligacado indirecta comA

[C-B] Vocé tem uma conexd@o com A? [sim usando A]

[D-C] Nova ligacdo para A comatraso 7.5

[B-C] Nova ligag8o para A comatraso 5

[BoA] Nova ligagdo para D comatraso 2.5

Esta troca de 22 mensagens (média de 5.5 por agente) revela a maior
complexidade reservada a eliminacdo de conexdes existentes na rede. Isto
deriva do facto que aremogao de uma conexao Util para um dado caminho, tem
de ser compensada proactivamente para resolver o problema de pedidos futuros
gue usariam conexdo (agora inexistente). Os vérios €lementos da rede tém

de comunicar uns com outros, para encontrar a proxima melhor opgcdo. Neste
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exemplo, depois de terminada a comunicacdo, o vector de envio do agente A
passou a ser igua a [<B,5B,1,B> <C,10.5B,2B> <D,7.5B,2,B>],
precisamente 0 estado em gue se encontrava antes da insercéo e consequente

remogao daligagéo A - D.
A estruturaneuronal

Um agente espera um pedido dentro de um conjunto possivel de pedidos, e
desencadeia os procedimentos necessarios a sua correcta execucdo. Cada um
destes pedidos tem uma determinada independéncia que pode ser aproveitada

no uso de médulos paralelos. A estrutura da um agente neuronal € a seguinte:

Receber Receber
Pedido Pedido
Desactivaggo de Pergunta sobre Criago/Actudizacdo de
Arco um dado Arco Arco
Questionar
Vizinho(s)
Enviar Enviar
Pedido Pedido

fig. 7.3.2 : Fluxo de informagdo de organizacéo na Rede.

Cada caixa representa um processo paraelo. Os processos de receber e enviar
pedidos formam a estrutura de comunicagdo entre agentes vizinhos. Cada
conexdo da rede possui dois processos exclusivos (um em cada agente) que
tratam da comunicacdo exclusiva a essa conexao sem sobrecarregar as outras

ligacBes (pressupdem-se um nlimero méximo de ligacdes por agente).

Os processos de entrada — as caixas Receber Pedido — requerem a execugdo do

pedido aos outros processos do seu agente. Quando o pedido é processado, este

%2 Se ndo existir um nlimero maximo, este conjunto de processos s&o substituidos por um (inico
com uma fila de espera Uinica que recebe os pedidos do exterior.
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pode desencadear a activacdo de outros processos até que (eventual mente)
sgjam activados o0s processos de comunicag@o externa, enviando pedidos ou
informagdes para 0s seus agentes vizinhos. Para tratar os episodios de
coordenagdo, ou sgja, a transferéncia de informacdo entre os varios agentes da
rede, a estrutura é bem mais simples sendo efectuada por um sistema de
comunicacdo que interliga todos os processos de entrada e saida do agente. O
processo que recebe o pedido analisa o vector de envio para descobrir qual o
préximo agente a receber o pacote. Deste modo, € possivel remeter para o

processo responsavel de enviar informacdo ao proximo agente.

Receber Receber
Pedido Pedido
Enviar Enviar
Pedido Pedido

fig. 7.3.3 : Fluxo de informagdo de coordenacdo na Rede.

Assim, 0 agente é transformado num conjunto de processos paralelos que
interagem uns com 0S outros para maximizar 0 uso das suas proprias
potencialidades quando duas ou mais requisi¢cdes de servicos dos seus vizinhos

ocorrem simultaneamente.

7.4. Simulagdo

Na fata de uma méaguina capaz de executar em paraelo as redes propostas
nesta Tese (conferir o proximo capitulo sobre esta problemética), foi construido
um programa capaz de simular num computador as redes produzidas pelo
compilador NETDEF. NO entanto, 0 nosso programa de compilagdo e simulagéo
nao possui capacidade para executar processos concorrentes (neste caso, 0s

modul os de redes neuronais a serem executados paral elamente).
O ambiente SACI

Tendo isto em conta, mais o facto de estarmos a realizar uma simulacdo num

ambiente multiagente, decidimos utilizar uma ferramenta orientada a agentes e
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apropriada para esta aplicacdo. A ferramenta, designada por sacl, €
desenvolvida® pela equipe do Prof. Jaime Sim&o Sichman, nomeadamente pelo
aluno de doutoramento Jomi Fred Hibner (cf. [Hibner e Sichman 2000]). O
SAcl visa facilitar a programacéo de sistemas de comunicagdo entre conjuntos
de agentes distribuidos. O saci disponibiliza um conjunto de bibliotecas em
Java que aceleram o desenvolvimento de aplicagbes multiagentes, com a
vantagem da independéncia de plataforma fisica que a linguagem desenvolvida

pela SUN possui como caracteristica central da suafilosofia de compilacgo.

A estrutura da simulacéo

Foi decidido programar um controlador cuja tarefa € criar e manipular a
topologia da rede de comunicacdo. Este controlador é capaz de inicializar
novas instancias de agentes e, de seguida, ligar esses novos agentes a rede
através da criacdo de conexdes apropriadas. Para além disso, o controlador
também informa pedidos de envio de pacotes de informacdo para um
determinado agente, indicando-lhe o destino e o critério desgjado. Os critérios
programados nesta simulagdo sdo: @) caminho mais rdpido; b) caminho mais
curto; e ¢) caminho através de um local intermediario. O agente € um sistema
independente capaz de processar 0s eventos externos provenientes ou do
controlador ou dos seus agentes vizinhos. O agente possui um conjunto de
informacdo interna (como o ja referido vector de envio) que aiado ao

algoritmo descrito ddo uma dimensdo cognitiva a sua capacidade de resolugao.

Comparacéo de Resultados

Nesta seccéo sdo apresentados dados que mostram algumas das caracteristicas
da abordagem centralizada e da abordagem distribuida. Os dados seguintes
focam sobre os episodios de organizacéo da rede, dado que é nesse ponto que
se encontram as diferencas entre os dois métodos. Em relacéo aos episodios de

coordenacdo (simples envio de informacdo entre agentes sem ateracdo da

28 Conferir ht t p: //waw. | ti . pcs. usp. br/saci onde é possivel obter a versdo mais actual
desta aplicacdo.
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topologia) os sistemas tém um comportamento semelhante, dado que os

vectores de envio que possuem sdo iguais (o critério a maximizar € o mesmo).

A questéo principal foca na complexidade dos dois agoritmos e no trafego da
rede necessario para resolver o problema do caminho mais curto. Por isso,
foram consideradas para andlise as seguintes componentes. o0 tempo de
processamento interno € 0 nimero de mensagens para cada adaptacdo
correspondente a uma alteracdo da topologia da rede. Seria trivial pensar que
um servidor central possa estar ligado directamente a todos os agentes de
retransmissao (se assim fosse, bastava enviar a mensagem para o servidor e este
enderecava directamente para 0 agente destino...). Logo, um agente quando
envia ou recebe um pedido do servidor tem de enviélo pela rede até que
chegue a um agente com contacto directo com o servidor. Fagamos uma
estimativa optimista de log 4 N transferéncias desde e até ao servidor, sendo ¢ 0
nimero de ligagdes média por agente. O nimero de mensagens trocadas é
aproximadamente de log 4 N para a comunicagéo do servidor com cada agente,

ousgja, N. logqgN.

Natabela 7.4.1, o par de nimeros da primeira coluna significam o nimero de
agentes na rede e o nimero médio de ligacGes por agente. Por exemplo, a
primeira linha refere-se a uma rede com 3 agentes com uma conexdo média de
duas ligagBes por agente. A segunda e quarta coluna dizem respeito ao
processamento interno do servidor necessario a adaptacdo da rede a uma
alteragdo nas ligagbes. No caso centralizado, o céculo diz respeito a
complexidade polinomial do agoritmo de Floyd, e no caso distribuido, &

complexidade linear das operagdes efectuadas por cada agente®”.

As restantes colunas indicam o nimero médio de mensagens na rede. No caso

centralizado € o nUmero total de mensagens. No caso distribuido, o primeiro

# Apresentamos 0 nimero estimado em relagdo & complexidade de cada um dos algoritmos.
Haveria a necessidade de multiplicar por uma constante dependente dos pormenores de cada
um dos programas, que ndo € relevante ja que a sua influéncia (no que diz respeito a
comparagdo dos resultados) é progressivamente menor, a medida que a dimensao do problema
aumenta.
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elemento da quinta coluna refere-se igualmente ao nimero total de mensagens

e 0 segundo elemento representa a média de mensagens enviadas por agente.

No caso dos agentes distribuidos foram executados dez exemplos com

topologias diferentes sendo apresentada a média resultante.

Topologia Centralizada Distribuida

da Rede Processamento| Mensagens | Processamento| Mensagens
3-2 27 4.8 3 43-14
4-2 64 8,0 4 72-18
5-2 125 11,6 5 15.8-3,2
8-3 512 15,1 8 65,4 —-8,2
10-3 1000 21,0 10 143,8-14,4
15-4 3375 29,3 15 389,4—26,0

fig. 7.4.1 : Comparagao entre as duas abordagens.

Graficamente, podemos comparar o desempenho das duas abordagens, tanto do

ponto de vista do crescimento do processamento, como da troca de mensagens

ocorridas no interior da rede de comunicacdo. No proximo grafico, € mostrado

0 numero de mensagens usando os dois sistemas, apresentando para 0 caso

distribuido os valores totais e o valor por agente.

NUmero de Mensagens

3-2 4-2 52 6-3 7-3 8-3 9-3 10-311-412-4 13-4 14-4 15-4

Topologia da Rede

fig. 7.4.2 : NUmero de mensagens na Rede e por Agente.

—e— Floyd
—m— Sistema
—— Agente

Verificou-se que a inser¢do de um arco mais rapido do que 0s seus

‘concorrentes’ implicou numa maior troca de informagdo entre os agentes

interessados. Ja um arco gue ndo oferece um servico melhor que os existentes,

provoca um reduzido nimero de mensagens, especificamente entre o par de
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agentes desse arco e 0s seus respectivos vizinhos. Foi também observado
durante a fase de recolha de dados, que as operacOes de insercéo de ligagdes
requerem menos mensagens que as operagoes de remogdo. Para 0s casos com
15 agentes foram necessarias quatro a sei's vezes mais mensagens nos exemplos
de remogdo de um arco importante para a comunicagdo de duas areas distintas
da rede. Ja a remocdo de arcos menos usados provocou um muito menor
nimero de mensagens trocadas, sendo semelhante as insercbes de arcos
‘lentos’. Como seria de esperar, e de acordo com os dados obtidos, quanto
maior aimportancia de um arco ou de um n6 na rede de comunicagdo, maior é
a actividade de convergéncia da prépria rede como consequéncia dessa
mudanca. Neste préximo grafico € mostrado a diferenca de complexidade entre
o trabalho executado pelo algoritmo centralizado e o paraelismo da solugéo

multiagente.

3500
3000 - /
2500

2000 / —m— O(n"3)
1500 rd —&—O(n)

1000 -
500 -

Instrucdes

3 45 6 7 8 9 10 11 12 13 14 15

Agentes

fig. 7.4.3 : Complexidade polinomial vs. complexidade linear.

Veificase que, apesar das duas complexidades pertencerem ao dominio
polinomial, o sistema multiagente apresentado diminuiu a complexidade
intrinseca do algoritmo padrédo de escolha do caminho mais curto para um dado
grafo. Isso foi conseguido a custa do paraelismo da solucdo que tem como
principal consequéncia o aumento das mensagens trocadas ao longo da rede.
Houve por isso uma troca na sobrecarga dos recursos, ou seja, entre um menor
nimero de calculos necessarios e um subseguente aumento no tréfego da rede

de comunicagéo.
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No entanto, este facto ndo € uma desvantagem porque maximiza um recurso
distribuido — a capacidade de transmissdo definida pelo conjunto dos agentes e
das suas conexdes gue definem a topol ogia da rede — dividindo a complexidade
da tarefa por todos os agentes da rede com as vantagens referidas no decorrer
deste capitulo, nomeadamente, um tratamento local para ateracbes locais, uma
adaptacdo implicita do sistema em relagdo a um ambiente dindmico, a
caracteristica de ndo precisar de um mecanismo de coeréncia global, e ainda o
facto de ndo ser necessario um mecanismo centralizador por onde o fluxo da

informagdo e o controle do seu contetido seriam subordinados.

7.5. Conclusao

Este capitulo pretendeu mostrar uma aplicacdo prética do uso do paralelismo
para tratamento de uma tarefa complexa, nomeadamente na transferéncia de
informacdo dentro de uma rede de agentes distribuidos. Estes agentes sdo
capazes, isoladamente, de tomar decisdes sobre para onde enviar informagao,

tendo em conta apenas a andlise dainformacdo loca (e portanto, incompleta).

Cada agente pode ser visto como um conjunto de processos mais simples, a
actuar em paraelo, recebendo e enviando informagdo de e para os outros
processos internos ao agente ou para o0 exterior (i.e, para 0S seus agentes
vizinhos). Estes processos, por sua vez, sdo definidos a partir de algoritmos
especificos que podem ser implementados em redes neuronais, usando a
linguagem NETDEF. Logo, € possivel ter agentes dentro de um sistema
multiagente, construidos a partir de uma arquitectura neuronal, que para aém
do aspecto de controle descrito nas seccdes anteriores, poderiam ter incluidos
processos de aprendizagem naturamente integraveis na arquitectura

apresentada, como foi descrito no capitulo 5.

Ou sga, esta aplicacdo procurou mostrar que o conjunto de ferramentas
apresentadas no decorrer desta dissertagdo, serve para construir sistemas de
processamento relativamente complexos executados exclusivamente por redes

neuronais.
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8. Conclusao

Sera apresentada uma breve discussdo dos resultados obtidos neste trabalho e
de quais as contribuic¢des relevantes do mesmo para a area cientifica em que se
insere. De seguida, alguns aspectos passiveis de investigacdo futura serdo
revistos, juntamente com sugestfes que justifiquem a sua inclusdo. Conclui-se

com algumas consideracOes finais.

8.1. Discussao

No desenrolar desta Dissertagdo, apresentamos varias visdes possiveis da
computacdo, com diferentes formas de expressar e descrever solucbes e
algoritmos. Estas visdes ou paradigmas da computacdo, passam pelas funcdes
parciais recursivas, pelas maguinas abstractas como maguinas de Turing, ou
redes neuronais artificiais inspiradas na neurobiologia. Elas possuem o mesmo
poder computacional, sendo capazes de executar 0 mesmo conjunto de
problemas. No entanto, algumas delas mostram-se mais eficientes se fornecidos
0s recursos apropriados. Uma dessas formas passa pelo uso do paralelismo e é
nesse espirito que as redes neuronais tém um papel interessante e mesmo

relevante,
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Até ha relativamente pouco tempo (inicio dos anos 90), as redes neuronais
tinham sido observadas como ferramentas de aprendizagem. No entanto, varios
trabalhos, no qual se inclui esta Tese, procuraram mostrar que 0 cenario nao é
t&0 restritivo e que existem caminhos abertos na &rea da computacdo simbdlica
(cf. [Pollack 87], [Maass 96], [Siegedmann e Sontag 91, 95], [Sun 95],
[Siegelmann 99)).

Foi nesse sentido que orientamos o trabalho. Ao mostrar no capitulo 3 que o
poder computaciona de um determinado modelo de rede € equivalente ao das
maguina de Turing, usando um sistema modular, foi aberto um caminho paraa
procura de procedimentos eficazes. Apesar desta demonstragdo ndo ser a
primeira, dado j& os trabalhos de Siegelmann e Sontag terem mostrado a
universalidade destes sistemas (através da simulacdo de uma méaquina de
Turing universal), ela é relevante, primeiro porque o caracter modular da sua
estrutura, segundo porgue fornece um mecanismo operaciona de construgdo de
problemas especificos, e terceiro porgue simplifica extremamente as estruturas

neuronais capazes de controlar a execugdo de algoritmos.

Outra porta foi aberta, quando se mostrou no capitulo seguinte, que ndo era
necessario construir redes especificas para problemas especificos (questéo,
alids, bastante complexa). Era possivel apresentar uma descricdo em muito
maior nivel de abstraccdo, através de uma linguagem de programagdo com uma
sintaxe e semantica muito semelhante as linguagens de programacdo comuns,
gue fosse capaz de produzir essas mesmas redes. Isso implica uma
simplificagcéo operacional extremamente relevante e fornece uma ferramenta

capaz de tornar atarefa em algo simples e, principa mente, automatico.

A portafina (do ponto de vista do trabaho presente, dado que o conhecimento
passa por abrir um numero ilimitado de novas e desconhecidas portas) foi
aberta com a criagdo de uma ponte entre o sistema computacional proposto
para integracéo da aprendizagem em modulos de uma arquitectura semelhante
(semelhante mas néo igual, dado serem usadas fungdes de activacdo de segundo

grau).
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Esta ligagdo mostra que € possivel criar sistemas neuronais complexos capazes
de executar os dois tipos de computacdo, a computacdo simbdlica e a
computacdo sub-simbodlica. Que a representacdo local (onde uma unidade de
memoria representa um objecto, um conceito ou uma hipétese) e a distribuida
(onde cada unidade de memodria participa da representacdo de um ou mais
objectos, podendo intersectar-se e mesmo degradar o conhecimento assim
sobreposto) podem coexistir na mesma arquitectura neuronal. Este aspecto de
integracdo € considerado relevante pela comunidade, como se pode verificar
em trabal hos recentes (cf. [Browne 98], [Li e Elliman 98], [Appoloni e Zoppis
99], [Medler et al. 99], [Taha e Ghosh 99], [Zang 99]), ou mesma numa edicao
de artigos especia mente dedicada a esta tematica (cf. [Sun 95]).

Todos estes passos foran dados dentro de uma arquitectura neuronal,
relativamente simples, reconhecida pela comunidade cientifica (as redes com
funcdes de activagdo o). Um dos principais pontos da originalidade do trabalho
passou pela conexdo destes sistemas com 0 aspecto plenamente modular das
solugBes propostas. Esta modularidade permite controlar a complexidade
inerente e inevitavel dos grandes sistemas, como expressar e salientar a sua
correccao. A reutilizacdo de médulos é também algo permissivel, dado que as
interaccOes deles com o ambiente externo e os outros modul os, € efectuado por

canais de comunicagdo bem definidos e de fécil controle e gestéo.

8.2. Trabalho Futuro

Podemos inferir, da experiéncia acumulada durante a preparacdo e execugao
desta Tese, que 0s seguintes pontos podem conter sementes de trabalho futuro e

de resultados potencia mente i nteressantes.

Formalizacéo e I ntegracao

Quando foi realizada, no capitulo 5, a integracdo da computacdo simbdlica e
sub-simbdlica sobre as redes-o, ficou aberta a possibilidade de um sdto

qualitativo deste assunto para uma esferamais formal, mais matemética.
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A execucdo de uma rede pode ser vista como a iteragdo, ou evolugdo de uma
Orbita no espaco de fases definido pela arquitectura neurona. O inicio da
computagdo iniciase em um determinado ponto desse espago, 0 vector de
activagOes (que define o estado actual darede) evolui a cada instante para uma
nova posicao até atingir um dos estados finais (ou sga, entrar no intervalo de

terminacdo do programa).

Como ambas as computagdes (simbdlica e sub-simbdlica) estdo neste momento
integradas nesta arquitectura neuronal, sera possivel, em principio, estudar
estes dois conceitos aparentemente diversos numa estrutura matemética
comum. Essa formalizagdo poderia fornecer informagéo relevante tanto na
comparacdo de programas nos dois conceitos de computacdo, bem como na
classificacdo de varios agoritmos de aprendizagem tendo em conta 0 seu

comportamento dinadmico dentro da estrutura neuronal considerada

Unidades Heter ogéneas de Activacéo

Todo o sistema de construgdo automética neurona apresentado, utiliza redes
homogéneas no que respeita a funcéo de activacao: todos os neurénios usam
redes-g. No entanto, n&o existe restricdo ao uso de outras fungdes de activacdo
dentro da mesma rede neurona, criando assim redes heterogéneas de
computacdo. O uso mais directo desta extensio do modelo, seria a
implementagdo de algoritmos de aprendizagem mais complexos, como O
algoritmo da retropropagacdo. Para isso, seriam utilizados neurénios com
funcdo de activacdo sigmoidal para redizar as partes dos cdculos onde a

funcdo sigmoidal € necesséria.

No que respeita a activagcdo, outras extensdes sdo possivels. Uma mais
complexa, com o objectivo de diminuir o nimero de neurénios utilizados
(procurando diminuir assim os problemas e demoras ha comunicagdo sinaptica
de grandes redes), seria 0 uso de autématos finitos na activacéo neuronal, onde
consoante 0 valor da entrada sinaptica, seria considerado um determinado
comportamento, que mudaria, eventualmente, ao longo do tempo. Esta ideia,

sem nenhuma inspiragdo bioldgica, procura ver cada neurénio como um

173



processador de informagdo sensivel ao seu contexto, tanto em relacéo ao seu
estado actual, bem como aos acontecimentos externos do seu passado mais
recente (que determinariam a passagem para um novo estado e logo para uma
nova funcdo de activagdo). Existe aigum trabaho realizado neste dominio. O
modelo neuronal designado por neuroid € um neurénio programavel com um
mecanismo de ateracdo da sua estrutura interna, podendo assim, mudar o seu
comportamento computacional, cf. [Wiedermann 99]. Em [Lopin 99] é
estudado um modelo neuronal a partir do conjunto dos seus estados discretos

possivels.

Estruturas Neuronais Dinamicas

7

Uma questdo pertinente € a possibilidade de uso de redes de dimensdo
dindmica, ou segja, capazes de aterar a sua arquitectura em tempo real de
execucdo. Isso ndo acontece com o sistema apresentado, em que apenas €
possivel aterar atopologia da rede, através da modificacdo dos proprios pesos
sindpticos. Estes mecanismos control ados apenas pelas proprias redes parecem-
nos demasiado complexos para obter alguma efectividade no seu potencial uso.
Porém, existindo algum suporte externo, nomeadamente nas capacidades de um
hardware paralelo que executaria as redes compiladas, seria talvez admissivel
introduzir mecanismos de duplicacdo de redes existentes, para comportar
multiplas execugdes do mesmo codigo a0 mesmo tempo. Por exemplo, dado
um médulo B, a execucdo de um comando FORK B, cria uma nova instancia
do médulo, que uma vez atribuidas as entradas e saidas especificas, executa de
forma paralela. Isto permitiria uma implementagdo de mecanismos de recurséo
tipicos das linguagens de programacdo tradicionais. Outros comandos
relacionados incluiriam um MERGE, que tentaria fundir duas instancias de um
mesmo maodulo, eliminando um dos conjuntos de entrada/saida ou mesmo
partilhar o modulo resultado, usando um mecanismo de exclusdo mitua, como
existe no NETDEF, e um DELETE para destruir unidades neuronais ja ndo

utilizaveis.
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8.3. Consideracdes Finais

Pela construcdo de propriedades e métodos modulares, pela construcdo
recursiva de modulos individuamente simples, colectivamente poderosos e
flexiveis, pela criagdo de processos especificos para tratamento e procura de
solugbes em ambientes de computacdo macicamente paralela, foi obtido um
sistema que é capaz de organizar aplicacdo entre descri¢des agoritmicas de
problemas arbitrarios e redes neuronais relativamente simples e homogéneas.
Por tudo isto, pode afirmar-se que ficou diminuida a distancia que separa a
cléssica Teoria da Computagdo do corpo de conhecimento agregado a

Neurodinamica.
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Anexo A — Esquema da rede de uma funcao NETDEF

Como exemplo, apresentaremos a rede criada para a func¢éo booleana seguinte:

FUNCTION F (VAR X1 : INTEGER, X2 : |INTEGER) |S BOOLEAN
B;
em que B é um processo qualquer, e a chamada em questdo F(al, a2), é a 2°

chamada da funcéo detectada no programa pelo compilador.

Cada chamada da funcéo espera pela sua vez. Quando esse momento é chegado
(F, é activado a 1), adquire o testemunho e retirao do sistema (através do
neurdnio begin). Em seguida, a rede da fungéo transfere os valores da chamada

para os argumentos da funcéo, e inicia 0 seu processo principal.

Quando termina, actualiza as varidvel s associadas aos argumentos por variavel
(neste exemplo, somente 0 primeiro argumento), envia o resultado para o
processo que a activou, e recoloca 0 testemunho no préximo neurénio
(neurénio end) do sistema de estafetas. O neurdnio work deixa passar a

informacdo no fim do processamento da funcéo.

Os neurénios dentro do tracgfado mais o sistema de estafetas, fazem parte da

estrutura da funcdo e sdo Unicos. O que esta fora é repetido para cada chamada
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da funcéo, o que implicaum custo de N+M+3 neurdnios por chamada, sendo N

0 numero de argumentos € M 0 nimero desses argumentos que sdo passados

por variavel.

ouT

RES

IN
o

fig. A1 — Rede padréo para execucdo de fungdes.
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Anexo B — Outros Processos NETDEF

N&o Deter minismo

O processo CHOOSE introduz ndo determinisSmo no NETDEF. CHOOSE escolhe de

forma ndo determinista, um dos seus processos para executar.
choose ::= “ CHOOSE” process*”;” process { “;” process} “ ENDCHOOSE” .

O NETDEF possui um canal especial, denominado por GUESSB, que devolve ou
zero ou um de forma aeatéria Tendo N processos, necessitamos de
K =[log,N | bits de informago para decidir qual dos processos a escolher. Para
iSS0, CHOOSE obtém K bits de GUESS, M = by, ..., bk, para activar 0 processo

b.b,...b« (em notagcdo binéria). Sem > N, entdo CHOOSE tenta outra vez.

Seja 0 seguinte exemplo,

CHOOSE

I 1;

| 2;

| 3;
ENDCHOOCSE;
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A rede resultante seria a seguinte,

v Moot

L o0t ouT

I3 ouT

fig. B1: escolha ndo determinista entre trés processos.

Os pesos entre os neurénios b; e os neurdnios 01 e 10 ndo sdo mostrados por
razdes de clareza. Para cada processo, existe apenas uma sequéncia binaria que
0 activa. E isso que determina o pendor dos neurénios marcados com as

sequéncias binarias e 0s pesos singpti cos que os ligam aos neurdnios b.

Insercdo Directa de Redes-a

Todas as redes apresentadas derivam do funcionamento dos seus comandos
respectivos. No entanto, em certas situagdes, outras redes ou comandos podem
ser importantes, tanto pela poupanca no nimero de neurénios, como na rapidez

de execugdo de uma dada rede neuronal.

O NETDEF permite a inser¢do de redes arbitrariamente complexas construidas
pelo programador, desde que estas respeitem as regras de sincronizagéo

existentes em todas as redes da linguagem.

Os comandos AsM e ENDASM indicam ao compilador que o que esta entre eles,
sd0 equacdes gque descrevem uma rede neuronal. O formato EBNF de rede

inserida desta forma € a seguinte:

net ::=“Asv” equation“;” { equation*“;” } “ ENDASM".
equation ::=id“="real “*” id{{"“+” |“-" }real [**” id] }.
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De reparar que ndo existe controlo se o sistema esta sincronizado ou ndo, isso &
uma tarefa do programador. O que o sistema garante, € que o sinal de entrada é
enviado para 0 Xy e quando 0 processo termina, € enviado o sinal de
terminacdo para 0 Xour. 1SS0 é redizado, ligando a primeira equagdo ao
neurénio entrada e a Ultima equago ao neurdnio saida. E possivel atribuir e ler
0 conteldo das variaveis que forem visiveis no contexto do sistema de

equactes. Por exemplo,

ASM
XB(t +1) =984 );
XA(t +1) =sig 1.0* A+ 1.0 * xg(t) — 0.97 );
XE(t +1) =sig 1.0 * xa(t) );
ENDASM
Em termos gréficos,
‘/-0.97

fig. B2 : rede construida pelo utilizador utilizando avariavel A.

Comandos Guardados

Na medida em que cada modulo pode ser visto como uma entidade
independente do resto da rede, é possivel criar certos modulos que s6 tém a sua
actividade iniciada quando um dado acontecimento ocorrer. Dir-se-a que esse
modulo reagiu a um dado acontecimento, executando uma tarefa especifica
Essa reaccdo pode provocar outras, € assim sucessivamente. Para isso, 0
NETDEF tem um novo tipo de variavel denominada de guarda, que gquando

activada provoca a execugdo de uma ou mais redes neuronais.
guarded process::= “ GUARD” process“WITH" id.

Uma variavel guarda possui dois neurdnios, um paraenviar o sina de activacéo
e outro para informar se todas as redes guardadas por ela estdo inactivas ou

ndo. Se houver pelo menos uma rede que esta activa, diz-se que a guarda esta
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ocupada. A rede resultado de um processo guardado é a seguinte (0s neurénios

dentro do tracejado representam a guarda),

fig. B3 : rede do comando GUARD B WITH G.

Para iniciar as redes guardadas por uma determinada guarda G, utiliza-se o
processo START G. A fung&o booleana BUSY(G) indica se existe pelo menos um

dos médul os guardados por G, que estgja activo.

RES
ouT

fig. B4 : rede do comando BUSY (G).

Se pretendermos esperar que 0os modulos, a que guarda diz respeito, terminem,

utiliza-se o processo WAIT(G).

ouT

fig. B5 : rede do comando WAIT G.
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